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5.4 Př́ıklady . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 72
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9.2 Práce se spline funkcemi . . . . . . . . . . . . . . . . . . . . . . . . . . . . 134
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11.1 Doplněńı na čtverec . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 165



OBSAH 5
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Předmluva

Tato práce vznikla jako několika stránkové pojednáńı o základech bayesovského odha-
dováńı a ř́ızeńı založeného na dynamickém programováńı. Byla určena pro studenty vy-
braných projekt̊u katedry aplikované matematiky na Fakultě dopravńı ČVUT. Postupně
byla doplňována př́ıklady a rozš́ı̌rena o speciálńı tematiku model̊u směsi distribućı a mo-
del̊u, využ́ıvaj́ıćıch aproximaci pomoćı spline funkćı. Tyto aplikace jsou zvláště vhodné
pro odhadováńı a ř́ızeńı v dopravě, nebot’ umožňuj́ı modelováńı v́ıce stavových systémů
a veličin s hladkými pr̊uběhy.

Práce podává (doufejme, že) srozumitelný výklad základ̊u bayesovského př́ıstupu ke
statistice a ukazuje jejich aplikaci na odhadováńı a ř́ızeńı s lineárńımi modely. Výklad je
založen na př́ıkladech, demonstruj́ıćıch konkrétńı teoretické oblasti. Protože výklad má být
bĺızký student̊um, neńı ćılem práce podat co nejobecněǰśı teorii i s d̊ukazy předkládaných
tvrzeńı, ale sṕı̌se ukázat ”k čemu to je” a ”jak se to použije”. Proto jsou výsledné algoritmy,
pokud je to možné, doloženy př́ıslušnými programy v jazyce MATLAB. Předpokládaná
znalost matematiky je na úrovni standardńıho základńıho kurzu na technické vysoké škole.
Speciálńı oblasti, které daná problematika vyžaduje, jsou podány bud’ př́ımo v textu nebo
v kapitole Dodatky.

Prvńı kapitola práce je motivačńı. Na velmi jednoduchém dopravńım př́ıkladě uka-
zuje některé základńı rysy modelováńı a odhadu tohoto modelu. Druhá kapitola uka-
zuje základńı př́ıstup k odhadováńı a ř́ızeńı pro modely bez popisu pomoćı hustoty
pravděpodobnosti. Ukazuje se zde podstata metody nejmenš́ıch čtverc̊u (pro odhad)
a dynamického programováńı (pro návrh optimálńıho ř́ızeńı). Třet́ı kapitola je věnována
základ̊um bayesovského pohledu na pravděpodobnost a pravděpodobnostńıho popisu
diskrétńıch i spojitých náhodných veličin. Tematicky nejd̊uležitěǰśımi jsou kapitoly 4
až 7. Ve čtvrté kapitole je zaveden pravděpodobnostńı popis modelu vyjádřený jako
podmı́něná hustota pravděpodobnosti. Tento obecný popis je potom specifikován pro
jednotlivé d̊uležité varianty model̊u, a to jak pro diskrétńı, tak i pro spojité modelované
veličiny. Kapitola pátá pojednává o odhadu model̊u z předchoźı kapitoly a předpovědi
modelované veličiny na základě odhadnutého modelu. Šestá a sedmá kapitola je věnována
problematice ř́ızeńı. Nejdř́ıve jsou uvažovány modely se známými parametry, později se
předpokládaj́ı parametry neznámé. Daľśı část práce se zabývá speciálńı, avšak v dopravě
velmi d̊uležitou, problematikou. Jedná se o popis soustavy pomoćı multimodelu a o mo-
dely, které se oṕıraj́ı o aproximaci modelované veličiny pomoćı spline-funkce. V desáté
kapitole je uvedena řada př́ıklad̊u, které maj́ı ilustrovat možnosti ne zcela př́ımočarého
využit́ı probrané teorie. V posledńı kapitole jsou uvedena některá odvozeńı, která by svou
délkou narušovala plynulost výkladu v předchoźıch kapitolách.

I když je tato práce p̊uvodně určena pro studenty a doktorandy Fakulty dopravńı,
může být užitečná i student̊um ostatńıch vysokých škol nebo technickým pracovńık̊um,
zaj́ımaj́ıćım se o danou problematiku.

Na tomto mı́stě bych rád poděkoval všem, kdo mi s př́ıpravou této publikace pomohli.
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Kapitola 1

Matematické modely v dopravě

Jako motivaci pro naše pojednáńı o bayesovském odhadováńı a ř́ızeńı v dopravě uvedeme
jednoduchý př́ıklad. Jeho úkolem je volně nast́ınit problematiku a ilustrovat základńı
pojmy, se kterými se dále budeme setkávat.

1.1 Př́ıklad dopravńı úlohy

Uvažujme křižovatku tvaru T, jej́ıž schéma je na obrázku 1.1. Automobily do ńı přij́ıžděj́ı

q1

q2

q3

1

2 3

Obrázek 1.1: Schéma křižovatky

po silnici 1 a odbočuj́ı bud’ doprava do silnice 2, nebo doleva do silnice 3. Na silnićıch 2
a 3 měř́ıme intenzitu provozu q, tj. počet vozidel, která tudy ze silnice 1 projedou za
jednu minutu. Naš́ım úkolem je odhadovat pod́ıl α vozidel odbočuj́ıćıch doprava, nebo
jinak řečeno, určit pravděpodobnost α, že auto náhodně přij́ıžděj́ıćı po silnici 1 odboč́ı
doprava. Tuto pravděpodobnost patrně přesně neurč́ıme, ale budeme se snažit naj́ıt co
nejlepš́ı jej́ı odhad, který označ́ıme α̂. Pravděpodobnost α považujeme za parametr této
úlohy, a mluv́ıme proto dále o odhadu parametr̊u.

Měřeńı provád́ıme každou celou minutu a časové okamžiky měřeńı označ́ıme
přirozenými č́ısly 1, 2, . . . , t. Źıskáme tak data (posloupnost naměřených hodnot)

qi,τ pro i = 2, 3 a τ = 1, 2, · · · , t. (1.1)

Nab́ıźı se několik řešeńı se stejným výsledkem ale r̊uznou obecnost́ı.

9
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1.2 Zp̊usoby řešeńı dopravńı úlohy

Odhad pomoćı statistické definice pravděpodobnosti

Náhodným pokusem je pr̊ujezd vozidla křižovatkou. Pokus má dva možné výsledky:
odbočeńı doprava nebo doleva. Sledovaný jev je odbočeńı doprava. Jeho pravděpodobnost
α je při velkém počtu pokus̊u dána pod́ılem počtu př́ıznivých výsledk̊u (počtu odbočeńı do-
prava) a počtu pokus̊u (celkového počtu vozidel, která křižovatkou projela). Protože počet
automobil̊u proj́ıžděj́ıćıch křižovatkou měř́ıme pr̊uběžně v termı́nech intenzit, můžeme od-
had poměru vozidel odbočuj́ıćıch doprava vyjádřit jako následuj́ıćı zlomek

α̂ =

∑t
τ=1 q2,τ∑t

τ=1(q2,τ + q3,τ )
. (1.2)

Budeme-li tento výpočet opakovat pro dostatečně velký počet časových okamžik̊u, budou
se hodnoty α̂ lǐsit navzájem jen nepatrně a budou zřejmě bĺızké skutečné hodnotě α.

♣ Vzorec (1.2) určuje dobrý odhad skutečného poměru vozidel odbočuj́ıćıch na

ǩrižovatce doprava.

Rekurzivńı odhad pomoćı statistické definice pravděpodobnosti

Abychom si nemuseli pamatovat celé posloupnosti starých dat, zavedeme statistiky
(částečné součty intenzit)

κi(τ) = κi(τ − 1) + qi,τ , i = 2, 3, τ = 1, 2, ..., t , (1.3)

s počátečńı hodnotou κi(0) = 0, i = 2, 3. Pro takto zavedené statistiky plat́ı

κi(t) =
t∑

τ=1

qi,τ (1.4)

a pro odhad parametru α dostaneme

α̂ =
κ2(t)

κ2(t) + κ3(t)
. (1.5)

♣ Vzorec (1.5) p̌redstavuje stejný odhad jako (1.2), ale zapsaný pomoćı pr̊uběžně

poč́ıtaných statistik.

P o z n á m k a: Odhady je možno z pr̊uběžně poč́ıtaných statistik poč́ıtat také pr̊uběžně.

P o z n á m k a: Máme-li určitý (tzv. apriorńı) odhad hodnoty parametru α, m̊užeme jej do
statistik zabudovat tak, že nezvoĺıme jejich počátečńı hodnoty nulové, ale takové, aby vyjadřovaly
naše představy o tomto parametru:

• poměr
κ2(0)

κ2(0) + κ3(0)
vyjadřuje náš počátečńı odhad hodnoty parametru α,
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• velikost κ2(0) + κ3(0) vyjadřuje váhu tohoto počátečńıho odhadu vzhledem k měřeným
dat̊um.

C v i č e n ı́: Na následuj́ıćım př́ıkladě ověřte vliv počátečńıch hodnot statistiky.
Provedli jsme jedno měřeńı a obdrželi data q2,1 = 2, q3,1 = 8. Počátečńı hodnoty voĺıme

1. κ2(0) = 1, κ3(0) = 1;

2. κ2(0) = 100, κ3(0) = 100.

Ověřte, že velké hodnoty počátečńıch podmı́nek maj́ı tendenci se v́ıce prosadit proti prvńım
naměřeným dat̊um.

Odhad pomoćı deterministického modelu

Z proudu aut q1,τ = q2,τ + q3,τ , přicházej́ıćıho po silnici 1, odboč́ı pod́ıl α aut doprava
a vytvoř́ı proud q2. Plat́ı tedy:

q2,τ = αq1,τ , τ = 1, 2, ..., t . (1.6)

Je zřejmé, že takový model je idealizace. Ve skutečnosti se bude poměr aut odbočuj́ıćıch
doprava v každém okamžiku měřeńı vždy trochu lǐsit a lze hovořit pouze o jeho ”ideálńı”
hodnotě. Tento nedostatek deterministického modelu lze řešit zavedeńım poruchové
veličiny, která popisuje okamžité odchylky od pr̊uměrné (”ideálńı”) hodnoty. Můžeme
postupovat dvoj́ım zp̊usobem.

Deterministický model s poruchou v parametru

Uvažujeme poruchu, která p̊usob́ı na parametr α a zp̊usobuje, že tento parametr je
proměnný, tj. koĺısá kolem své ”ideálńı” hodnoty. Pro jednoduchost budeme v tomto
př́ıpadě uvažovat konstantńı př́ıjezd vozidel, tedy q1,τ = q1 pro všechna τ . Model má
potom tvar

q2,τ = ατq1. (1.7)

Odhadováńı parametr̊u provedeme takto:
Pro jednotlivé časové okamžiky můžeme psát rovnosti

q2,1 = α1q1,

q2,2 = α2q1,

... ..., (1.8)

q2,t = αtq1.

Sečteme levé i pravé strany těchto rovnost́ı a dostaneme

t∑

τ=1

q2,τ =
t∑

τ=1

ατq1. (1.9)

Pomoćı (1.4) a rovnosti t q1 = κ1(t) = κ2(t) + κ3(t) můžeme rovnost (1.9) psát ve tvaru

κ2(t) =
t∑

τ=1

q2,τ =
t∑

τ=1

1

t
ατ t q1 =

1

t

t∑

τ=1

ατ (κ2(t) + κ3(t)).
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Odtud dosazeńım do (1.5) dostáváme

α̂ =
κ2(t)

κ2(t) + κ3(t)
=

1

t

t∑

τ=1

ατ . (1.10)

Vid́ıme, že:

♣ Odhad (1.5) udává pr̊uměrnou hodnotu časově proměnného parametru ατ .

P o z n á m k a: Popsaný postup vede k optimálńımu odhadu jen v nejjednodušš́ıch př́ıpadech.

Zaručuje totiž jen nulový pr̊uměr odchylek v rovnićıch, nikoli nejmenš́ı odchylky. Použité

kritérium muśı zaručit, aby se sč́ıtané chyby nemohly navzájem kompenzovat. Proto se jako

kritérium použ́ıvá součet čtverc̊u nebo absolutńıch hodnot odchylek. Součet čtverc̊u má proti

součtu absolutńıch hodnot výhodu, že jej lze derivovat. To je dobré pro hledáńı minima.

P o z n á m k a: Př́ıstup, použ́ıvaj́ıćı proměnné parametry modelu, neńı obvyklý. Práce s ta-

kovým modelem je značně obt́ıžná, nebot’ vede na řešeńı diferenčńıch rovnic s proměnnými

koeficienty.

Deterministický model s poruchou v datech

Uvažujeme poruchu v datech. Model (1.6) má potom tvar

q2,τ = αq1,τ + eτ , (1.11)

kde

eτ je porucha modeluj́ıćı skutečnost, že některá auta mı́sto odbočeńı doprava, jak by
v ”ideálńım” př́ıpadě měla, odboč́ı doleva,

α je parametr, který je v tomto př́ıpadě konstantńı.

Odhad parametru může být následuj́ıćı: Pro jednotlivé časové okamžiky dostáváme
rovnice

q2,1 = αq1,1 + e1,
q2,2 = αq1,2 + e2,
... ...,
q2,t = αq1,t + et.

(1.12)

Opět sečteme levé a pravé strany rovnic, využijeme (1.4) a dostáváme

κ2(t) = α[κ2(t) + κ3(t)] +
t∑

τ=1

eτ .

V př́ıpadě, že plat́ı
∑t

τ=1 eτ = 0, dostáváme vzorec (1.10), tj.

α̂ =
κ2(t)

κ2(t) + κ3(t)
. (1.13)

P o z n á m k a: Vid́ıme, že když budou mı́t rovnice (1.12) v pr̊uměru nulovou chybu, bude
vzorec pro odhad α̂ dán vztahem (1.13), stejně jako dř́ıve. Tato úvaha je namı́stě, jestliže
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předpokládáme, že skutečně nějaká porucha eτ , τ = 1, 2, ..., t, existuje a vstupuje do zmı́něných
rovnic.

Běžněǰśı situace však je, když máme pouze naměřená data q2,τ a q3,τ pro τ = 1, 2, ..., t

a porucha eτ je pouze fiktivńı. Potom lze předchoźı předpoklad o poruše formulovat jako

požadavek: Určete odhad parametru α v rovnićıch (1.12) tak, aby pro naměřená data měla
porucha v pr̊uměru nulovou chybu. Tento požadavek je určitým kritériem, podle něhož neznámý

parametr určujeme. Výsledkem je již odvozený vzorec (1.13).

♣ Vzorec (1.13) je opět stejný jako v (1.5) a dává odhad, pro nějž maj́ı rovnice (1.12)

v pr̊uměru nulovou poruchu.

C v i č e n ı́: Ověřte, že stejný výsledek dostaneme i při použit́ı daleko kvalitněǰśıho kritéria,
kterým je minimum součtu čtverc̊u poruch v jednotlivých rovnićıch, tedy

min
α

t∑

i=1

e2
i .

Návod: v rovnićıch vyjádřete odchylky a zapǐste kritérium – součet čtverc̊u odchylek. Jeho
minimum vypočtěte tak, že derivaci kritéria podle α polož́ıte rovnu nule. Odtud vyjádřete α.

Řešeńı pomoćı pravděpodobnostńıho modelu

Pravděpodobnost, že náhodně vybrané auto odboč́ı doprava, je α, doleva 1−α. V časovém
okamžiku τ přijede za jednu minutu q1,τ = q2,τ + q3,τ aut. Pravděpodobnost, že jich q2,τ

odboč́ı doprava a q1,τ − q2,τ = q3,τ doleva, je dána binomickým rozděleńım

P (q2,τ , q3,τ |α) =

(
q2,τ + q3,τ

q2,τ

)
αq2,τ (1− α)q3,τ . (1.14)

Tento vztah představuje pravděpodobnostńı model naš́ı křižovatky v časovém okamžiku τ.

Věrohodnostńı funkce Lt(α): Obsahuje v sobě informaci o hledaném parametru źıskanou
z naměřených dat – viz (5.5). Je dána součinem model̊u (1.14) v jednotlivých časových
okamžićıch, tj.

Lt(α) =
t∏

τ=1

P (q2,τ , q3,τ |α) =
t∏

τ=1

(
q2,τ + q3,τ

q2,τ

)
α

∑t

τ=1
q2,τ (1− α)

∑t

τ=1
q3,τ .

Označ́ıme-li k =
∏t

τ=1

(
q2,τ+q3,τ

q2,τ

)
a využijeme-li označeńı (1.4), můžeme věrohodnostńı

funkci (likelihood) zapsat ve tvaru

Lt(α) = k ακ2(t)(1− α)κ3(t), (1.15)

kde časový vývoj statistik κi(t), i = 2, 3, je dán vztahem (1.3).

Maximálně věrohodný odhad parametru α: Za odhad se voĺı nejpravděpodobněǰśı hod-
nota parametru α, tj. maximalizuje se věrohodnostńı funkce. Hledá se tedy α, pro které
je splněna rovnost

dLt(α)

dα
= 0,
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kde Lt je věrohodnostńı funkce z (1.15). Tato podmı́nka je splněna pro

α̂ =
κ2(t)

κ2(t) + κ3(t)
. (1.16)

♣ To je opět stejný odhad jako v (1.5).

C v i č e n ı́: Ověřte odhad anulováńım derivace věrohodnostńı funkce a výpočtem α.

Sťredně kvadratický odhad parametru α: Zvoĺıme-li za kritérium středńı hodnotu kva-
dratického výrazu (α − α̂)2, pomoćı kterého měř́ıme kvalitu odhadu α̂ parametru α, do-
staneme optimálńı odhad (jak později ukážeme) jako středńı hodnotu α podmı́něnou
všemi naměřenými daty až do času t (označ́ıme je q(t)). Jej́ı hustota pravděpodobnosti
f(α|q(t)) je dána normalizovanou věrohodnostńı funkćı (tj. věrohodnostńı funkćı dělenou
jej́ım integrálem přes celý definičńı obor), pro kterou z výpočetńıch d̊uvod̊u nyńı zvoĺıme
počátečńı podmı́nku κi(0) = −1. Dostaneme

f(α|q(t)) =
ακ2(t)−1(1− α)κ3(t)−1

∫ 1
0 ακ2(t)−1(1− α)κ3(t)−1 dα

.

P o z n á m k a: Počátečńı podmı́nka κi(0) = −1. je prozat́ım zavedena formálně z výpočetńıch

d̊uvod̊u. Již ted’ je ale možno konstatovat, že možnost zavedeńı počátečńıch podmı́nek (tzv. apri-

orńı informace) je velikou přednost́ı bayesovského pravděpodobnostńıho př́ıstupu – viz druhou

poznámku ke vzorci (1.3).

Pro odhad α podle (11.3) a (11.5) plat́ı

α̂ = E[α|q(t)] =
∫ 1

0
αf(α|q(t)) dα =

∫ 1
0 α.ακ2(t)−1(1− α)κ3(t)−1 dα
∫ 1
0 ακ2(t)−1(1− α)κ3(t)−1 dα

= (1.17)

=
B[κ2(t) + 1, κ3(t)]

B[κ2(t), κ3(t)]
=

κ2(t)

κ2(t) + κ3(t)
.

♣ Odhad je opět stejný jako v (1.5), ale s počátečńı podḿınkou κi(0) = −1.

C v i č e n ı́: Pokuste se odvodit tvrzeńı, že minimalizaćı středńı hodnoty kvadratického
kritéria dostaneme optimálńı odhad parametru α jako středńı hodnotu.
Návod: Kritérium umocněte a proved’te středováńı. Uvědomte si, že náhodná veličina je α,
zat́ımco odhad α̂ je konstanta. (Úprava je podobná odvozeńı výpočetńıho vzorce pro rozptyl.)

1.3 Typy úloh odhadováńı a ř́ızeńı

V předchoźıch odstavćıch jsme nast́ınili problematiku modelováńı a odhadu dopravńıho
systému. Viděli jsme, že na systému měř́ıme určité veličiny, tzv. výstupy systému,
a v některých př́ıpadech můžeme jiné veličiny sami zadávat, tzv. vstupy systému. Systém
je popsán modelem. To je funkce, která umožňuje určit výstup (nebo jeho statistické cha-
rakteristiky) pomoćı parametr̊u modelu a starš́ıch dat, změřených na systému). Úkolem
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odhadováńı je odhadnout hodnoty parametr̊u (nebo jejich charakteristiky) ze změřených dat.
Úkolem ř́ızeńı je určit vstupńı veličiny systému na určitý počet krok̊u dopředu, tzv. horizont
ř́ızeńı, tak, aby výstupńı veličina měla požadovanou hodnotu.

Pro lepš́ı orientaci nyńı uvedeme základńı úlohy, kterými se budeme dále zabývat.

• Řı́zenı́ pro známé parametry modelu systému
V tomto ne př́ılǐs realistickém př́ıpadě uvažujeme model, jehož parametry jsou známé.
Naš́ım úkolem je určit hodnoty vstupńıch veličin tak, aby výstupńı veličina byla co nejbĺıže
zadané, nejčastěji konstantńı, hodnotě.

• Odhad parametrů systému
Zde se snaž́ıme z naměřených dat určit parametry modelu systému tak, aby tento model
co nejlépe popisoval výstup systému.

• Předpověd’ výstupu pro neznámé parametry modelu
Úkolem je nalézt takový popis systému, který by předpov́ıdal budoućı hodnotu výstupu
jen na základě starš́ıch dat, nikoliv parametr̊u. Takový popis lze źıskat spojeńım modelu
systému s odhadem jeho parametr̊u.

• Řı́zenı́ výstupu pro neznámé parametry modelu
Ř́ıd́ıćı veličina, podobně jako předpověd’ výstupu, nesmı́ záviset na neznámých para-
metrech modelu systému. Proto muśıme syntézu ř́ızeńı rovněž spojit s odhadem. Podle
zp̊usobu, jakým to provedeme, rozlǐsujeme d̊uvěřivou a opatrnou strategii ř́ızeńı.

– D̊uvěřivá strategie ř́ızeńı, kdy za neznámé parametry dosazujeme jejich bodové od-
hady.

– Opatrná strategie ř́ızeńı, kdy při syntéze uvažujeme popis parametr̊u pomoćı jejich
hustot pravděpodobnosti.
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Kapitola 2

Úvod do ř́ızeńı a odhadováńı

V této kapitole načrtneme prvńı pohled na úlohy ř́ızeńı a odhadu. Pro začátek nebudeme model
systému vyjadřovat pomoćı hustoty pravděpodobnosti. Budeme uvažovat deterministický popis
systému, ve kterém je náhodnost modelována nějakou poruchou. Algoritmy, které při takto
zjednodušeném př́ıstupu odvod́ıme, budou přesto dobře ukazovat základńı myšlenky algoritmů
bayesovského odhadováńı a ř́ızeńı, kterými se budeme zabývat později. Jako základńı doplňkovou
literaturu lze doporučit např. [1] pro ř́ızeńı a [2] pro odhad metodou nejmenš́ıch čtverc̊u.

2.1 Model systému

♣ Model systému je p̌redstavován matematickým vztahem, který určuje rozděleńı
pravděpodobnosti výstupu systému na základě určitých konstant (parametr̊u modelu),
vstupńı veličiny, stařśıch dat a rozděleńı pravděpodobnosti poruchy (šumu modelu).

S- -

?

vstup výstup

porucha

u

e

y

Obrázek 2.1: Blokové schéma modelu systému

Veličiny, které v modelu vystupuj́ı, je možno znázornit pomoćı blokového schématu na
obrázku 2.1. Do systému S vstupuje signál u – vstup a vystupuje signál y – výstup. Vstup
zadáváme my jako operátoři, zpravidla pomoćı regulátoru, který jsme určili a který pracuje se
starš́ımi vstupy a výstupy – v tzv. zpětné vazbě. Do soustavy dále vstupuje porucha e. Hod-
noty této poruchy nemůžeme měřit. Jen na ni klademe nějaké předpoklady, jako např., že jej́ı
dlouhodobý pr̊uměr je nula, nebo že jej́ı hodnoty jsou nezávislé na minulých datech. Vstup i
výstup soustavy vzorkujeme, tj. měř́ıme jejich hodnoty v ekvidistantńıch časových okamžićıch.
Tyto okamžiky označujeme celými č́ısly. Měřená data jsou tedy posloupnostmi hodnot jednot-
livých signál̊u, jejich indexy označuj́ı okamžiky měřeńı. V časovém okamžiku τ tedy uvažujeme
tři konečné posloupnosti yτ , uτ , eτ pro τ = 1, 2, ..., t, ..., N . Údaje označené indexem τ bu-
deme pro τ = t nazývat ”současnými”, pro τ < t ”starými”, nebo také ”již naměřenými”, pro
τ > t ”budoućımi”. Celkový počet časových okamžik̊u, pro které budeme soustavu odhadovat
(a př́ıpadně ř́ıdit), jsme označili N .

17
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Regresńı model řádu ν

Tento model je nejčastěji použ́ıvaným popisem systému. Určuje aktuálńı výstup soustavy yt

jako lineárńı kombinaci aktuálńıho vstupu ut a starš́ıch vstup̊u a výstup̊u (dat). Jako složka
náhodnosti se přič́ıtá porucha et. Model můžeme zapsat pomoćı posloupnost́ı dat yτ , uτ , eτ ve
tvaru

yt = b0ut +
ν∑

τ=1

(aτyt−τ + bτut−τ ) + c + et, t = 1, 2, ..., N, (2.1)

nebo ve vektorovém tvaru
yt = ϕT

t θ + et, t = 1, 2, ..., N, (2.2)

kde
ν je hloubka paměti, tzv. řád modelu,

a1, a2, ..., aν , b0, b1, b2, ..., bν , c jsou parametry modelu (konstanty),

yτ je vzorkovaný výstup (posloupnost č́ısel),

uτ je vzorkovaný vstup (posloupnost č́ısel, definuj́ıćı po částech konstantńı vstup),

eτ je náhodná porucha (posloupnost č́ısel – realizaćı náhodné veličiny s nulovou středńı
hodnotou a konstantńım rozptylem σ2),

symbol T označuje transpozici,

θT = [b0, a1, b1, . . . , aν , bν , c] je vektor regresńıch parametr̊u modelu,

ϕT
t = [ut, yt−1, ut−1, . . . , yt−ν , ut−ν , 1] je regresńı vektor modelu.

Př́ıklad posloupnosti vzorkovaného vstupu a výstupu je znázorněn na obrázku 2.2.

-

6

u1

u2

u3

u4

u5

u6
u7

uN

y1

y2

y3
y4

y5
y6

y7
yN

0 1 2 3 4 5 6 7 N

...

Obrázek 2.2: Grafy výstupu a vzorkovaného vstupu

Př́ıklad [ Regresnı́ model 1. řádu bez šumu ]
Zvoĺıme-li v (2.1) ν = 1, b0 = 1, a1 = 0.5, b1 = 0 a poruchu eτ = 0 pro všechna τ, dostaneme
následuj́ıćı tvar regresńıho modelu

yt = 0.5yt−1 + ut. (2.3)

Tento model popisuje deterministický dynamický systém. Je-li uτ = 0 pro všechna τ , nazývá se
model autonomńı, nebo také neř́ızený, a popisuje dozńıváńı počátečńı podmı́nky y0. Je-li uτ 6= 0
pro nějaké τ , pak model popisuje ř́ızený systém. Např. pro počátečńı podmı́nku y0 = 10 a ř́ızeńı:
u1 = 1, uτ = 0 pro τ > 1 je výpočet odezvy tohoto modelu v tabulce
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τ uτ výpočet y yτ

0 − − 10
1 1 0.5× 10 + 1 6
2 0 0.5× 6 + 0 3
3 0 0.5× 3 + 0 1.5
· · · · · · · · · · · ·

( konec př́ıkladu )

P o z n á m k a: Pro deterministický systém je možno při známých vstupech uτ celou odezvu
předem spoč́ıtat a ř́ıdit bez zpětné vazby. Stochastický systém je třeba ř́ıdit se zpětnou vazbou.

Př́ıklad [ Regresnı́ model 1. řádu se šumem ]
Model má tvar

yt = 0.5yt−1 + ut + et, (2.4)

kde et je porucha (šum), o které předpokládáme, stejně jako v (2.2), že nijak nesouviśı se
starš́ımi daty měřenými na soustavě. Tento model je strukturou shodný s předchoźım, ale nav́ıc
jsme přidali poruchu, která zp̊usobuje narušeńı jinak ideálńıho pr̊uběhu výstupu generovaného
deterministickým systémem.

Model popisuje stochastický dynamický systém. Výpočet jeho odezvy y pro daný vstupńı
signál u a jednu vybranou realizaci poruchy e je naznačen v následuj́ıćı tabulce

τ uτ eτ výpočet y yτ

0 − − − 10
1 1 0.1 0.5× 10 + 1 + 0.1 6.1
2 0 -0.3 0.5× 6.1 + 0− 0.3 2.75
3 0 0.2 0.5× 2.75 + 0 + 0.2 1.575
· · · · · · · · · · · · · · ·

( konec př́ıkladu )

P o z n á m k a: Do každé daľśı hodnoty výstupu se započ́ıtává i šum. Zapojeńı, které uvažujeme,
je schematicky znázorněno na obrázku 2.3).

0.5
-

±°
²¯

-

z−1

-

?u y

e

Obrázek 2.3: Schéma zapojeńı modelu se šumem
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2.2 Základńı úloha ř́ızeńı

Budeme předpokládat, že uvažovaná soustava je popsána deterministickým regresńım modelem,
tj. modelem (2.1) bez šumu

yt = b0ut +
ν∑

τ=1

(aτyt−τ + bτut−τ ) + c,

a že známe potřebné počátečńı podmı́nky

y0, y−1, . . . , u0, u−1, . . . .

Ćılem je sestavit plán konečných vstup̊u uτ na horizontu ř́ızeńı N tak, aby tyto vstupy minima-
lizovaly kritérium

J̄ =
1
N

N∑

τ=1

y2
τ . (2.5)

Úlohu budeme demonstrovat na př́ıkladě. Při odvozeńı syntézy, stejně jako i při výpočtech
potřebných v odhadováńı, budeme často použ́ıvat doplněńı kvadratického výrazu na úplný
čtverec. Tento postup je připomenut v dodatku 11.1.

Řı́zeńı s deterministickým modelem 1. řádu

Uvažujme horizont pro ř́ızeńı N = 3, kritérium (2.5)

J =
3∑

τ=1

y2
τ (2.6)

a deterministický regresńım modelem 1. řádu podle (2.3), ale s obecnými koeficienty a, b

yt = ayt−1 + but . (2.7)

Potřebnou počátečńı podmı́nkou je y0.

Jednorázová minimalizace kritéria

Protože se jedná o deterministickou soustavu se známými počátečńımi podmı́nkami, lze všechny
hodnoty výstupu, figuruj́ıćı v kritériu pro známé hodnoty vstup̊u, vyjádřit (předpov́ıdat) pomoćı
počátečńıch podmı́nek a ř́ızeńı

y1 = ay0 + bu1,

y2 = ay1 + bu2 = a(ay0 + bu1) + bu2 = a2y0 + abu1 + bu2,

y3 = ay2 + bu3 = a(a2 + abu1 + bu2) + bu3 = a3y0 + a2bu1 + abu2 + bu3.

Dosad́ıme-li tyto předpov́ıdané hodnoty do kritéria (2.6), dostaneme J jako funkci neznámých
u1, u2, u3 (počátečńı výstup y0 a parametry a, b předpokládáme známé). Trojice ř́ızeńı, která
kritérium (2.6) minimalizuje, představuje ř́ızeńı optimálńı.

P o z n á m k a: Jak jsme se již zmı́nili, pro deterministický systém je možno spoč́ıtat hodnoty
optimálńıho ř́ızeńı pro všechny časové okamžiky najednou. Neńı třeba čekat na postupně ge-
nerované výstupy a zavádět zpětnou vazbu. Minimalizaci ale m̊užeme provádět také postupně.
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Vzhledem k návaznosti na dynamické systémy a přirozeně vyžadovanou kauzalitu regulátoru
budeme minimalizovat ”odzadu” proti směru času.

Protože chceme źıskat ř́ızeńı kauzálńı, kdy současný vstup záviśı jen na minulých (ni-
koli budoućıch) datech, je třeba pomoćı předpovědi eliminovat budoućı výstupy, které by
zp̊usobovaly nekauzalitu akčńıch zásah̊u. Neńı třeba eliminovat všechny výstupy na horizontu
ř́ızeńı. Vypočtený akčńı zásah může záviset na minulých, a tedy již známých výstupech. V čase
t = 3 generujeme vstup u3, kterým ř́ıd́ıme výstup y3. Tento výstup tedy pro určeńı u3 nesmı́me
použ́ıt. V kritériu za něj dosad́ıme z rovnice modelu. Dostaneme

J = y2
1 + y2

2 + (ay2 + bu3)2.

T́ım jsme se zbavili y3, které neńı pro výpočet u3 k dispozici a dostali jsme kritérium jako funkci
u3 a starš́ıch dat. Jeho minimalizaćı podle u3 dostaneme

u3 = −a

b
y2 ,

a obdobně v časech τ = 2 a τ = 1 obdrž́ıme u2 a u1. Je tedy

uτ = −a

b
yτ−1 pro τ = 3, 2, 1.

P o z n á m k a: Ř́ızeńı je kauzálńı, jak jsme to požadovali a zajistili při jeho odvozeńı. Pro výpočet
uτ se použ́ıvá starš́ı hodnota yτ−1, která je v okamžiku generováńı akčńı veličiny již známá.

P o z n á m k a: Postup minimalizace podle klesaj́ıćıho času zde neńı nutný. Nezávislost na směru
minimalizace je dána t́ım, že v každém kroku jsme schopni minimalizovat př́ıslušnou část kritéria
tak, aby žádný zbytek nepřecházel do následuj́ıćıho kroku sekvenčńı minimalizace. Např. na u3

záviśı jen posledńı člen kritéria. Volbou optimálńıho ř́ızeńı u3 = −(a/b) y2 tuto část kritéria zcela
anulujeme. Ostatńı členy kritéria z̊ustávaj́ı nedotčeny. Pouze jejich počet se postupně zmenšuje.

P o z n á m k a: Uvedené kritérium se nazývá kritériem pro minimálńı rozptyl. Výpočet op-
timálńıho ř́ızeńı podle tohoto kritéria je velmi jednoduchý, avšak praktická kvalita ř́ızeńı m̊uže
být pro některé modely špatná. Ř́ıd́ıćı zákon m̊uže generovat nekonečně velké hodnoty ř́ıd́ıćı
veličiny a ř́ızeńı tak m̊uže být prakticky nerealizovatelné.

Postupná minimalizace kritéria

Abychom předešli nedostatk̊um, které sebou nese kritérium pro minimálńı rozptyl, budeme
uvažovat kritérium, které penalizuje nejenom výstupy, ale také vstupy. Velikost penalizace
vstup̊u voĺı prostřednictv́ım proměnné ω > 0 uživatel. Jeho efekt je možno vyzkoušet v pro-
gramu pro optimálńı ř́ızeńı na str. 31. V našem př́ıkladě má kritérium tvar

J =
3∑

τ=1

(y2
τ + ωu2

τ ). (2.8)

Dosad́ıme-li z rovnice modelu (2.7) pro čas t = 3, lze kritérium (2.8) psát jako součet tř́ı člen̊u

J = [y2
1 + ωu2

1 ] + [y2
2 + ωu2

2 ] + [(ay2 + bu3)2 + ωu2
3] .

V tomto př́ıpadě se nám nepodař́ı volbou ř́ızeńı jednotlivé členy kritéria postupně zcela anulovat.
Minimalizaci začneme podle u3 a od posledńıho členu, který jediný na u3 záviśı. Zbytek po jeho
minimalizaci bude funkćı předchoźıch vstup̊u a výstup̊u a bude možné jej sloučit s ostatńımi členy
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kritéria a zahrnout do daľśı minimalizace. Protože v tomto př́ıpadě se nám volbou optimálńıho
ř́ızeńı nepodař́ı jednotlivé členy kritéria zcela anulovat, a protože tyto členy jsou po minimalizaci
vždy funkcemi předchoźıch dat, je zde nutné použ́ıt postup minimalizace ”od posledńıho členu”,
který nyńı provedeme.

Minimalizace 3. členu: Minimalizaci provedeme tak, že 3. člen kritéria

J3 = (ay2 + bu3)2 + ωu2
3

doplńıme na úplný čtverec v proměnné u3. Kvadrát můžeme anulovat volbou u3, zbytek po
doplněńı se připoj́ı k ostatńım člen̊um.

J3 ≡ (ay2 + bu3)2 + ωu2
3 = u2

3(b
2 + ω) + 2aby2u3 + a2y2

2 =

= (b2 + ω)

[
u2

3 + 2u3
ab

b2 + ω
y2 +

(
ab

b2 + ω

)2

y2
2 −

(
ab

b2 + ω

)2

y2
2

]
+ a2y2

2 =

= (b2 + ω)
[
u3 +

ab

b2 + ω
y2

]2

+
a2ω

b2 + ω
y2
2.

Označ́ıme-li

r3 =
ab

b2 + ω
, s3 =

a2ω

b2 + ω
=

aω

b
r3,

pak optimálńım akčńım zásahem u3 a zbytkem po minimalizaci třet́ıho členu jsou

u3 = −r3y2 , min
u3

J3 = s3y
2
2.

Kritérium po minimalizaci podle u3 pak můžeme psát ve tvaru

J = [y2
1 + ωu2

1] + [y2
2 + ωu2

2] + s3y
2
2 = [y2

1 + ωu2
1] + [(1 + s3)y2

2 + ωu2
2].

Minimalizace 2. členu a zbytku: Akčńı zásah u2 neovlivńı prvńıho sč́ıtance, takže minima-
lizujeme pouze druhého sč́ıtance.

J2 ≡ (1 + s3)y2
2 + ωu2

2 = (1 + s3)(ay1 + bu2)2 + ωu2
2 =

= (1 + s3)(a2y2
1 + 2aby1u2 + b2u2

2) + ωu2
2 = [(1 + s3)b2 + ω]

[
u2

2 + 2u2
(1 + s3)ab

(1 + s3)b2 + ω
y1+

+
(

(1 + s3)ab

(1 + s3)b2 + ω

)2

y2
1 −

(
(1 + s3)ab

(1 + s3)b2 + ω

)2

y2
1

]
+ (1 + s3)a2y2

1 =

= [(1 + s3)b2 + ω]
[
u2 +

(1 + s3)ab

(1 + s3)b2 + ω
y1

]2

+
(1 + s3)a2ω

(1 + s3)b2 + ω
y2
1.

Označ́ıme-li

r2 =
(1 + s3)ab

(1 + s3)b2 + ω
, s2 =

(1 + s3)a2ω

(1 + s3)b2 + ω
=

aω

b
r2,

můžeme optimálńı akčńı zásah u2 a zbytek po minimalizaci druhého členu psát ve tvaru

u2 = −r2y1 , min
u2

J2 = s2y
2
1.

Kritérium po minimalizaci podle u2 je

J = [y2
1 + ωu2

1] + s2y
2
1 = (1 + s2)y2

1 + ωu2
1.
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Minimalizace 1. členu a zbytku:

J1 = (1 + s2)y2
1 + ωu2

1.

Pro y1 = ay0 + bu1 obdobnými úpravami jako v předchoźıch kroćıch s označeńım

r1 =
(1 + s2)ab

(1 + s2)b2 + ω
, s1 =

aω

b
r1

dojdeme opět k výsledku
u1 = −r1y0 , min

u1
J1 = s1y

2
0.

Výsledky maj́ı formálně stejný tvar, pouze časový index klesá. Celou postupnou minimalizaci
lze zapsat v následuj́ıćım algoritmu.

Algoritmus
Ř́ızeńı

Generováńı ř́ıd́ıćıho zákona

sN+1 = 0

for t = N : −1 : 1

rt=
(1 + st+1)ab

(1 + st+1)b2 + ω

st=
aω

b
rt

end %for t

J0 = s1

Generováńı ř́ıd́ıćı veličiny

y0 - apriorńı data

for t = 1 : N

ut=−rtyt−1

end %for t

P o z n á m k a: Kritérium ”minimum variance” dostaneme, polož́ıme-li ω = 0. Potom bude

ri =
a

b
, ui = −a

b
yi−1 a si = 0, i = 3, 2, 1,

což odpov́ıdá výsledk̊um, které jsme již pro tento př́ıpad odvodili.

C v i č e n ı́: Uvedený algoritmus naprogramujte v jazyce MATLAB a testujte jeho funkci pro
r̊uzné penalizace vstupu ω při r̊uzných počátečńıch podmı́nkách.
Návod: program je uveden v odstavci 2.4.

2.3 Základńı úloha odhadováńı

Pro návrh ř́ızeńı potřebujeme znát koeficienty modelu ř́ızené soustavy. Ty ale ve většině prak-
tických př́ıpad̊u známy nejsou. Proto je muśıme zjǐst’ovat z dat měřených na soustavě. Tento
proces nazýváme odhadováńım. Základem odhadováńı je minimalizace kritéria

J =
N∑

τ=1

e2
τ (2.9)
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kde eτ , τ = 1, 2, . . . N , interpretujeme jako chyby, se kterými je splněna soustava rovnic (2.1) po
dosazeńı naměřených dat a odhadnutých koeficient̊u. Chyby pro odhady minimalizuj́ıćı kritérium
se nazývaj́ı rezidua a koeficienty modelu jsou pak bodové odhady parametr̊u.

Základńı úlohu budeme nejprve demonstrovat na jednoduché úloze se statickým modelem.
Při jej́ım řešeńı budeme použ́ıvat operátor pr̊uměrováńı x = (

∑N
i=1 xi)/N, jehož základńı

vlastnosti jsou popsány v dodatku 11.2.

Odhad statického regresńıho modelu

A. Skalárńı vyjáďreńı

Formulace úlohy pro statický model: Uvažujme regresńı model, kde výstup yt v daném
okamžiku t záviśı pouze na veličinách ut a et ve stejném časovém okamžiku. Takový model se
nazývá statický a je popsán rovnicemi

yt = but + c + et, t = 1, 2, . . . , N. (2.10)

Koeficienty b a c jsou regresńı koeficienty modelu. Tento model pro identicky nulové et popisuje
lineárńı závislost mezi vstupem u a výstupem y. Dvojice [ut, yt] lež́ı na př́ımce se směrnićı
b, jak ukazuje obr. 2.4 a). Bude-li et 6= 0, bude tato lineárńı závislost ”narušena šumem”, jak
ukazuje obr. 2.4 b). Skutečné hodnoty výstupu yt nebudou ležet na př́ımce, ale budou odchýleny
vertikálně o hodnoty šumu, které jsme v rovnici označili et. Naš́ım úkolem je určit odhady
parametr̊u b , c př́ımky tak, aby součet čtverc̊u těchto odchylek byl minimálńı.

-

6

³³³³³³³³³³³³³³
cc

c

y

uu1 u2 u3

y1

y2
y3

yt = but + c

a) bez šumu

-

6

³³³³³³³³³³³³³³

cc

c

y

uu1 u2 u3

y1

y2

y3

yt = but + c + et

b) se šumem

Obrázek 2.4: Graf výstupu modelu

Výpočet regresńıch koeficient̊u: Pro model (2.10) a kritérium (2.9) máme odhadnout re-
gresńı koeficienty modelu b, c tak, abychom minimalizovali zvolené kritérium (2.9). Budeme
přitom použ́ıvat operátor pr̊uměrováńı a př́ıslušnou symboliku (viz kapitola 11, část 11.2). Sym-
bolem veličiny bez indexu označ́ıme celý vektor hodnot této veličiny a pruhem znač́ıme pr̊uměr
hodnot př́ıslušné veličiny. Pomoćı této symboliky uprav́ıme kritérium (2.9) na tvar

J̄ =
1
N
J =

1
N

N∑

τ=1

e2
τ = e2,

kde e = [e1, e2, . . . , eN ]T . V př́ıkladě budeme pro přehlednost uvažovat horizont N = 3, (tj.
odhady parametr̊u poč́ıtáme ze tř́ı naměřených datových dvojic [yτ , uτ ], τ = 1, 2, 3).
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Z rovnice modelu vyjádř́ıme e = y − bu− c a dosad́ıme do kritéria

J̄ = e2 = (y − bu− c)2 = y2 + b2u2 + c2 − 2byu− 2cy + 2bcu =

= y2 + b2u2 + c2 + 2byu− 2cy + 2bcu.

Tento výraz budeme doplňovat na čtverec v proměnných b a c. Začneme proměnnou c,

J̄ = c2 − 2c(y − bu) + (y − bu)2 − (y − bu)2 + y2 + b2u2 − 2byu =

= [c− (y − bu)]2 + y2 − y2 − 2b(yu− y.u) + b2(u2 − u2).

Protože na c záviśı jen prvńı sč́ıtanec, který je nezáporný, dostaneme minimum kritéria jeho
anulováńım, tedy volbou c = ĉ = y − bu pro libovolné b. Zbytek kritéria po této minimalizaci
bude

min
c
J̄ = S2

y − 2bSyu + b2S2
u,

kde S2
y , Syu a S2

u jsou druhé výběrové momenty proměnných y a u definované vztahy

S2
y = (y − y)2 = y2 − y2,

Syu = (y − y)(u− u) = yu− y u,

S2
u = (u− u)2 = u2 − u2.

(2.11)

Zbytek kritéria dále doplńıme na čtverec v proměnné b a budeme minimalizovat

min
b
J̄ = S2

u

[
b2 − 2b

Syu

S2
u

+
(

Syu

S2
u

)2

−
(

Syu

S2
u

)2
]

+ S2
y =

= S2
u

[
b− Syu

S2
u

]2

+ S2
y −

(Syu)2

S2
u

.

Minimum kritéria je dosaženo pro b = b̂ =
Syu

S2
u

. Minimálńı hodnota kritéria je

min
b,c

J̄ = S2
y −

(Syu)2

S2
u

(2.12)

s odhady regresńıch koeficient̊u

b̂ =
Syu

S2
u

, ĉ = y − b̂u, (2.13)

kde druhé výběrové momenty jsou definovány v (2.11).

C v i č e n ı́: Uvedený algoritmus naprogramujte v jazyce MATLAB a vyzkoušejte jej pro r̊uzné
disperze šumů a r̊uzné posloupnosti vstup̊u.
Návod: Nejdř́ıve vypočtěte druhé výběrové momenty, potom určete odhady regresńıch koefi-
cient̊u. Odhadnutou př́ımku vykreslete a porovnejte se skutečnou. (Pro kontrolu je program
uveden v odstavci 2.4).

Uvedené odvozeńı je názorné, ale nehod́ı se pro modely vyšš́ıch řád̊u. Nyńı uvedeme pro stejný
model vhodněǰśı zp̊usob odvozeńı pomoćı maticového počtu.
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B. Maticové vyjáďreńı

Statický model z předchoźıho př́ıkladu vyjádř́ıme podobně jako v (2.2) pomoćı vektor̊u

yτ =
[uτ 1]

[
b
c

]
+ eτ = ϕT

τ θ + eτ .

Pro τ = 1, 2, 3 můžeme sestavit maticový model

y = Φθ + e, (2.14)

kde

y =




y1

y2

y3


 , Φ =




u1 1
u2 1
u3 1


 =




ϕT
1

ϕT
2

ϕT
3


 , e =




e1

e2

e3


 , θ =

[
b
c

]
.

Kritérium je

J̄ =
1
N

3∑

i=1

e2
i =

1
N

[e1 e2 e3]



e1

e2

e3


 =

1
N

eT e =
1
N

[y − Φθ)T (y − Φθ] =

=
1
N

[yT y − yT Φθ − θT ΦT y + θT ΦT Φθ].

Doplńıme na úplný čtverec, jak jsme uvedli v odstavci 11.1. Abychom učinili úpravu přehledněǰśı,
použijeme symboliku z odstavce 11.1, a tedy označ́ıme

ΦT Φ = A, ΦT y = w, yT y = c.

Pak, využijeme-li rovnost (A−1w)T A(A−1w) = wT A−1w, je

J̄ =
1
N

[yT y − yT Φθ − θT ΦT y + θT ΦT Φθ = θT Aθ − θT w − wT θ + c] =

=
1
N

[θT Aθ − θT AA−1w − wT AA−1θ + (A−1w)T A(A−1w)− wT A−1w + c] =

=
1
N

[(θ −A−1w)T A(θ −A−1w) + c− wT A−1w].

Minima kritéria dosáhneme volbou

θ = θ̂ = A−1w = (ΦT Φ)−1ΦT y. (2.15)

Minimálńı hodnota kritéria je

min
θ
J̄ =

1
N

[c− wT A−1w] =
1
N

[yT y − yT Φ(ΦT Φ)−1ΦT y]. (2.16)

Struktura matic: Pod́ıvejme se nyńı bĺıže na strukturu jednotlivých matic obsažených v
předchoźıch výsledćıch a porovnejme je s výsledky předchoźıho př́ıkladu pro skalárńı odvozeńı.

Základńı prvky

1
3
yT y = y2,

1
3
ΦT y = ϕy =




yu

y


 ,
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1
3
ΦT Φ = ϕϕT =




u2 u

u 1


 , (

1
3
ΦT Φ)−1 =

1
S2

u




1 −u

−u u2


 .

Odhady parametr̊u

θ̂ =
1
S2

u




1 −u

−u u2







yu

y


 =

1
S2

u




yu− y u

−u yu + yu2 − y u2 + y u2


 =

=
1
S2

u




Syu

yS2
u − uSyu


 =




Syu

S2
u

y −
(

Syu

S2
u

)
u


 =

[
b̂
ĉ

]
.

Zbytek kritéria

min
θ
J̄ = y2 − [yu y]

[
b̂

y − b̂u

]
= y2 − b̂yu + y2 − b̂y u = S2

u − b̂Syu.

Výsledky samozřejmě souhlaśı s těmi, které jsme odvodili při použit́ı skalárńıho zápisu – srv.
(2.13) a (2.12).

C v i č e n ı́: Algoritmus odhadováńı naprogramujte v jazyce MATLAB a porovnejte jeho
výsledky s výsledky předchoźıho algoritmu, odvozeného ve skalárńı symbolice.

Návod: Ze simulovaných dat sestavte podle (2.14) vektor y a datovou matici Φ. Z nich podle
(2.15) zkonstruujte odhad parametr̊u θ̂.

Odhad regresńıho modelu obecného řádu

V předchoźım př́ıkladě jsme použili maticovou symboliku odvozeńı odhadu pro statický regresńı
model. Nyńı použijeme tuto metodu k odvozeńı odhadu pro dynamický model s jedńım vstupem
a jedńım výstupem a obecným řádem ν.

Model

Uvažujeme regresńı model (2.2), popsaný v okamžiku t vztahem

yt = ϕT
t θ + et, t = 1, 2, . . . , N, (2.17)

kde ϕT
t = [ut, yt−1, ut−1, · · · , yt−ν , ut−ν , 1] a θT = [b0, a1, b1, · · · , aν , bν , c].

Maticový model

Pro data naměřená do daného (aktuálńıho) okamžiku t, tj. v okamžićıch τ = 1, 2, . . . , t lze
předchoźı model zapsat maticově

Y = Φθ + E, (2.18)

kde
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Y =




y1

y2

· · ·
yN


 , Φ =




u1 y0 u0 · · · y−ν+1 u−ν+1 1
u2 y1 u1 · · · y−ν+2 u−ν+2 1
· · · · · · · · · · · · · · · · · · · · ·
uN yN−1 uN−1 · · · yN−ν uN−ν 1


 =




ϕT
1

ϕT
2

· · ·
ϕT

N




a podobně je sestaven i vektor šumů E.
Matice Φ má N řádk̊u (počet naměřených dat) a 2ν + 1 sloupc̊u (délka regresńıho vektoru).

Kritérium

J̄ =
1
N

(Y − Φθ)T (Y − Φθ) =
1
N

N∑

i=1

(yi − ϕT
i θ)(yi − ϕT

i θ) = (2.19)

=
1
N

N∑

i=1

(
[yi, ϕT

i ]
[
−1
θ

]) (
[yi ϕT

i ]
[
−1
θ

])
=

=
1
N

N∑

i=1

(
[−1 θT ]

[
yi

ϕi

]) (
[yi ϕT

i ]
[
−1
θ

])
=

=
[−1 θT ]

(
1
N

N∑

i=1

[
yi

ϕi

]
[yi, ϕT

i ]
) [

−1
θ

]
.

Součet v kulaté závorce posledńıho výrazu, který označ́ıme V (t), se nazývá rozš́ı̌rená in-
formačńı matice

V (N) =
1
N

N∑

i=1




yi

ϕi


 [yi, ϕT

i ]
=




y2 yϕT

yϕ ϕϕT


 . (2.20)

Tato matice a počet zpracovaných vzork̊u N obsahuj́ı veškerou informaci o odhadovaných para-
metrech, kterou jsme źıskali z naměřených dat. Jejich hodnoty je možno poč́ıtat bud’ jednorázově,
jak to ukazuje vztah (2.20), nebo rekurentně pro t = 1, 2, . . . , N ,

V (t) =
1

κ(t)

{
(κ(t)− 1)V (t− 1) +

[
yt

ϕt

]
[yt, ϕT

t ]
}

(2.21)

κ(t) = κ(t) + 1, (2.22)

kde nově zavedenou veličinu κ nazveme poč́ıtadlem vzork̊u. Rekurzivńı výpočet startuje s hod-
notami V (0) = 0, κ(0) = 0 (0 znač́ı matici nul), nebo s apriorńı informaćı vyjádřenou počátečńı
hodnotou V (0) = V0, κ(0) = κ0, kde matice V0 je symetrická a pozitivně definitńı a κ0 vyjadřuje
d̊uvěru k naš́ı apriorńı informaci tak, jako kdyby byla źıskána z počtu κ0 vzork̊u. Tedy, č́ım je
κ0 větš́ı, t́ım větš́ı je naše d̊uvěra v apriorńı informaci.

Rozš́ı̌rená informačńı matice má blokovou strukturu a pro jej́ı jednotlivé bloky zavedeme
značeńı

V (t) =




y2 yϕT

yϕ ϕϕT


 ≡




Vy(t) V T
yϕ(t)

Vyϕ(t) Vϕ(t)


 . (2.23)

Tak jako jsme doplněńım na čtverec źıskali vztahy (2.15) a (2.16), lze postupovat i v tomto
př́ıpadě. Z (2.19) plyne (pro přehlednost vynecháme časový index, který může být bud’ pr̊uběžný
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t nebo konečný N)

1
κ

[−1, θT ]



Vy V T
yϕ

Vyϕ Vϕ






−1

θ


 = Vy − 2V T

yϕθ + θT Vϕθ.

Tento výraz doplńıme na čtverec v proměnné θ (viz 11.1) a dostaneme

1
κ

[θT Vϕθ − 2θT VϕV −1
ϕ Vyϕ + (V −1

ϕ Vyϕ)T Vϕ(V −1
ϕ Vyϕ) + Vy − V T

yϕV −1
ϕ Vyϕ] =

=
1
κ

[(θ − V −1
ϕ Vyϕ)T Vϕ(θ − V −1

ϕ Vyϕ) + Vy − V T
yϕV −1

ϕ Vyϕ],

kde V T
ϕ = Vϕ, nebot’ Vϕ je symetrická matice. Anulováńım prvńı části tohoto výrazu dostáváme

odhady parametr̊u,

θ̂ = V −1
ϕ Vyϕ, (2.24)

zbytek je minimálńı hodnota kritéria

min
θ
J̄ =

1
κ

[Vy − V T
yϕV −1

ϕ Vyϕ]. (2.25)

Odvozené vzorce i postup výpočtu shrneme do následuj́ıćıho algoritmu.

Algoritmus
Odhad

Přepočet informačńı matice

Máme: V (t− 1), κ(t− 1) – stará informačńı matice a poč́ıtadlo.

Změřı́me: yt, ut – nová data.

Sestavı́me: ϕT
t = [ut, yt−1, ϕt−1(1 : 2(ν − 1)), 1] [viz (2.17)]

– nový regresńı vektor (stará data posuneme o 2 kroky doprava, posledńı tři vypust́ıme,
na prvńı dvě pozice umı́st́ıme ut a yt−1 a na posledńı dáme jedničku).

Přepočteme:

V (t) = V (t− 1) +

[
yt

ϕt

]
[yt, ϕT

t ]
, κ(t) = κ(t− 1) + 1 [viz (2.21), (2.22)]

– nová informačńı matice a poč́ıtadlo.

Výpočet odhad̊u koeficient̊u

Rozdělı́me:

V (t) =




Vy(t) V T
yϕ(t)

Vyϕ(t) Vϕ(t)


 [viz (2.23)]. (2.26)
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Odhad parametrů:
θ̂t = V −1

ϕ (t)Vyϕ(t) [viz (2.24)]. (2.27)

Minimálnı́ hodnota kritéria je:

Λt

κ(t)
=

1
κ(t)

[Vy(t)− V T
yϕ(t)V −1

ϕ (t)Vyϕ(t)] =
1

κ(t)
[Vy(t)− θ̂T

t Vyϕ(t)] [viz (2.25)]. (2.28)

C v i č e n ı́: Algoritmus odhadováńı naprogramujte v jazyce MATLAB a ověřte jeho funkci
pro data simulovaná r̊uznými modely (tj. r̊uzného řádu, s r̊uzně velikým šumem a r̊uzným
vstupńım signálem). Porovnejte simulované a odhadnuté parametry pro př́ıpad shody struktury
simulovaného a odhadovaného modelu. Rozmyslete si, co se při odhadováńı děje při neshodě
struktury (např. neshodě řád̊u) těchto model̊u.
Návod: Program pro př́ıpadné experimenty je uveden v následuj́ıćı části 2.4.

P o z n á m k a: Všimněte si, že pro výpočet bodového odhadu parametr̊u (2.27) je třeba provést
inverzi matice Vϕ, která muśı být pozitivně definitńı. Tato vlastnost se vlivem numeriky m̊uže
při postupných přepočtech ztrácet.

P o z n á m k a: Numericky lepš́ıho řešeńı je možno dosáhnout pomoćı metod rozkladu pozitivně
definitńı matice na součin dvou shodných (transponovaných) trojúhelńıkových matic. Tento
rozklad se použije pro informačńı matici V ve vztahu (2.21) a vztah se uprav́ı tak, aby prováděl
přepočet př́ımo pro jeden trojúhelńık (který lze nazvat odmocninou informačńı matice). T́ımto
postupem se zaruč́ı trvalá definitnost přepoč́ıtávané informačńı matice. Toto pojednáńı však
překračuje rámec našeho výkladu a př́ıpadného zájemce odkazujeme např. na literaturu [3] nebo
podrobněǰśı pojednáńı v [4].
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2.4 Programy

Ćılem těchto, ale i daľśıch, programů je ukázat praktickou realizaci uvedených algoritmů a dát
tak možnost ”pohrát” si s nimi. Daľśım ćılem je také zadat určitou formu zápisu jak pro hlavńı
programy, tak i pro podprogramy, pro vytvářený daľśıch programů.

Program pro optimálńı ř́ızeńı soustavy 1. řádu
Tento program realizuje algoritmus ř́ızeńı ze str. 23.

% Optimálnı́ řı́zenı́ deterministické soustavy 1. řádu
% -------------------------------------------------
clc, clear, clear all
n = 30; % horizont řı́zenı́
a = 0.9; b=0.2; % parametry simulované soustavy
om = 0.1; % penalizace u
y(1)=10; % počátečnı́ y
r=zeros(1,n+1); s=zeros(1,n+1);

% konstrukce řı́dı́cı́ho zákona (výpočet r, s)
for t=n:-1:1
s1 = 1+s(t+1);
r(t)= s1*a*b/(s1*b*b+om);
s(t)= a*om/b*r(t);

end
w = zeros(1,n); % žádaná hodnota výstupu (na tu řı́dı́me)

% simulace s řı́zenı́m soustavy
for t=1:n
if t>=10, w(t) = 20; end
if t<=20, w(t) = -15; end
u(t+1) = -r(t)*(y(t)-w(t)); % regulátor
y(t+1) = a*y(t)+b*u(t+1); % soustava

end

% zobrazenı́ výsledků
t1 = 1:(n+1);
figure(1), plot(t1,u,’o’,t1,y,1:n,w,’:’)
title(’Vstupy (o) a výstupy (-) soustavy při optimálnı́m řı́zenı́’)

P o z n á m k a: Proměnné r(t) a s(t) jsou ve skutečnosti skalárńı koeficienty, které je možno
pr̊uběžně přepoč́ıtávat. My jsme je v programu zavedli jako vektory, abychom uchovali jejich
pr̊uběžné hodnoty pro pozděǰśı vykresleńı. Výpočty těchto koeficient̊u se prováděj́ı podle algo-
ritmu v závěru odstavce 2.2.

P o z n á m k a: Žádaná hodnota výstupu w je hodnota, na které chceme udržovat výstupńı
veličinu y. K této úloze přejdeme tak, že mı́sto kritéria (2.5), kde se penalizuje výstup y2

τ pe-
nalizujeme odchylku výstupu od žádané hodnoty (yτ − w)2. Logicky, jestliže prvńı kritérium
zaručuje bĺızkost výstupu k nule, zaručuje druhé kritérium bĺızkost výstupu k žádané hodnotě.
Žádaná hodnota je ukládána do vektoru rovněž z d̊uvod̊u vykresleńı.
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Do p o r u č e n é e x p e r i m e n t y

1. Výstup y má sledovat žádanou hodnotu w. Změna žádané hodnoty v cyklu pro t a sledováńı
reakce výstupu je základńım experimentem.

2. Penalizace vstupu zaručuje, že hodnoty vstupu se nebudou měnit k extrémńım hodnotám
(pro om by optimálńı ř́ızeńı vyžadovalo nekonečné hodnoty vstupu). Toto utlumeńı hodnot
vstupu má za následek zhoršeńı kvality ř́ızeńı. Pro menš́ı hodnoty om bude tedy lepš́ı kvalita
ř́ızeńı s větš́ımi změnami vstupu a naopak. Ověřte např. pro om=0.01 a om=0.5

3. Hodnoty koeficient̊u regulátoru se postupně ustaluj́ı. Tento fakt je možno pozorovat na
obrázku

figure(1),plot(t1(end:-1:1),r,t1(end:-1:1),s)

Program pro odhad statického modelu – pomoćı moment̊u
Tento program ukazuje jednorázový algoritmus odhadu využ́ıvaj́ıćı jako statistiky momenty
měřených signál̊u. Algoritmus použ́ıvá pouze měřená data, nikoliv apriorńı informaci. Možnost
využit́ı apriorńı informace ukážeme v daľśım př́ıkladě, který pro konstrukci statistiky použ́ıvá
rozš́ı̌renou informačńı matici. Tento program použ́ıvá vzorce (2.13) a (2.12).

% Odhad statického modelu metodou nejmenšı́ch čtverců
% (pomocı́ momentů signálů)
% --------------------------------------------------
clc, clear, clear all
randn(’seed’,17);
n = 30; % horizont odhadovánı́
as = 0.9; bs=0.2; % parametry simulované soustavy
ae = 1; % amplituda šumu simulované soustavy
yy=zeros(1,n); uu=zeros(1,n);

% simulace a měřenı́ dat
for t=1:n
e = ae*randn; % šum s amplitudou sig=1
u = t; % vstup (lineárně narůstá s časem)
y = as*u+bs+e; % simulovaná soustava
yy(t) = y; % data y
uu(t) = u; % data u

end

% výpočet charakteristik dat
mu = sum(uu)/n; % střednı́ hodnota u
my = sum(yy)/n; % střednı́ hodnota y
du = uu-mu; % odchylka u
dy = yy-my; % odchylka y
s2u= du*du’/n; % rozptyl u
s2y= dy*dy’/n; % rozptyl y
syu= dy*du’/n; % kovariance y,u

% odhad koeficientů regresnı́ přı́mky a zbytku kritéria
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a = syu/s2u; % odhad směrnice regresnı́ přı́mky
b = my-a*mu; % odhad absolutnı́ho členu regresnı́ přı́mky
la= s2y-a*syu; % odhad zbytku kritéria (rozptylu šumu)

% zobrazenı́ výsledků
a,b,la % tisk koeficientů a,b a zbytku kritéria
yr = a*uu+b; % předpovı́dané výstupy
figure(1)
plot(uu,yy,’o’,uu,yr) % graf dat a reg. přı́mky
title(’Měřené datové dvojice (o) a regresnı́ přı́mka (-)’)

Do p o r u č e n é e x p e r i m e n t y

1. Základńım experimentem je změna koeficient̊u simulované soustavy a a b. Pro malé am-
plitudy šumu ae=0.1 je algoritmus odhadu spolehlivě najde.

2. Č́ım větš́ı je amplituda šumu ae, t́ım v́ıce budou body [u, y] ze simulované soustavy
”rozházeny” kolem regresńı př́ımky, t́ım větš́ı bude hodnota odhadu zbytku kriteria la
a t́ım horš́ı budou odhady regresńıch koeficient̊u. Ověřte pro ae=5 a ae=50.

3. Vypočtěte rozptyl chyb predikce (ep=yy-yz) a ověřte, že se rovná hodnotě la.

Program pro odhad statického modelu – s informačńı matićı
Tento př́ıklad ukazuje bayesovské řešeńı odhadu. Generovaná data se pr̊uběžně ukládaj́ı do
statistiky v, ze které je nakonec možno vypoč́ıtat bodové odhady. Apriorńı znalost může být
vyjádřena pomoćı počátečńı hodnoty statistiky. Ta je v následuj́ıćım programu nastavena jako
nulová (v=zeros(3)), a tedy žádná. V tomto stavu dává program stejné výsledky jako předchoźı
varianta, použ́ıvaj́ıćı momenty. Srovnejte!

Program použ́ıvá algoritmus odhadováńı ze strany 29, upravený pro př́ıpad statického mo-
delu, tj. modelu řádu 0.

% Odhad statického modelu metodou nejmenšı́ch čtverců
% (pomocı́ informačnı́ matice)
% --------------------------------------------------
clc, clear, clear all
randn(’seed’,17);
n = 30; % horizont
a = .9; % parametry simulované soustavy
b = .2; % parametry simulované soustavy
ae = 1; % amplituda šumu simulované soustavy
yg=zeros(1,n); ug=zeros(1,n); v=zeros(3);

for t=1:n
% simulace a měřenı́ dat
e = ae*randn; % šum s amplitudou ae
u = t; % vstup (lineárně narůstá s časem)
y = a*u+b+e; % simulovaná soustava
yg(t) = y; % y pro graf
ug(t) = u; % u pro graf
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% přepočet informačnı́ matice v (nenormované)
v = v+[y u 1]’*[y u 1];

end

% normovánı́ informačnı́ matice
v=v/n;

% rozdělenı́ informačnı́ matice
vd =v(1,1);
vdf=v(2:3,1);
vf =v(2:3,2:3);

% výpočet bodových odhadu
th = inv(vf)*vdf; % odhady parametrů
la = vd-th’*vdf; % odhad zbytku kritéria

% zobrazenı́ výsledků
th,la,v % tisk výsledků
yr = th(1)*ug+th(2); % předpovı́dané výstupy (na regresnı́ přı́mce)
figure(1)
plot(ug,yg,’o’,ug,yr)
title(’Měřené datové dvojice (o) a regresnı́ přı́mka (-)’)

Apriorńı informaci je možno zavést prostřednictv́ım nenulové apriorńı statistiky. Zkuste ji
demonstrovat tak, že zvýš́ıte amplitudu šumu v simulované soustavě, č́ımž se zhorš́ı kvalita
bodových odhad̊u, a ”vnut́ıte” algoritmu správné (nebo přibližné) hodnoty těchto odhad̊u.

Bezprostředńı otázka je, jaké hodnoty se maj́ı do apriorńı statistiky zadat, aby odpov́ıdaly
apriorńım odhad̊um parametr̊u. K tomu je nejlépe použ́ıt tzv. metodu fiktivńıch regresńıch
vektor̊u. Při ńı dosad́ıme do rovnice odhadovaného modelu apriorńı hodnoty parametr̊u a nu-
lový, nebo téměř nulový, šum. Z této rovnice generujeme data, a použ́ıváme je pro apriorńı
identifikaci, tj. před použit́ım měřených dat. Množstv́ı takto použitých fiktivńıch dat, vzhledem
k délce datového vzorku, určuje váhu apriorńı informace. Zkuste upravit program sami. Pro
kontrolu je dále uvedena změněná část programu od začátku až do cyklu pro čas for t=1:n.

% Odhad statického modelu metodou nejmenšı́ch čtverců
% (pomocı́ informačnı́ matice)
% --------------------------------------------------------
clc, clear, clear all
randn(’seed’,17);
n0 = 100; % apriornı́ horizont
n = 300; % horizont
a = .9; % parametry simulované soustavy
b = .2; % parametry simulované soustavy
ae = 20; % amplituda šumu simulované soustavy
yg=zeros(1,n); ug=zeros(1,n); v=zeros(3);

a0 = 1; b0 = .5; % apriornı́ parametry
for i=1:n0
u = randn;
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fi = [a0*u+b0 u 1];
v = v+fi’*fi;

end

Dále následuje vlastńı odhadováńı s měřenými daty.

Do p o r u č e n é e x p e r i m e n t y

1. Stejně jako v předchoźım př́ıkladě je možno experimentovat s hodnotami parametr̊u si-
mulované soustavy a porovnávat je s bodovými odhady.

2. Ověřte vliv apriorńı informace pro r̊uzné poměry n0 a n při velkých a malých amplitudách
šumu ae.

Program pro odhad parametr̊u soustavy řádu m
Tento program použ́ıvá algoritmus odhadováńı ze strany 29 pro obecný řád odhadovaného mo-
delu.

% Odhad metodou nejmenšı́ch čtverců
% skalárnı́ regresnı́ model řádu m
% ---------------------------------------
clc, clear, clear all
randn(’seed’,17);

% zadánı́ simulace
n=300; % horizont odhadovánı́
m=2; % řád simulované soustavy
ae=.1; % amplituda šumu simulované soustavy
a=[.9 -.1]; b=[.5 -.3 .1]; c=1; % parametry simulované soustavy

% sestavenı́ vektoru parametrů simulované soustavy
% odpovı́dajı́cı́ struktuře regresnı́ho vektoru:
% fi = [u(t) y(t-1) u(t-1) y(t-2) u(t-2) 1]
th=b(1);
for i=1:m
th=[th; a(i); b(i+1)];

end
th=[th; c];

% deklarace pomocných vektorů a matic
yg=zeros(1,n); % vektor výstupů pro graf
mv=2*m+2; fi=zeros(mv,1); % regresnı́ vektor odhadovaného modelu
mv1=mv+1; v=1e-8*eye(mv1); % rozšı́řená informačnı́ matice

% simulačnı́ smyčka + sběr dat
for t=1:n
% simulace
e=ae*randn; % generovánı́ šumu
u=.2*randn; % generovánı́ vstupu
fi=[u; fi(1:2*m); 1]; % přepočet regresnı́ho vektoru
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y=th’*fi+e; % simulace výstupu

% sběr dat do statistiky
v=v+[y; fi]*[y; fi]’; % přepočet rozšı́řené informačnı́ matice

fi=[y; fi(1:2*m); 1]; % přepočet regresnı́ho vektoru
yg(t)=y; % y pro graf

end

% normovánı́ rozšı́řené informačnı́ matice
v=v/n;

% rozdělenı́ informačnı́ matice
vd =v(1,1);
vdf=v(2:mv1,1);
vf =v(2:mv1,2:mv1);

% výpočet odhadu parametrů a zbytku kritéria
theta =inv(vf)*vdf; % odhad parametrů
lambda=vd-theta’*vdf; % odhad rozptylu šumu

% zobrazenı́ výsledků
figure(1), plot(yg)
title(’Datový vzorek použitý pro odhad’)
disp(’Simulované (th) a odhadnuté (theta) parametry’)
disp(’ ’)
disp(’ th theta’)
disp([th, theta]) % tisk simulovaných (th)

% a odhadnutých (theta) parametrů

Do p o r u č e n é e x p e r i m e n t y

1. Odhad parametr̊u pro r̊uzné řády modelu (ten je zde společný jak pro simulovanou sou-
stavu tak i pro odhadovaný model).

2. Odhad parametr̊u pro odlǐsné řády simulované struktury a odhadovaného modelu – tzv ne-
shoda struktury. V tomto př́ıpadě je algoritmus odhadováńı nucen aproximovat. Program
je třeba upravit – odlǐsit řády simulace a odhadováńı.



Kapitola 3

Pravděpodobnost

V této kapitole připomeneme některé pojmy a tvrzeńı teorie pravděpodobnosti, které budeme
dále použ́ıvat při vytvářeńı pravděpodobnostńıch model̊u a při práci s nimi. Pro základńı in-
formaci o klasickém pojet́ı pravděpodobnosti se čtenář může obrátit např. na literaturu [2], [5]
nebo [6], př́ıpadně na jinou klasickou učebnici.

V daľśıch úvahách se budeme setkávat se dvěma typy náhodných veličin. Prvńım typem
jsou signály v daných časových okamžićıch (např. vstup ut, resp. výstup yt daného systému).
Tyto náhodné veličiny jsou bĺızké klasickému pojet́ı pravděpodobnosti. Jejich naměřené hodnoty
tvoř́ı datový výběr. Náhodnost v hodnotách měřených dat je možno interpretovat jako vliv určité
poruchy, např. jako chyby měřeńı.

Daľśım typem náhodné veličiny jsou neznámé parametry systému. Tady se již jedná
o čistě bayesovskou interpretaci náhodnosti, která je zp̊usobena neznalost́ı př́ıslušných para-
metr̊u. Vı́me sice, že parametry jsou konstanty, ale jejich přesné hodnoty neznáme a popisujeme
je – podle Bayesova př́ıstupu – tak, že specifikujeme všechny jejich možné hodnoty a jejich
pravděpodobnostńı rozděleńı. T́ım dostávaj́ı charakter náhodné veličiny.

V daľśım výkladu této kapitoly budeme mı́t na mysli předevš́ım signály jako reprezentanty
náhodných veličin. Ty jsou totiž pro osvětleńı základńıch pojmů snazš́ı.

3.1 Základńı pojmy

Náhodný pokus

Je to experiment, který při opakováńı i za relativně stálých podmı́nek dává r̊uzné výsledky.
V diskutované úloze odhadu a ř́ızeńı spoč́ıvá v měřeńı datového signálu v určitém časovém
okamžiku. Např. v čase τ změř́ıme výstup a obdrž́ıme hodnotu yτ . Tato naměřená hodnota je
výsledek náhodného pokusu.

Náhodná veličina (nv ) X

Je to proměnná, jej́ıž hodnoty jsou přǐrazeny výsledk̊um náhodného pokusu. Protože výsledky
našeho pokusu jsou č́ıselné povahy, můžeme hodnoty náhodné veličiny s těmito výsledky př́ımo
ztotožnit. Hodnoty náhodné veličiny jsou tedy př́ımo naměřené hodnoty signál̊u.

P o z n á m k a: Podle toho, zda je množina hodnot náhodné veličiny spočetná (konečná) nebo
nespočetná, děĺıme náhodné veličiny na diskrétńı nebo spojité. U diskrétńı nv X má smysl
mluvit o pravděpodobnosti jej́ı libovolné hodnoty x. Máme t́ım na mysli pravděpodobnost, s

37
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ńıž tato náhodná veličina X nabývá hodnotu x. Pro spojitou nv jsou pravděpodobnosti jejich
jednotlivých hodnot vždy nulové, a proto mluv́ıme zpravidla o pravděpodobnosti daného in-
tervalu. Máme t́ım na mysli pravděpodobnost, s ńıž tato náhodná veličina nabývá hodnotu z
uvažovaného intervalu.

Př́ıklady

Náhodné pokusy:

házeńı minćı – výsledek: padl rub, padl ĺıc;

pr̊ujezd aut křǐzovatkou – výsledek: odbočeńı doprava, j́ızda rovně, odbočeńı doleva;

doba čekáńı na dopravńı prostředek – výsledek: nezáporné reálné č́ıslo (doba čekáńı).

Přǐrazeńı hodnot náhodné veličiny výsledk̊um pokusu:

padl rub → 0, padl ĺıc → 1;

odbočeńı doprava → 1, j́ızda rovně → 0, odbočeńı doleva → -1;

doba čekáńı → nezáporné reálné č́ıslo.

Rozděleńı náhodné veličiny

Náhodná veličina svým oborem hodnot vymezuje množinu všech možných výsledk̊u. Tato
množina výsledk̊u však sama neř́ıká nic o tom, jak jsou jednotlivé výsledky pravděpodobné
– tj. nepopisuje náhodný pokus, pouze vymezuje ”prostor, ve kterém se budeme pohybovat”.
Náhodný pokus je plně popsán definićı náhodné veličiny a jej́ıho rozděleńı. Toto rozděleńı
u diskrétńı náhodné veličiny je zadáno určeńım pravděpodobnost́ı všech jednotlivých hodnot,
u spojité náhodné veličiny určeńım pravděpodobnost́ı všech možných interval̊u hodnot. V našem
př́ıpadě budeme rozděleńı diskrétńı náhodné veličiny zadávat pomoćı pravděpodobnostńı
funkce, rozděleńı spojité náhodné veličiny pomoćı hustoty pravděpodobnosti. V daľśım
textu budeme pro oba typy rozděleńı použ́ıvat název hustota pravděpodobnosti a zkracovat jej
hp. Definici hp uvedeme dále.

♣ Náhodná veličina a jej́ı rozděleńı jsou úplným popisem náhodného pokusu.

Distribučńı funkce

Distribučńı funkce FX náhodné veličiny X je reálná funkce definovaná na celé reálné ose vztahem

FX(x) = P (X ≤ x), (3.1)

tj. hodnota distribučńı funkce v bodě x udává pravděpodobnost P (·), s ńıž nv X nabude hodnot
menš́ıch nebo rovných č́ıslu x. Je to tedy pravděpodobnost intervalu (−∞; x〉.
P o z n á m k a: Z d̊uvodu jednoduchosti zápisu budeme tam, kde nem̊uže doj́ıt k omylu, vy-
nechávat index X . Náhodná veličina bude potom určena pomoćı své realizace v argumentu
distribučńı funkce.
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Hustota pravděpodobnosti

Pro diskrétńı nv se také nazývá pravděpodobnostńı funkce a je definovaná pomoćı distribučńı
funkce FX nv X, a to jako reálná funkce f(x), pro kterou plat́ı

FX(x) =





∫ x
−∞ f(ξ) dξ pro spojitou nv,

∑
i≤x f(i) pro diskrétńı nv.

P o z n á m k a: Pomoćı definice distribučńı funkce a definice hp m̊užeme pravděpodobnost inter-
valu (a, b) vyjádřit takto:

P (X ∈ (a, b)) = P (X < b)−P (X ≤ a) = F (b)−F (a) =
∫ b

−∞
f(x)dx−

∫ a

−∞
f(x)dx =

∫ b

a
f(x)dx.

Vid́ıme tedy, že plat́ı:

♣ Pravděpodobnost intervalu (a, b) hodnot spojité náhodné veličiny je dána integrálem∫ b
a f(x)dx z hp p̌res tento interval.

P o z n á m k a: Obdobné tvrzeńı plat́ı i pro pravděpodobnost množiny hodnot diskrétńı náhodné
veličiny:

♣ Pravděpodobnost množiny M hodnot diskrétńı náhodné veličiny je dána součtem∑
x∈M f(x) pravděpodobnost́ı těchto hodnot.

Sdružená distribučńı funkce

Pro dvouprvkový náhodný vektor [X,Y ], kde X a Y jsou nějaké nv, je tato funkce definována
vztahem

FXY (x, y) = P ((X ≤ x) ∧ (Y ≤ y)).

Sdružená hustota pravděpodobnosti

Je pro dvouprvkový náhodný vektor [X, Y ] definována pomoćı jeho sdružené distribučńı funkce
jako funkce f(x, y) dvou reálných proměnných, vyhovuj́ıćı vztahu

FXY (x, y) =





∫ x
−∞

∫ y
−∞ f(ξ, η) dξ dη pro spojité nv,

∑
i≤x

∑
j≤y f(i, j) pro diskrétńı nv.

♣ Pravděpodobnost, že náhodný vektor nabude hodnoty z dané množiny v rovině je
dána dvojným integrálem ze sdružené hp p̌res tuto množinu.

Marginálńı hustota pravděpodobnosti

Je definována pro sdruženou hp f(x, y) vztahem

f(x) =





∫∞
−∞ f(x, y)dy pro spojitou nv,

∑
y∈Y f(x, y) pro diskrétńı nv.
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♣ Představ́ıme-li si sdruženou hp f(x, y) jako kopeček ṕısku, pak vytvǒreńı marginálńı
hp si můžeme p̌redstavit tak, že jsme ṕısek rovnoměrně nahrnuli do jedné z os soustavy
soǔradnic rovnoběžně s druhou osou.

Podmı́něná hustota pravděpodobnosti

Je to funkce jedné reálné proměnné x s parametrem y, definovaná vztahem

f(x|y) = f(x,y)
f(y) .

Podmı́něná hp je úměrná sdružené. Jmenovatel v předchoźı definici, který nezáviśı na proměnné
x, představuje jen normováńı na integrál (součet) roven jedné.

♣ Představ́ıme-li si sdruženou hp f(x, y) jako kopeček ṕısku, pak podḿıněnou hp
f(x|y0) si můžeme p̌redstavit jako řez povrchu kopečku rovinou kolmou k podstavě,
rovnoběžnou s osou x a prot́ınaj́ıćı osu y v bodě y0. Tento řez určuje profil, který je
ještě nutno normalizovat na jednotkový integrál.

3.2 Diskrétńı rozděleńı

Na př́ıkladech ukážeme základńı nástroje a jejich vnitřńı strukturu pro popis diskrétńıch
náhodných veličin.

Jednorozměrná náhodná veličina

Popis: Diskrétńı nv má za obor hodnot konečnou (spočetnou) množinu nezáporných reálných
č́ısel. Jej́ı rozděleńı (hp) je proto dáno posloupnost́ı hodnot a posloupnost́ı odpov́ıdaj́ıćıch prav-
děpodobnost́ı. Hodnoty pravděpodobnost́ı lze zadat tabulkou, grafem nebo jako posloupnost
předpisem. Uvedeme př́ıklady jednotlivých zadáńı.

Tabulkou

x x1 x2 x3

f(x) p1 p2 p3.

Grafem, jako např. na obr. 3.1.

-

6

x1 x2 x3

p1

p2

p3

e

e

e

x

f(x)

Obrázek 3.1: Graf diskrétńıho rozděleńı
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Předpisem, jako např. alternativńı rozděleńı f(x) = px(1− p)1−x, x ∈ {0, 1}.

Význam: Diskrétńı hp fX(x) udává pravděpodobnosti jednotlivých hodnot diskrétńı
náhodné veličiny X, tj. f(xi) = fX(xi) = P (X = xi) = pi.

Plat́ı:
∑

i pi = 1.

Dvourozměrná náhodná veličina

Popis: Dvourozměrná diskrétńı nv [X,Y ], nebo také dvourozměrný diskrétńı náhodný vektor
[X, Y ], je uspořádaná dvojice diskrétńıch náhodných veličin X a Y . Dvourozměrná diskrétńı hp
je funkce dvou proměnných, která každé uspořádané dvojici (x, y), kde x ∈ X a y ∈ Y , přǐrazuje
reálné č́ıslo z intervalu 〈0, 1〉. Toto č́ıslo udává pravděpodobnost, s ńıž při současné realizaci
obou nv X, Y nabude nv X hodnotu x a nv Y hodnotu y. Tuto funkci lze reprezentovat matićı,
pomoćı tabulky, pomoćı grafu nebo nějakým analytickým předpisem.

Tabulkou

(x, y) y1 y2

x1 p1,1 p1,2

x2 p2,1 p2,2

x3 p3,1 p3,2

Grafem, jako např. na obr. 3.2.
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Obrázek 3.2: Graf dvourozměrného diskrétńıho rozděleńı

Předpisem, jako např. rozděleńı beta

f(x, y) =
1

B(x, y)
αx−1(1− α)y−1, x, y ∈ N, α ∈ 〈0, 1〉,

kde B(x, y) je funkce beta, definovaná v (11.3).

Význam: Je dán př́ımo definićı f(x, y) = P ((X = x) ∧ (Y = y)).

Plat́ı:
∑

i

∑
j pi,j = 1.
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Marginálńı pravděpodobnosti náhodného vektoru [X,Y ]

Jsou to pravděpodobnosti hodnot jednotlivých složek tohoto vektoru, které dostaneme jako
součty ve sloupćıch nebo řádćıch matice reprezentuj́ıćı př́ıslušnou sdruženou hp, tj.

f(yj) =
∑

i

pi,j pro všechna j, nebo f(xi) =
∑

j

pi,j pro všechna i.

Podmı́něné pravděpodobnosti náhodného vektoru [X,Y ]

Jsou to pravděpodobnosti hodnot jedné složky za předpokladu, že je pevně zvolena hodnota
druhé složky. Můžeme je poč́ıtat jako normalizované řezy sdruženou hp, tedy jako normalizované
sloupce nebo řádky př́ıslušné matice reprezentuj́ıćı sdruženou hp, tj.

f(xi|Y = yj) =
pi,j∑
i pi,j

pro všechna i, nebo f(yj |X = xi) =
pi,j∑
j pi,j

pro všechna j.

3.3 Spojité rozděleńı

Podobně, jako jsme to učinili pro diskrétńı nv, ukážeme nyńı strukturu základńıch nástroj̊u také
pro spojité nv.

Jednorozměrná náhodná veličina

Popis:
Spojitá nv může nabývat libovolných reálných hodnot. Jej́ı rozděleńı je zpravidla zadáno pomoćı
hp, což je reálná funkce jedné reálné proměnné. Tu je možno zadat funkčńım předpisem nebo
grafem.

Předpisem, např. normálńı rozděleńı

f(x) =
1√
2πσ

e
−

1
2

(
x− µ

σ

)2

, x ∈ X, µ, σ ∈ R, σ > 0

nebo exponenciálńı rozděleńı

f(x) =
1
δ

e
−

x

δ , x ≥ 0 δ ∈ R, δ > 0.

Grafem, jako je např. pro normálńı rozděleńı načrtnut na obr. 3.3.

Význam: Pomoćı hp lze určit pravděpodobnost, se kterou při realizaci náhodné veličiny bude
jej́ı hodnota ležet v daném intervalu 〈a, b〉

P (a ≤ X ≤ b) =
∫ b

a
f(x) dx.

Speciálně pro a = −∞ dostaneme pravděpodobnost, která se rovná hodnotě distribučńı funkce
v bodě b

P (−∞ ≤ X ≤ b) =
∫ b

−∞
f(x) dx = F (b).

Plat́ı:
∫∞
−∞ f(x) dx = 1.



3.3. SPOJITÉ ROZDĚLENÍ 43

x

f(x)

-

6

-4 -2 0 2 4

Obrázek 3.3: Graf normálńıho rozděleńı

Dvourozměrná náhodná veličina

Popis: Dvourozměrná spojitá nv [X, Y ], nebo také dvourozměrný spojitý náhodný vektor
[X, Y ], je uspořádaná dvojice spojitých náhodných veličin X a Y . Dvourozměrná spojitá hp je
funkce dvou proměnných, která každé uspořádané dvojici (x, y), kde x ∈ X a y ∈ Y , přǐrazuje
nezáporné č́ıslo. Zadává se zpravidla analytickým funkčńım předpisem. Např. dvourozměrné
rovnoměrné rozděleńı je zadáno na obdélńıkové oblasti (a, b)× (c, d) předpisem

f(x, y) =
1

(b− a)(d− c)
χ(a,b)×(c,d)(x, y),

kde funkce χM je indikátor množiny M , tj.

χM (a) =

{
1 pro a ∈ M,
0 pro a 6∈ M.

Význam: Pomoćı hp lze určit pravděpodobnost obdélńıkové podoblasti (α, β)× (γ, δ)

P ((α ≤ X ≤ β) ∧ (γ ≤ Y ≤ δ)) =
∫ β

α

∫ δ

γ
f(x, y) dy dx.

Obecně lze pomoćı hp určit pravděpodobnost libovolné (”rozumné”) množiny M ⊂ R2

P ([x, y] ∈ M) =
∫∫

M

f(x, y) dxdy.

Plat́ı: ∫ ∞

−∞

∫ ∞

−∞
f(x, y) dxdy = 1.

Marginálńı a podḿıněná hp: Pro tyto hp plat́ı integrálńı definičńı vztahy z úvodu kapitoly
(viz str. 39). Často jsme ale v situaci, kdy známe marginálńı hp f(y) a podmı́něnou hp f(x|y),
a potřebujeme vypoč́ıtat druhou marginálńı hp f(x) a druhou podmı́něnou hp f(y|x). K tomu
lze v obecném vzorci použ́ıt tzv. řetězové pravidlo f(x, y) = f(x|y)f(y). Dostaneme pak
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marginálńı hp podmı́něná hp

f(x) =
∫ ∞

−∞
f(x|y)f(y) dy, f(y|x) =

f(x|y)f(y)∫∞
−∞ f(x|y)f(y) dy

.

P o z n á m k a: Vztah pro výpočet podmı́něné hp se nazývá Bayes̊uv vzorec.

Praktická možnost, jak ze sdružené hp dostat marginálńı a podmı́něnou hp, je rozložit
sdruženou hp na součin dvou člen̊u tak, aby prvńı člen závisel jen na jedné proměnné a měl
jednotkový integrál. Tento člen potom představuje marginálńı hp, zbývaj́ıćı člen je podmı́něná
hp. V př́ıpadě normálńıho rozděleńı, kdy v exponentu je kvadratická forma, lze pro rozklad
použ́ıt doplněńı na čtverec (viz 11.1). Tuto situaci ilustrujeme na následuj́ıćım př́ıkladě.

Př́ıklad [ Dvourozměrné normálnı́ rozdělenı́ ]

Sdružená hustota pravděpodobnosti

Sdruženou hp je zvykem psát ve dvoj́ım r̊uzném vyjádřeńı: skalárně a vektorově. Protože
normálńı rozděleńı je velmi časté a oba zápisy hp se podle okolnost́ı už́ıvaj́ı, uvedeme obě verze.

Vektorový zápis:

f(z) =
1

2π
√|R| exp

(
−1

2
(z − µ)T R−1(z − µ)

)
,

kde

z =

[
x
y

]
, µ = E[z] =

[
µx

µy

]
,

σ2
x =E[(X − µx)2], σ2

y = E[(Y − µy)2] jsou rozptyly X a Y ,

σxy =E[(X − µx)(Y − µy)] je kovariance nv X a Y ,

R = D[z] =

[
σ2

x σxy

σxy σ2
y

]
je kovariančńı matice,

|R| = σ2
xσ2

y − (σxy)2 je determinant kovariančńı matice R.

Skalárńı zápis:

f(z) =
1

2πσxσy

√
1− ρ2

exp

{
−1

2(1− ρ2)

[
(x− µx)2

σ2
x

− 2ρ
(x− µx)(y − µy)

σxσy
+

(y − µy)2

σ2
y

]}
,

kde ρ =
σxy

σxσy
je korelačńı koeficient, který je vždy v intervalu 〈−1, 1〉.

Návod k odvozeńı:
[

σ2
x σxy

σxy σ2
y

]−1

=
1

1− ρ2




1
σ2

x

− ρ

σxσy

− ρ

σxσy

1
σ2

y


 .

( konec př́ıkladu )

C v i č e n ı́: Ověřit inverzi a souvislost obou vyjádřeńı hp.
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Marginálńı a podmı́něná hustota pravděpodobnosti

Sdružená hp:

f(x, y) = N (µ,R), µ =

[
µx

µy

]
, R =

[
σ2

x ρσxσy

ρσxσy σ2
y

]
.

Marginálńı hp:
f(x) = N (µx, σ2

x), f(y) = N (µy, σ
2
y).

Podmı́něná hp:

f(x|y) = N
(

µx + ρ
σx

σy
(y − µy), σ2

x(1− ρ2)

)
,

f(y|x) = N
(

µy + ρ
σy

σx
(x− µx), σ2

y(1− ρ2)
)

.

C v i č e n ı́: Napsat hustoty a ověřit jejich tvar.
Návod: doplnit na čtverec (viz 11.1), nejdř́ıve zkusit pro µ = 0.

3.4 Kombinované rozděleńı

Sdružené rozděleńı dvou náhodných veličin, kde jedna nv je diskrétńı a druhá spojitá, nazýváme
kombinovaným rozděleńım. Hp je potom funkce dvou proměnných, z nichž jedna je diskrétńı
a druhá spojitá. Př́ıklad takové hp s prvńı nv diskrétńı a druhou spojitou je uveden na obr. 3.4.
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Obrázek 3.4: Graf sdruženého kombinovaného rozděleńı

Opět muśı platit základńı podmı́nka o normováńı pravděpodobnosti. Ta má pro hp na obrázku
následuj́ıćı tvar: ∑

y∈{y1,y2}

∫ xmax

0
f(x, y)dx = 1.

3.5 Operace s hustotami pravděpodobnost́ı

Uvedeme ty operace s hp, které budou dále základńım pracovńım nástrojem při odvozeńı al-
goritmu bayesovského odhadu a ř́ızeńı. Proto se jimi budeme zabývat poněkud podrobněji, než
bývá zvykem. Budeme se snažit nejen formulovat jejich matematický smysl, ale také demon-
strovat jejich praktickou interpretaci. Tu ukážeme na velmi jednoduchých reálných situaćıch.
Nejprve poukážeme na jednotlivé pojmy, které se k takovým operaćım vztahuj́ı.
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Tyto pojmy budeme demonstrovat na následuj́ıćı situaci:

Mám jet z Prahy do Brna. Vı́m, že do Brna pojede bud’ řidič Hondy, nebo řidič Fiata (někdo
určitě pojede, ale nepojedou současně). Přitom obě možnosti jsou stejně pravděpodobné. Pojede-
li řidič Hondy, zastav́ı se pro mě s pravděpodobnost́ı 0.4, řidič Fiata s pravděpodobnost́ı 0.3. Je
tedy možné, že ani jeden z řidič̊u se pro mne nezastav́ı.

Otázka A
S jakou pravděpodobnost́ı pojedu do Brna s řidičem Hondy?

Otázka B
S jakou pravděpodobnost́ı pojedu do Brna?

Otázka C
Před domem se pro mě zastavilo auto. S jakou pravděpodobnost́ı to byl řidič Hondy?

Řešeńı A
Kdybych věděl určitě, že do Brna pojede řidič Hondy, byla by mı́ra mého očekáváńı v cestu
Hondou rovna pravděpodobnosti 0.4. Avšak pravděpodobnost, že pojede Honda jen polovina
(0.5), takže i mı́ra mého očekáváńı je polovičńı, a tedy hledaná pravděpodobnost je 0.4× 0.5 =
0.2.

Řešeńı B
Na rozd́ıl od předchoźıho př́ıpadu nás nyńı zaj́ımá, jaká je možnost, že mě někdo v̊ubec vezme,
at’ už Honda, nebo Fiat. Protože pojede právě jeden z řidič̊u, bude moje mı́ra d̊uvěry v úspěch
při stopu dána mı́rou d̊uvěry v úspěch při stopu od Hondy plus mı́rou d̊uvěry v úspěch při stopu
od Fiata. Hledaná pravděpodobnost je tedy 0.4× 0.5 + 0.3× 0.5 = 0.35.

Řešeńı C
Moje očekáváńı úspěšného stopu od Hondy a od Fiata je v poměru 0.4 : 0.3. Protože jsem úspěch
při stopu již dosáhl, muśı být celková mı́ra úspěšného stopu rovna jedné. Proto muśı platit, že
k úspěchu při stopu mi řidič Hondy přispěl s pravděpodobnost́ı 0.4/(0.4 + 0.3) a řidič Fiata
s pravděpodobnost́ı 0.3/(0.4 + 0.3). Toto řešeńı vyhovuje, nebot’ poměr pravděpodobnost́ı je
správný a jejich součet je jedna.

♣ Bayesovský p̌ŕıstup chápe pravděpodobnost jevu jako ḿıru důvěry vložené do splněńı
jevu (z celkového množstv́ı jednotkové důvěry). Důvěru čerpáme ze dvou zdroj̊u:
1. z prvotńı (apriorńı) znalosti zkoumaného problému a
2. z dat, namě̌rených p̌ri experimentu.
Pravděpodobnosti kombinujeme s užit́ım pravidel pro hp.

V našem př́ıkladě pravděpodobnosti j́ızdy jednotlivých řidič̊u, i pravděpodobnosti úspěšného
stopu od jednotlivých řidič̊u vyjadřuj́ı naši apriorńı znalost. Zjǐstěńı, že některé z aut jelo,
představuje naměřeńı dat.

Prvńı a druhá úloha je jen kombinaćı apriorńı znalosti, třet́ı úloha již využ́ıvá informaci o
naměřených datech (úspěch při stopu).

Nyńı ukážeme pravděpodobnostńı interpretaci jednotlivých pojmů. Definujeme jevy:

A ≡ přijede řidič auta ..., A ∈ {h = řidič Hondy, f = řidič Fiata},
V ≡ výsledek stopu, V ∈ {u = úspěšný stop, n = neúspěšný stop},
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pravděpodobnosti jev̊u, které jsme zavedli jsou

P (A = h) = P (h) = 0.5, P (A = f) = P (f) = 0.5.

Pravděpodobnosti hodnot jevu V zat́ım neznáme, nebyly zadány. O pravděpodobnostech
úspěšného stopu se však v zadáńı hovoř́ı. Pojede-li řidič Hondy, bude stop úspěšný s
pravděpodobnost́ı 0.4, atd. To jsou pravděpodobnosti vázané na splněńı určité podmı́nky. Tato
podmı́nka je formulována za pomoci jevu A. Jedná se o podmı́něné pravděpodobnosti, a ty se
vztahuj́ı na podmı́něné jevy – ”jestliže jede řidič Hondy, úspěch při stopu bude ...”.

Definujeme podmı́něné jevy:

V |A ≡ výsledek stopováńı za podmı́nky, že známe řidiče; V |A ∈ {u = úspěšný stop, n =
neúspěšný stop}.

Např. (V = u)|(A = h) znamená: výsledek stopováńı bude úspěch při stopu, jestliže v́ım, že
jede řidič Hondy.

Pravděpodobnosti podmı́něných jev̊u jsou zadány

P (V = u|A = h) = P (u|h) = 0.4, P (V = u|A = f) = P (u|f) = 0.3,

P (V = n|A = h) = P (n|h) = 0.6, P (V = n|A = f) = P (n|f) = 0.7.

Ve výše uvedených otázkách a při jejich řešeńı se vyskytovaly daľśı pojmy. Je to předevš́ım
výrok ”úspěchu při stopováńı bude dosaženo od Hondy”. Pozor! Nezaměnit s výrokem ”bude
úspěch při stopováńı, jestliže v́ım, že jede řidič Hondy”. Ve druhém výroku v́ıme, že řidič
Hondy jede, a předmětem zkoumáńı je jen to, zda přinesl při stopu úspěch nebo neúspěch.
V prvńım výroku nev́ıme ani jedno, ani druhé, a zaj́ımá nás, zda obě tyto skutečnosti na-
staly současně. Výrok ”úspěchu při stopováńı bude dosaženo od Hondy” je jedńım z možných
výsledk̊u sdruženého jevu (V,A) a jeho pravděpodobnost je sdružená pravděpodobnost.
Výrok ”bude úspěch při stopováńı, jestliže v́ım, že jede řidič Hondy”, je výrokem podmı́něným.

Daľśım výrokem je výrok ”bude dosaženo úspěchu při stopováńı”, a je nám jedno, s č́ı pomoćı.
Tento výrok je výsledkem marginálńıho jevu V (vzhledem k předchoźımu sdruženému jevu
(V, A)). Z tohoto hlediska je marginálńım jevem také jev A.

Nakonec se objevuje výrok ”jede řidič Hondy, jestliže jsem dosáhl úspěchu při stopováńı”. To
je opět výsledek podmı́něného jevu, ale opačného k podmı́něnému jevu, jehož pravděpodobnost
je zadána v př́ıkladě. Tento jev označ́ıme A|V . Týká se pouze jména auta, protože výsledek jevu
”úspěch při stopováńı” je znám.

Jednotlivé otázky a jimi formulované úlohy jsou interpretacemi základńıch vztah̊u Bayesovské
statistiky.

A. Řetězové pravidlo

P (V, A) = P (V |A)P (A), (3.2)

tj. pravděpodobnost úspěchu při stopováńı s pomoćı daného řidiče = pravděpodobnost úspěchu
při stopováńı, jestliže jede daný řidič × pravděpodobnost, že jede daný řidič.

Např́ıklad P (u, h) = P (u|h)P (h) udává pravděpodobnost úspěchu při stopovańı od Hondy a
je dána jako součin pravděpodobnosti úspěchu při stopováńı za předpokladu, že jede řidič Hondy
× pravděpodobnost, že jede řidič Hondy.
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B. Úplná pravděpodobnost

P (V ) =
∑

A P (V |A)P (A), nebo podrobněji P (V ) =
∑

a∈A

P (V |A = a)P (A = a) (3.3)

znamená: pravděpodobnost úspěchu při stopováńı = pravděpodobnost úspěchu při stopováńı,
jede-li daný řidič × pravděpodobnost, že jede tento daný řidič, a to sečteno přes všechny možné
řidiče.

Pro konkrétńı hodnoty má vzorec (3.3) tvar

P (u) = P (u|h)P (h) + P (u|f)P (f), (3.4)

a zřejmě udává pravděpodobnost úspěšného stopováńı.

P o z n á m k a: Předchoźı výpočet je ve skutečnosti výpočtem marginálńı pravděpodobnosti
P (V ) =

∑
A P (V, A). Jestliže sdruženou pravděpodobnost ještě rozlož́ıme podle řetězového pra-

vidla, dostaneme vztah, který se nazývá pravidlem úplné pravděpodobnosti.

C. Bayes̊uv vzorec

P (A|V ) = P (V |A)P (A)∑
A

P (V |A)P (A)
. (3.5)

Tento vzorec udává pravděpodobnost, že jede daný řidič, jestliže v́ıme, jaký byl úspěch při
stopováńı. Pro výpočet se použ́ıvaj́ı opačné podmı́něné pravděpodobnosti, tj. pravděpodobnosti
úspěchu při stopováńı za předpokladu, že jede daný řidič a pravděpodobnosti j́ızdy daných
řidič̊u.

Pro konkrétńı hodnoty má vzorec (3.5) tvar

P (h|u) =
P (u|h)P (h)

P (u|h)P (h) + P (u|f)P (f)
. (3.6)

P o z n á m k a: Jmenovatel Bayesova vzorce je vlastně marginálńı pravděpodobnost. Odvozeńı
Bayesova vzorce v tomto tvaru je zvláště jednoduché. Stač́ı dvoj́ım zp̊usobem rozložit sdruženou
pravděpodobnost

P (A|V )P (V ) = P (A, V ) = P (V, A) = P (V |A)P (A),

a vyjádřit požadovanou podmı́něnou pravděpodobnost.

Př́ıklad [ Operace s hp ]
Na vybraném mı́stě silničńı komunikace byla sledována rychlost proj́ıžděj́ıćıch vozidel. Bylo
zjǐstěno, že 30% proj́ıžděj́ıćıch vozidel má ciźı SPZ a zbytek naši. Z ciźıch vozidel překročilo
povolenou rychlost 20% vozidel, z našich 25%. Určete:

A Pravděpodobnost, že právě proj́ıžděj́ıćı vozidlo je ciźı a překračuje povolenou rychlost.

B Pravděpodobnost, že právě proj́ıžděj́ıćı vozidlo překračuje povolenou rychlost.

C Zjistili jsme, že právě proj́ıžděj́ıćı vozidlo překračuje povolenou rychlost. Jaká je pravděpo-
dobnost, že je to ciźı vozidlo?
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Označ́ıme jevy a jejich hodnoty:
Z ≡ vozidlo má Značku ...,Z ∈ {c = ciźı, n = naš́ı}
R ≡ vozidlo jede Rychlost́ı ..., R ∈ {v = vyšš́ı, s = správnou}.
Pravděpodobnosti hodnot jevu Z jsou

P (c) = 0.3, P (n) = 0.7.

Podmı́něný jev je R|Z a pravděpodobnosti jeho hodnot jsou

P (v|c) = 0.2, P (v|n) = 0.25,

P (s|c) = 0.8, P (s|n) = 0.75.

Řešeńı A
Ptáme se na sdruženou pravděpodobnost P (Z = c,R = v), která je dána řetězovým pravidlem

P (Z, R) = P (R|Z)P (Z).

Po dosazeńı hodnot a jejich pravděpodobnost́ı dostaneme

P (c, v) = P (v|c)P (c) = 0.2× 0.3 = 0.06.

Řešeńı B
Hledáme marginálńı pravděpodobnost pomoćı vzorce pro úplnou pravděpodobnost

P (R) =
∑

Z

P (R|Z)P (Z).

Po dosazeńı

P (v) = P (v|c)P (c) + P (v|n)P (n) = 0.2× 0.3 + 0.25× 0.7 = 0.235.

Řešeńı C
Máme určit obráceně podmı́něnou pravděpodobnost a k tomu použijeme Bayes̊uv vzorec

P (Z|R) =
P (R|Z)P (Z)∑
Z P (R|Z)P (Z)

.

Dosad́ıme a dostaneme

P (c|v) =
P (v|c)P (c)

P (v|c)P (c) + P (v|n)P (n)
=

0.2× 0.3 + 0.25 0.7
0.2× 0.3 + 0.25 0.7

.= 0.255.

( konec př́ıkladu )

Strukturu předchoźıch operaćı budeme ještě ilustrovat pomoćı grafických schémat. Použijeme
dvoj́ı vyjádřeńı, vhodné pro demonstraci podmı́něné pravděpodobnosti a operaćı s ńı spo-
jených. Jedná se o znázorněńı pravděpodobnost́ı pomoćı obdélńıkového schématu a pomoćı
pravděpodobnostńıho stromu.
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Obrázek 3.5: Ilustrace operaćı s pravděpodobnostmi

Obdélńıkové schéma

Při tomto zobrazeńı vycháźıme z řetězového pravidla, které ř́ıká, že sdružená pravděpo-
dobnost je dána jako součin podmı́něné a marginálńı pravděpodobnosti. Zobraźıme-li
tedy podmı́něnou a marginálńı pravděpodobnost jako strany obdélńıku, bude jeho plocha
představovat sdruženou pravděpodobnost. Základńı prostor pro sdruženou pravděpodobnost
bude čtverec o straně jedna. V tomto základńım čtverci lze zobrazovat jednotlivé typy prav-
děpodobnost́ı a demonstrovat operace mezi nimi.

V našem př́ıkladě na vodorovné strany nanáš́ıme pravděpodobnost (marginálńıho) jevu Z
- značka a na svislé strany nanáš́ıme pravděpodobnosti podmı́něného jevu R|Z - rychlost
podmı́něná značkou. Dostáváme schéma načrtnuté na obr. 3.5. Základńı čtverec se t́ım rozděĺı
na čtyři obdélńıky I. až IV., jejichž plošné obsahy udávaj́ı př́ıslušné sdružené pravděpodobnosti.
Skutečně, pro plošné obsahy jednotlivých obdélńık̊u dostáváme

I. pro jev ”ciźı auto nepřekročilo rychlost” P (s, c) = P (s|c)P (c);
II. pro jev ”ciźı auto překročilo rychlost” P (v, c) = P (v|c)P (c);
III. pro jev ”naše auto nepřekročilo rychlost” P (s, n) = P (s|n)P (n);
IV. pro jev ”naše auto překročilo rychlost” P (v, n) = P (v|n)P (n).
Z těchto pravděpodobnost́ı můžeme vystavět libovolnou pravděpodobnost, týkaj́ıćı se jev̊u

Z a R. Na tomto mı́stě bych rád citoval větu svého školitele a předńıho odborńıka v oblasti
bayesovské teorie ř́ızeńı u nás Ing. V. Peterky, DrSc:

♣ Známe-li (tj. uḿıme-li zkonstruovat) sdruženou pravděpodobnost, známe všechno
poťrebné pro úlohy odhadu a ř́ızeńı.

Marginálńı pravděpodobnost např. pro jev R = v je dána součtem ploch všech obdélńık̊u
s bočńı stranou odpov́ıdaj́ıćı hodnotě v. Jsou to obdélńıky II. a IV. Vyjádř́ıme-li jejich plochy
jako součiny stran a sečteme je, dostáváme vzorec pro úplnou pravděpodobnost.

Obrácená podmı́něná pravděpodobnost např. jevu Z|R = c|v se odvod́ı takto: Protože
jev R = v nastal, muśı mı́t pravděpodobnost 1. To znamená, že muśıme definovat nový základńı
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čtverec pro jevy Z|R = v ∈ {c|v, n|v}, a přitom poměr pravděpodobnost́ı hodnot c|v a n|v
by měl být dán poměrem př́ıslušných sdružených pravděpodobnost́ı jev̊u (c, v) a (n, v). Tedy
P (c|v) : P (n|v) = P (v, c) : P (v, n) = 0.06 : 0.175. Tento poměr je dán obsahy dolńıch obdélńık̊u.
Stač́ı tedy jejich obsahy normovat tak, aby součet byl jedna a obdrž́ıme př́ıslušné podmı́něné
pravděpodobnosti. Ta, kterou zjǐst’ujeme, je dána levým obdélńıkem. Jej́ı normováńı provedeme
tak, že plochu tohoto obdélńıku děĺıme součtem ploch obou dolńıch obdélńık̊u. Tomu při
vyjádřeńı ploch součinem stran obdélńık̊u odpov́ıdá Bayes̊uv vztah.
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= 0.3× 0.8 = 0.24
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= 0.7× 0.25 = 0.175

P (R = v, Z = c)
= 0.7× 0.75 = 0.525

Obrázek 3.6: Pravděpodobnostńı strom

Pravděpodobnostńı strom

Jiným nástrojem nejen pro popis, ale i pro výpočet sdružených pravděpodobnost́ı pomoćı pod-
mı́něných a marginálńıch je pravděpodobnostńı strom. Je také založen na řetězovém pravidlu
a je dokonce vhodný i pro jeho v́ıcenásobné použit́ı. Strom zač́ıná v jednom bodě a postupně se
větv́ı podle hodnot jednotlivých jev̊u. Hodnoty předchoźıch jev̊u při větveńı se přitom dostávaj́ı
do podmı́nek následuj́ıćıch jev̊u.

V našem př́ıkladě bude strom velmi jednoduchý. Prvńı větveńı je podle hodnot jevu Z na
větev Z = c a Z = n. K větv́ım zároveň připisujeme pravděpodobnosti těchto jev̊u. Na konci
obou větv́ı dojde k daľśımu větveńı, podle hodnot jevu R. Protože ale konci horńı větve př́ısluš́ı
Z = c, budou daľśı větve z tohoto mı́sta př́ıslušet podmı́něným jev̊um R|(Z = c). Podobně
větveńı ze spodńıho bodu bude reprezentovat podmı́něné jevy R|(Z = n). Na konci dostáváme
4 body – konce větveńı. Každému bodu přǐrad́ıme pravděpodobnost rovnu součinu jednotlivých
pravděpodobnost́ı od začátku větveńı. Podle řetězového pravidla konce větveńı odpov́ıdaj́ı jed-
notlivým hodnotám pravděpodobnosti sdruženého jevu (Z, R). A podobně jako v předchoźım
př́ıpadě: známe-li sdružené pravděpodobnosti, známe všechno.
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Kapitola 4

Model jako hustota
pravděpodobnosti

Bayesovský př́ıstup k odhadováńı a ř́ızeńı je založen na modelu soustavy, který
představuje základńı prvek pro popis chováńı modelované veličiny [3]. Umožňuje určit hustotu
pravděpodobnosti (dále jen hp) výstupu soustavy yt na základě známých veličin (starš́ıch dat)
a konstant (parametr̊u modelu). Předpověd’ je potom základem pro daľśı odhadováńı i ř́ızeńı.

Nejčastěji použ́ıvaný lineárńı model je regresńı model (2.2). Ten se skládá ze dvou
základńıch část́ı. Prvńı část je deterministická. Ta je dána skalárńım součinem regresńıho vek-
toru, který obsahuje známá data, a vektoru regresńıch koeficient̊u. Druhá část představuje
náhodnou část modelu. Je to náhodná veličina se specifikovaným rozděleńım (většinou se uvažuje
normálńı rozděleńı), která se nazývá šum. Parametry této náhodné veličiny (většinou je to roz-
ptyl) spolu s regresńımi koeficienty tvoř́ı parametry regresńıho modelu. Regresńı model
tedy představuje jakýsi ideálńı deterministický model, který je pod vlivem poruch (šumu), jak
je naznačeno na obrázku 2.3.

To, co jsme právě uvedli, plat́ı však pouze tehdy, jestliže známe parametry modelu. Tento
předpoklad však většinou neńı splněn a parametry je třeba odhadovat z apriorńı znalosti
a z měřených dat, viz odstavec 5.3.

Model tedy obecně obsahuje dva neurčité prvky – šum a neznámé parametry. Oba tyto ob-
jekty bayesovská statistika chápe jako náhodné veličiny, které jsou popsány svými hp. Přitom
mohou být bud’ diskrétńı (tj. s konečným/spočetným počtem hodnot), nebo spojité (s reálnými
hodnotami). Ačkoliv rozd́ıl ve vyjádřeńı takových model̊u je dán jen rozd́ılem ve vyjádřeńı hp
diskrétńı a spojité náhodné veličiny, některé z těchto model̊u mohou p̊usobit nezvykle. Proto
ukážeme na př́ıkladech jednotlivé typy model̊u a v daľśı kapitole také jejich použit́ı pro odha-
dováńı a dále pro ř́ızeńı.

Značeńı

I v této kapitole budeme použ́ıvat symbolické značeńı pro pravděpodobnosti. Tak např. pro
pravděpodobnost daného náhodného jevu X mı́sto podrobného označeńı P (X = x) budeme
použ́ıvat stručněǰśı zápis P (x). Podobně budeme použ́ıvat stručněǰśı symboliku i pro hp po-
pisuj́ıćı signály nebo parametry. Taková jednodušš́ı symbolika je v literatuře běžně použ́ıvaná,
zvyšuje přehlednost, ale někdy může vést k nedorozuměńı. Zjednodušeńı spoč́ıvá v tom, že ve
značeńı přestaneme rozlǐsovat mezi náhodnou veličinou X a jej́ı hodnotou x. Budeme použ́ıvat
malá ṕısmena pro signály a malá nebo velká řecká ṕısmena pro parametry. Zároveň u hp ne-
budeme vyznačovat indexem náhodnou veličinu a bude se rozumět, že hp nálež́ı té náhodné
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veličině, jej́ıž hodnota se vyskytuje v argumentu. Tedy např. symbolem f(yt|ut) nahrazujeme
komplikovaněǰśı symbol fYt|Ut

(yt|ut).

P o z n á m k a: Signály jsou náhodné posloupnosti, tedy indexované náhodné veličiny. Proto se v
našich úvahách u náhodných veličin popisuj́ıćıch signály vyskytuj́ı indexy.

4.1 Regresńı model

Rovnice modelu

V obecném tvaru je rovnice regresńıho modelu součtem dvou člen̊u - deterministického (m) a
stochastického (e)

yt = m(ϕt, θ) + et, (4.1)

kde

yt je modelovaná veličina – výstup soustavy,

ϕt = [ut, yt−1, ut−1, ..., yt−ν , ut−ν , 1]T je regresńı vektor, obsahuj́ıćı aktuálńı ř́ıd́ıćı veličinu ut,
data zpožděná až do ν krok̊u zpět (ν je řád modelu) a jedničku pro respektováńı konstanty
modelu,

θ = [b0, a1, b1, ..., aν , bν , c]T je vektor regresńıch koeficient̊u (známé nebo odhadnuté konstanty),
jejichž pořad́ı koresponduje s pořad́ım dat v regresńım vektoru,

m(ϕt, θ) je funkce dat z regresńıho vektoru ϕt a parametr̊u θ, která pro známé parametry
představuje deterministickou transformaci dat z regresńıho vektoru na modelovaný výstup
soustavy. Tato funkce je nejčastěji lineárńı m(ϕt, θ) = b0ut+a1yt−1+b1ut−1+...+aνyt−ν +
bνut−ν + c. Pak dostaneme lineárńı regresńı model ve tvaru

yt = ϕT
t θ + et, (4.2)

et je náhodná veličina (šum), o které předpokládáme, že pro všechna t plat́ı

• je nekorelovaná se svými zpožděnými hodnotami E[et|et−i] = E[et] pro i = 1, 2, . . . a s
daty obsaženými v regresńım vektoru ϕt, tj. E[et|ϕt] = E[et],

• má nulovou středńı hodnotu E[et] = 0 a konstantńı rozptyl D[et] = σ2 = konst.,

Symbolem Θ označ́ıme souhrn všech parametr̊u modelu, tj. symbolicky ṕı̌seme

Θ = {θ, σ2}.

Tento zápis budeme chápat ve smyslu cell-vektoru, zavedeného toolboxem MATLAB, pro vektor
(strukturu) s prvky nestejného typu.

Hp modelu

Z rovnice modelu (4.1) vid́ıme, že yt záviśı na regresńım vektoru ϕt, regresńıch koeficientech θ
a rozptylu šumu σ2, takže i rozděleńı náhodné veličiny yt bude dáno podmı́něnou hp

f(yt|ϕt,Θ). (4.3)
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Jde skutečně o podmı́něnou hp, protože jedině při znalosti veličin ϕt a Θ jsme schopni rovnici
(4.1) pro předpověd’ výstupu yt využ́ıt. Pro regresńı vektor ϕt a parametry θ umı́me vypoč́ıtat
hodnotu funkce m(ϕt, θ). Hp výstupu yt je pak dána posunut́ım hp náhodné veličiny et (šumu)
do nové středńı hodnoty dané hodnotou funkce m(ϕt, θ).

P o z n á m k a: Tato transformace odpov́ıdá základńı transformaci náhodné veličiny do normo-
vaného tvaru Z → X pomoćı transformačńı rovnice

X = µ + σZ,

která spoč́ıvá v tom, že v hp náhodné veličiny dosad́ıme za proměnnou z pod́ıl
x− µ

σ
, jak plyne

z transformačńı rovnice, a celou hp vynásob́ıme Jakobiánem 1/σ této transformace.

Charakteristiky modelu

Hp modelu určuje charakteristiky výstupu yt. Tyto charakteristiky jsou rovněž podmı́něné,
protože jsou určeny pomoćı podmı́něné hp modelu.

Sťredńı hodnota yt:

E[yt|ϕt, Θ] = E[m(ϕt, θ)|ϕt, Θ] + E[et|ϕt, Θ] = m(ϕt, θ). (4.4)

Rozptyl yt:

D[yt|ϕt, Θ] = D[yt|Θ] = σ2. (4.5)

Druhý obecný moment yt:

E[y2
t |ϕt,Θ] = (E[yt|ϕt,Θ])2 + D[yt|Θ] = (m(ϕt, θ))2 + σ2. (4.6)

P o z n á m k a: Uvedené charakteristiky jsou podmı́něné. Samozřejmě existuj́ı i nepodmı́něné, ty
ale nejsme schopni určit jen pomoćı modelu, a muśıme je konstruovat jinak. Na prvńı pohled je
např. zřejmé, že při jejich konstrukci bude zapotřeb́ı odhadovat parametry, tj. provádět úlohu
odhadu. Model vyžaduje znalost parametr̊u, ty ale v praxi většinou známé nejsou.

Typy regresńıch model̊u

Uvedené vztahy pro rovnici modelu a jeho charakteristiky jsou zcela obecné. Model je kon-
struován jako součet deterministické funkce a náhodné veličiny, přičemž se předpokládá, že
náhodná veličina et je nekorelovaná s daty obsaženými v regresńım vektoru ϕt. Takto defino-
vaný model se nazývá obecný regresńı model. Podle konkrétńı specifikace funkce m, př́ıpadně
rozděleńı náhodné veličiny et, dostáváme některý z následuj́ıćıch typ̊u regresńıch model̊u.

• Je-li funkce m lineárńı vzhledem k parametr̊um, potom má model tvar (4.2), srv. též
(2.2), a nazývá se lineárńı regresńı model. V př́ıpadě, že m neńı lineárńı, nazývá se
nelineárńı regresńı model.

• Jestliže regresńı vektor obsahuje také zpožděné modelované veličiny, tj. yt−1, yt−2, ..., jde
o dynamický regresńı model. V opačném př́ıpadě, je-li např. výstup modelován jako
konstanta plus šum, nebo ř́ızeńı plus šum, jde o statický regresńı model.
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• Má-li náhodná veličina et normálńı rozděleńı, nazýváme model normálńım regresńım
modelem. Má-li jiné rozděleńı, je jméno modelu odvozeno podle jména rozděleńı. Např.
rovnoměrný regresńı model, nebo také regresńı model s rovnoměrným šumem.

• Model může pracovat se spojitými, diskrétńımi nebo kombinovanými veličinami. V př́ıpadě
spojitých veličin nazýváme model spojitým regresńım modelem, jinak diskrétńım
regresńım modelem.

• Jsou-li parametry θ konstanty, nazýváme tento model regresńı model s konstantńımi
koeficienty. Jsou-li funkcemi času, jde o regresńı model s proměnnými koeficienty.

• Jsou-li signály, se kterými model pracuje, v́ıcerozměrné, tj. v každém časovém okamžiku
tvoř́ı vektor, nazývá se takový model mnohorozměrný regresńı model. Jsou-li signály
skalárńı veličiny, nazývá se skalárńı regresńı model.

My se budeme zabývat skalárńımi lineárńımi regresńımi modely s konstantńımi koeficienty.

4.1.1 Dynamický regresńı model s normálńım šumem

Jde o skalárńı lineárńı dynamický regresńı model řádu ν s konstantńımi koeficienty a normálńım
rozděleńım šumu (4.2). Při studiu lineárńıch model̊u je takový model použ́ıván nejčastěji.
Vyjádřeńı středńı hodnoty pomoćı lineárńı funkce a normálńı rozděleńı šumu pokrývá mnoho
praktických úloh a má i značné výhody z hlediska jeho použit́ı pro odhad a při ř́ızeńı. Je to
stochastická obdoba diferenčńı rovnice.

Rovnice modelu

yt = ϕT
t θ + et, (4.7)

kde
ϕT

t = [ut, yt−1, ut−1, . . . , yt−ν , ut−ν , 1] je regresńı vektor,
θT = [b0, a1, b1, . . . , aν , bν , c] jsou regresńı koeficienty,
et je skalárńı náhodná veličina s rozděleńım N(0, σ2), tj.

f(et) =
1√

2πσ2
exp

{
− e2

t

2σ2

}
,

kde exp{x} = ex znač́ı exponenciálńı funkci.
Model lze rovněž rozepsat do tvaru diferenčńı rovnice

yt = b0ut + a1yt−1 + b1ut−1 + ... + aνyt−ν + bνut−ν + c + et. (4.8)

Momenty modelu

Model umožňuje naj́ıt rozděleńı, nebo, je-li třeba, charakteristiky modelovaného výstupu yt.

Sťredńı hodnota a rozptyl:

E[yt|ϕt, Θ] = ϕT
t θ, D[yt|ϕt, Θ] = σ2. (4.9)

Druhý obecný moment:

E[y2
t |ϕt,Θ] = E[yt|ϕt, Θ]2 + D[yt|ϕt, Θ] = (ϕT

t θ)2 + σ2. (4.10)
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Hp modelu

Má stejný tvar jako hp šumu, ale se středńı hodnotou ϕT
t θ. Je tedy

f(yt|ϕt, Θ) =
1√

2πσ2
exp

{
− 1

2σ2
(yt − ϕT

t θ)2
}

(4.11)

P o z n á m k a: Prakticky transformaci provedeme tak, že z rovnice modelu vyjádř́ıme et a do-
sad́ıme do hp šumu. Jakobián transformace je v tomto př́ıpadě roven jedné.

4.1.2 Statický regresńı model s normálńım šumem

A. Ř́ızený systém

Statický model je speciálńım př́ıpadem dynamického regresńıho modelu (4.1), kdy regresńı vektor
neobsahuje žádné zpožděné výstupy. Regresńı vektor může tedy obsahovat pouze ř́ıd́ıćı veličinu
a př́ıpadně jedničku pro respektováńı konstanty.

Nejprve budeme uvažovat model bez konstanty, kde modelovaná veličina je úměrná ř́ıd́ıćı
veličině s neznámým koeficientem úměrnosti – neznámým parametrem modelu θ. Pro ut = 1
pro všechna t dostaneme speciálńı př́ıpad odhadováńı středńı hodnoty.

Nav́ıc budeme předpokládat známý rozptyl šumu, např. σ2 = 1. Tento model bude mı́t tedy
jediný vstup ut a jediný neznámý parametr θ, tj. Θ = {θ}.

Rovnice modelu

yt = θut + et, (4.12)

kde
θ je konstantńı skalárńı parametr,
yt, resp. ut je výstup, resp. vstup soustavy,
et je náhodná veličina s normálńım rozděleńım s nulovou středńı hodnotou a jednotkovým

rozptylem, nezávislá na ut.

P o z n á m k a: Neńı-li dáno rozděleńı náhodných veličin et, pak (4.12) nepopisuje situaci úplně.

Momenty modelu

Jsou to středńı hodnota θut, rozptyl 1 a druhý obecný moment θ2u2
t + 1.

Hp modelu

f(yt|ut, θ) =
1√
2π

exp
{
−1

2
(y2

t − 2θytut + θ2u2
t )

}
=

=
1√
2π

exp

{
−1

2
[−1 θ]

([
yt

ut

]
[yt ut]

) [
−1
θ

]}
.

(4.13)

Exponent prvńıho vyjádřeńı hp př́ımo ukazuje, jaké budou statistiky pro odhadováńı. Budou
to kvadráty y2

t , u2
t a součiny ytut pro t na časovém intervalu odhadováńı. Druhé vyjádřeńı

reprezentuje model jako funkci neznámých parametr̊u a je vhodné pro konstrukci věrohodnostńı
funkce (5.5).
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B. Něŕızený systém

Ještě jednodušš́ı variantou tohoto modelu je model neř́ızeného systému, který obdrž́ıme, jestliže
v předchoźım modelu (4.12) polož́ıme ut = 1 pro všechna t.

Rovnice modelu

yt = θ + et, et ∼ N(0, σ2). (4.14)

Hp modelu

Pro známý rozptyl, např. σ2 = 1, je

f(yt|θ) =
1√
2π

exp
{
−1

2
(y2

t − 2θyt + θ2)
}

=
1√
2π

exp
{
−1

2
(yt − θ)2

}
. (4.15)

P o z n á m k a: V př́ıpadě, kdy by rozptyl šumu σ2 nebyl znám, měl by šum rozděleńı N(0, σ2)
a hp modelu by byla

f(yt|Θ) =
1√

2πσ2
exp

{
− 1

2σ2
(yt − θ)2

}
. (4.16)

Neznámé parametry v tomto př́ıpadě tvoř́ı dvojici Θ = {θ, σ2}.

4.1.3 Statický regresńı model s rovnoměrným šumem

Pro vyjádřeńı hp rovnoměrného rozděleńı budeme použ́ıvat tzv. indikátor χI intervalu
I = 〈a, b〉 ⊂ R (srovnej str. 43)

χI(x) =

{
1 pro x ∈ I,
0 pro x /∈ I,

kde argument x, pokud nemůže doj́ıt k omylu, budeme vynechávat.

Rovnice modelu

yt = θ + et, (4.17)

kde
θ je neznámý spojitý parametr,
et je náhodná veličina s rovnoměrným rozděleńım s hp

f(et) =
1
2
χ〈−1,1〉(et).

P o z n á m k a: Pro jednoduchost uvažujeme hp šumu se známými mezemi od -1 do 1. Pokud meze
pro hp nebudou jednotkové, ale budou známé, je situace obdobná. Složitěǰśı model dostaneme
v př́ıpadě, kdy tyto meze nejsou známé a představuj́ı daľśı parametry, které je třeba odhadovat.
T́ım źıskáme analogii př́ıpadu s neznámou směrodatnou odchylkou.
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Hp modelu

Má také rovnoměrné rozděleńı, které opět dostaneme transformaćı hp šumu

f(yt|θ) =
1
2
χ〈θ−1,θ+1〉(yt), yt ∈ R. (4.18)

-

6

θθ − 1 θ + 1

1/2

yτ

f(yτ |θ)

Obrázek 4.1: Graf rovnoměrného rozděleńı

4.1.4 Statický regresńı model s diskrétńım šumem

V tomto odstavci se budeme zabývat modely, popisuj́ıćımi diskrétńı signály, tj. signály, které
mohou nabývat jen konečného počtu hodnot. Typickým př́ıkladem takového signálu je výsledek
pokusu při hodu minćı nebo kostkou, ale patř́ı sem např. také intenzita dopravńıho proudu
(počet vozidel za jednotku času) nebo č́ıslo ř́ıd́ıćıho plánu světelné signalizace v dané mikrooblasti
(v Praze se použ́ıvaj́ı plány č. 1, 2, ..., 10). Parametry takového modelu bývaj́ı obvykle spojité.
Modely s diskrétńımi parametry se budeme pro ukázku zabývat v části 4.2.

Zde uvedeme model diskrétńıho signálu s dvěma možnými hodnotami pro známé a neznámé
parametry modelu.

A. Známý parametr modelu

Jedná se snad o nejjednodušš́ı statistický model, popisuj́ıćı např. házeńı minćı. Abychom tento
př́ıklad udělali trochu zaj́ımavěǰśı, uvažujeme poškozenou minci, kde pravděpodobnost padnut́ı
rubu se nerovná pravděpodobnosti padnut́ı ĺıce. Předpokládáme ale, že pravděpodobnost padnut́ı
rubu (a tedy i ĺıce) je známa (např. z dř́ıvěǰśıch experiment̊u) a rovná se θ0 ∈ (0, 1) pro rub
a 1− θ0 pro ĺıc.

Uvažujeme posloupnost nezávislých hod̊u v časech τ = 1, 2, ..., t, s výsledky Vτ = R (rub)
nebo Vτ = L (ĺıc). V okamžićıch τ definujeme náhodné veličiny yτ předpisem

yτ =

{
0 pro Vτ = R,
1 pro Vτ = L.

S t́ımto označeńım dostáváme následuj́ıćı model.

Rovnice modelu

Je triviálńı
yt = et, (4.19)
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kde hp šumu formálně zaṕı̌seme ve tvaru alternativńıho rozděleńı s parametrem θ0, tj.

f(et) = θ1−et
0 (1− θ0)et

pro et ∈ {0, 1}.

Hp modelu

Je shodná s hp šumu
f(yt) = θ1−yt

0 (1− θ0)yt (4.20)

pro yt ∈ {0, 1}.
P o z n á m k a: V tomto př́ıpadě je zřejmě zbytečné zavádět model jako rovnici. Lépe je o modelu
rovnou hovořit jako o př́ıslušné hp.

B. Neznámý parametr modelu

Tento model je obdobný jako předchoźı, ale předpokládáme, že pravděpodobnost padnut́ı rubu
(a tedy i ĺıce) neńı známa. Takový model má velmi dobrou dopravńı interpretaci, kterou jsme
se zabývali v úvodńım př́ıkladu 1.1. Při ńı uvažujeme křižovatku ve tvaru T, do které přij́ıžděj́ı
automobily a odbočuj́ı bud’ vpravo nebo vlevo. Evidujeme počty vozidel a zjǐst’ujeme procento
automobil̊u odbočuj́ıćıch do jednotlivých směr̊u. Na základě takto naměřených dat potom odha-
dujeme skutečný pod́ıl odbočuj́ıćıch vozidel. Jedná se o nejjednodušš́ı verzi odhadu směrových
vztah̊u na křižovatce.

Rovnice modelu

Je shodná s rovnićı z předchoźıho př́ıkladu. Jak jsme již uvedli, v takto jednoduchém př́ıkladě
neńı zaj́ımavá.

Hp modelu

Je to podmı́něná hp s alternativńım rozděleńım. Záviśı na jednom neznámém parametru
θ ∈ 〈0, 1〉 a má tvar

f(yt|θ) = θ1−yt(1− θ)yt , yt ∈ {0, 1}. (4.21)

Odtud f(0|θ) = P (yt = 0|θ) = θ, f(1|θ) = P (yt = 1|θ) = 1 − θ, takže pravděpodobnost, s
ńıž padne rub (yt = 0), je θ a pravděpodobnost, s ńıž padne ĺıc (yt = 1), je 1− θ.

4.1.5 Mnohorozměrný regresńı model

Mnohorozměrným odhadem a ř́ızeńım se zde podrobně nezabýváme. Protože však ve většině
praktických úloh je třeba modelovat několik veličin, a protože mnohorozměrný model je možno
převést na soustavu tzv. jednorozměrných faktor̊u, uvedeme pro úplnost také zápis mnoho-
rozměrného regresńıho modelu. Pro hlubš́ı studium algoritmů s mnohorozměrnými regresńımi
modely lze doporučit např. [3].

Uvažujeme model s nu vstupy a ny výstupy, tj. vstup, výstup i šum jsou vektory odpov́ıdaj́ıćı
délky

uT
t = [u1,t, u2,t, ..unu,t], yT

t = [y1,t, y2,t, ..yny ,t], eT
t = [e1,t, e2,t, ..eny ,t].
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Rovnice modelu

Má obdobný vektorový tvar jako rovnice skalárńıho modelu, pouze pořad́ı parametru θ a re-
gresńıho vektoru ϕt muśıme ve skalárńım součinu formálně přehodit, abychom modelovaný
výstup obdrželi jako sloupcový vektor

yt = θT ϕt + et, (4.22)

kde θT = [b0, a1, b1, . . . , aν , bν , c], kde
ai, c jsou matice typu (ny × ny) a bi jsou matice typu (ny × nu),

ϕT
t = [uT

t , yT
t−1, u

T
t−1, . . . , y

T
t−ν , u

T
t−ν , 1] je vektor délky nu + ν (ny + nu) + 1,

et je ny-rozměrná náhodná veličina s rozděleńım s nulovou středńı hodnotou
a kovariančńı matićı R.

Středńı hodnota modelu je vektor µy = θT ϕt a neurčitost vyjadřuje kovariančńı matice R.

Hp modelu

Je to hp mnohorozměrného normálńıho rozděleńı se středńı hodnotou µ a kovariančńı matićı R

f(yt|ϕt, Θ) = (2π)−
ny
2 |R|− 1

2 exp
{
−1

2
(yt − θT ϕt)T R−1(yt − θT ϕt)

}
. (4.23)

Př́ıklad [ Rovnice modelu pro ny = 2, nu = 1, C = 0, ν = 1 ]
Modelujeme 2 veličiny měřené na soustavě s jedńım vstupem pomoćı dynamického modelu řádu
1. Rovnice modelu je

[
y1,t

y2,t

]
=

[
b1;0

b2;0

]
ut +

[
a11;1 a12;1

a21;1 a22;1

] [
y1,t−1

y2,t−1

]
+

[
b1;1

b2;1

]
ut−1 +

[
e1,t

e2,t

]

Parametry a regresńı vektor

θT =

[
b1;0 a11;1 a12;1 b1;1

b2;0 a21;1 a22;1 b2;1

]
, ϕt =




ut

y1,t−1

y2,t−1

ut−1




Středńı hodnota a kovariančńı matice šumu

E[et] =

[
0
0

]
, E[eT

t et] =

[
σ2

1 σ12

σ12 σ2
2

]
= R

( konec př́ıkladu )

4.2 Modely s diskrétńımi parametry

Neznámé parametry modelu považujeme za náhodné veličiny popsané svými hp. Pokud tyto
náhodné veličiny mohou nabývat jen konečného počtu předem specifikovaných hodnot, jedná se
o diskrétńı náhodné veličiny – viz str. 40. Odpov́ıdaj́ıćı model nazveme modelem s diskrétńımi
parametry.
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V daľśım výkladu budeme uvažovat statický regresńı model (viz str. 55 – typy model̊u)
popsaný pomoćı hp šumu f(e) a parametru f(θ), které předpokládáme známé. Na základě
znalosti modelu v daném čase provedeme předpověd’ výstupu, a po změřeńı skutečné hodnoty
výstupu přepočteme hodnotu odhadovaného parametru. Protože se zabýváme jen jedńım krokem
odhadováńı, nebudeme u signál̊u uvádět časový index.

A. Diskrétńı parametr a diskrétńı signál

Rovnice modelu

y = θ + e, (4.24)

kde hp f(e) a f(θ) jsou dány tabulkami, viz část 3.2

e -1 1
f(e) 0.4 0.6

,
θ -2 0 2

f(θ) 0.2 0.5 0.3
.

Obě náhodné veličiny jsou nezávislé.

Hp modelu

Je to funkce f(y|θ) zadaná opět pomoćı tabulky, viz druhý odstavec v části 3.2. Ve sloupćıch
tabulky jsou modely vždy pro určitou hodnotu parametru v podmı́nce.

y\θ -2 0 2
-3 0.4 0 0
-1 0.6 0.4 0
1 0 0.6 0.4
3 0 0 0.6

(4.25)

Tuto tabulku sestav́ıme z tabulek pro f(e) a f(θ) takto: Nejdř́ıve urč́ıme všechny možné hodnoty
výstupu y tak, že pro danou hodnotu θ dosazujeme do rovnice modelu jednotlivé hodnoty
e. Potom urč́ıme pravděpodobnosti tak, že pro dané hodnoty θ a y nalezneme pomoćı (4.24)
hodnotu e, a vezmeme jej́ı pravděpodobnost. Pravděpodobnosti hodnot θ se neuplatńı. Proč? 1

Ve sloupćıch tabulky udávaj́ıćı hp modelu jsou jednotlivé hp výstupu (jejichž
pravděpodobnosti se rovnaj́ı pravděpodobnostem šumu) vždy pro jednu konkrétńı hodnotu θ
v podmı́nce, tedy vektory f(y|θ = −2), f(y|θ = 0) a f(y|θ = 2), př́ıpadně doplněné nulami.

B. Diskrétńı parametr a spojitý signál

Rovnice modelu

Má opět tvar
y = θ + e, (4.26)

kde θ je diskrétńı a e spojitá náhodná veličina s rozděleńımi – viz (3.2 a (3.3)

θ -2 0 2
f(θ) 0.2 0.5 0.3

, f(e) =
1√
2π

exp
{
−1

2
e2

}
.

1Protože modelem je hp podmı́něná parametrem θ. Ten zde tedy vystupuj́ı ne jako náhodná veličina,
ale prostřednictv́ım svých hodnot, jako by byly známé. Proto model nezáviśı na pravděpodobnostech
těchto hodnot.
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Obrázek 4.2: Hustota kombinovaného modelu

Hp modelu

Dostaneme ji jako transformaci nv e na nv y

f(y|θ) =
1√
2π

exp
{
−1

2
(y − θ)2

}
, θ ∈ {−2, 0, 2}. (4.27)

Tento kombinovaný model můžeme interpretovat jako tři spojité modely pro jednotlivé hodnoty
parametru θ

f(y|θ = −2) =
1√
2π

exp
{
−1

2
(y + 2)2

}
pro θ = −2,

f(y|θ = 0) =
1√
2π

exp
{
−1

2
y2

}
pro θ = 0,

f(y|θ = 2) =
1√
2π

exp
{
−1

2
(y − 2)2

}
pro θ = 2.
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Kapitola 5

Předpov́ıdáńı a odhadováńı

5.1 Úvodńı poznámky a označeńı

V této kapitole se budeme věnovat odhadováńı pravděpodobnostńıch model̊u. Ta je těsně spjata,
podobně jako i ř́ızeńı, s předpověd́ı budoućıho výstupu soustavy. Pojednáme tedy o předpovědi
a odhadováńı společně. Základńı literaturou k této oblasti je [3].

Nejdř́ıve uvedeme dvě d̊uležité poznámky, na které se budeme v daľśım textu často od-
volávat.

Značeńı integrál̊u a datové historie

Bayesovská statistika pracuje se sdruženými, marginálńımi a podmı́něnými hp. Při výpočtech
s nimi se často použ́ıvá integrace – viz str. 39. Jedná se o integraci přes celý obor hodnot
náhodné veličiny nebo náhodných veličin, které př́ıslušná hp popisuje. Jsou to tedy integrály
určité. Pro lepš́ı přehlednost nebudeme vyznačovat jejich meze a zavedeme následuj́ıćı dohodu:
Nejsou-li vyznačeny meze integrace a neńı-li uvedeno jinak, máme na mysli integraci přes celý
obor hodnot náhodné veličiny. Např. pro normálńı rozděleńı je to celá reálná osa, nebo pro
sdruženou hp pro n náhodných veličin je to celý prostor Rn.
Protože pomoćı podmı́něných hp popisujeme zpravidla kauzálńı závislosti, vyskytuje se často
v podmı́nce všechna historická data, tj. data změřená od začátku odhadováńı (ř́ızeńı) až do
současného nebo minulého okamžiku. Do těchto dat zahrnujeme i apriorńı informaci, např. ve
formě apriorńıch dat. Pro tuto datovou historii, zahrnuj́ıćı data do času τ zavedeme značeńı:

dτ = [yτ , uτ ]T jsou data (datová dvojice vstupu a výstupu) v čase τ ,
D(τ, · · · , t) = {dτ , dτ+1, · · · , dt} je množina datových dvojic poč́ınaje indexem τ až do t.

Potom

D(t) = {dt, dt−1, dt−2, . . .} (5.1)

znač́ı souhrn všech datových dvojic až do (současného) okamžiku s časovým indexem t,
D(t − 1) zahrnuje všechna data minulá. Symbol D(0) označuje apriorńı data (všechna data,
naměřená před začátkem ř́ızeńı). Data D(t), źıskaná až do okamžiku t, lze rozdělit takto:
D(t) = D(1, · · · , t) ∪ D(0), tj na data apriorńı a data źıskaná v pr̊uběhu ř́ızeńı až do času
t.

65
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Přirozené podmı́nky ř́ızeńı
Odhady parametr̊u Θ modelu soustavy ř́ızené ve zpětné vazbě prostřednictv́ım ř́ıd́ıćı veličiny
ut předpokládáme platnost tzv. přirozených podmı́nek ř́ızeńı (p.p.̌r.). Ty jsou vyjádřeny
následuj́ıćımi vztahy

f(ut|D(t− 1),Θ) = f(ut|D(t− 1)), (5.2)

f(Θ|ut, D(t− 1)) = f(Θ|D(t− 1)), (5.3)

které jsou navzájem svázány Bayesovým vzorcem. Tyto podmı́nky vycházej́ı ze skutečnosti, že
ř́ıd́ıćı veličina smı́ být konstruována jen na základě dat D(t − 1), a tedy neznámé parametry
neovlivňuj́ı pravidlo (5.2) jej́ıho generováńı.

Objekty a vzorce v předpovědi a odhadováńı
Úlohu předpovědi a odhadováńı budeme dále demonstrovat na př́ıkladech pro jednotlivé druhy
model̊u, diskutované v předchoźı kapitole. Jsou to spojité modely s normálńım 4.1.1 a 4.1.2, rov-
noměrným 4.1.3 a diskrétńım šumem 4.1.4 a diskrétńı modely 4.2. V těchto př́ıkladech budeme
sledovat vždy stejné schéma s následuj́ıćımi prvky:

Model

yt = ϕT
t θ + et nebo jeho hp f(yt|ϕt,Θ) (5.4)

podle (4.2), kde ϕt je regresńı vektor, θ je vektor regresńıch koeficient̊u, et je šum
s nulovou středńı hodnotou a rozptylem σ2 a Θ = {θ, σ2} je vektor (struktura)
označuj́ıćı souhrn všech parametr̊u modelu.

Věrohodnostńı funkce

Lt(Θ) =
t∏

τ=1

f(yτ |ϕτ , Θ) (5.5)

je součin hp modelu s dosazenými hodnotami naměřených dat yτ a regresńıch
vektor̊u ϕτ , pro τ = 1, 2, . . . , t.

Apriorńı hp

f(Θ|D(0)) ∝
0∏

τ=−κ0

f(yτ |ϕτ ,Θ) (5.6)

je hp parametr̊u, konstruovaná jen na základě apriorńı znalosti která je zde
vyjádřena symbolem D(0) - jako data źıskaná do začátku vlastńıho odhadováńı.

Aposteriorńı hp

f(Θ|D(t)) ∝ f(yt|ϕt, Θ)f(Θ|D(t− 1)) ∝ Lt(Θ)f(Θ|D(0)) (5.7)

je hp parametr̊u, ve které je zahrnuta jednak apriorńı znalost, jednak infor-
mace obsažená v datech změřených během odhadováńı, tj. pro časové okamžiky
τ = 1, 2, . . . , t. Tato data, včetně apriorńıch, označujeme symbolem D(t).
Hp f(Θ|D(t− 1)) někdy označujeme jako apriorńı z minulého kroku.
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Hp předpovědi

f(yt|ut, D(t− 1)) =︸︷︷︸
p.p.̌r.

∫
f(yt|ut, D(t− 1),Θ)f(Θ|D(t− 1)) dΘ 1 (5.8)

je to hp výstupu, podmı́něná vstupem a starš́ımi daty. Je podobná hp modelu,
ale nemá v podmı́nce parametry a záviśı na všech minulých datech, nikoli jen na
regresńım vektoru.

Bodový odhad

Θ̂t = E[Θ|D(t− 1)]. (5.9)

Bodová předpověd’

ŷt = E[yt|ut, D(t− 1)]. (5.10)

5.2 Bodová předpověd’ a bodové odhady

Pro motivaci rekurzivńıho odhadováńı parametr̊u vyjdeme z praktické úlohy – bodové
předpovědi výstupu, což je př́ımá předpověd’ budoućıch hodnot výstupu soustavy. Nejdř́ıve
budeme specifikovat, co máme na mysli optimálńım bodovým odhadem, at’ už je to odhad
výstupu, kterému ř́ıkáme předpověd’, nebo bodový odhad neznámého parametru.

Řekneme, že odhad je optimálńı, jestliže minimalizuje zvolené kritérium optimality. Z hle-
diska výpočetńıho je nejzaj́ımavěǰśı kritérium kvadratické, které pro předpověd’ výstupu ŷt, resp.
odhad parametr̊u Θ̂t má tvar

Jpre = E[(ŷt − yt)2], resp. Jodh = E[(Θ̂t −Θt)2].

Tento typ kritéria vede na bodové odhady ve formě středńı hodnoty, podmı́něné minulými daty.
Předpověd’ výstupu, resp. bodový odhad parametr̊u je

ŷt = E[yt|ut, D(t− 1)], resp. Θ̂t = E[Θ|D(t− 1)], (5.11)

kde ve vyjádřeńı bodového odhadu parametr̊u jsou využity přirozené podmı́nky ř́ızeńı, zmı́něné
na začátku této kapitoly. Odvozeńı těchto výsledk̊u je ponecháno čtenáři jako cvičeńı. V př́ıpadě
nouze je uvedeno v kapitole s dodatky, část 11.5.

♣ Optimálńı bodové odhady minimalizuj́ıćı kvadratické kritérium lze vyjáďrit jako
podḿıněné sťredńı hodnoty. V podḿınce jsou jen stařśı, již namě̌rená data.

Bodová předpověd’ výstupu soustavy

Bodová předpověd’ podle kvadratického kritéria je dána podmı́něnou středńı hodnotou podle
(5.11)

ŷt = E[yt|ut, D(t− 1)] =
∫ ∞

−∞
ytf(yt|ut, D(t− 1))dyt.

1Označeńı p.p.̌r. připomı́ná platnost přirozených podmı́nek ř́ızeńı (5.2) nebo (5.3)
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Pro jej́ı výpočet potřebujeme hp předpovědi f(yt|ut, D(t−1)). V př́ıpadě známých parametr̊u
je tato hp rovna př́ımo hp modelu a situace je velmi jednoduchá. Stač́ı dosadit měřený regresńı
vektor do modelu a ”šum položit roven nule”. Složitěǰśı je předpověd’ v př́ıpadě, kdy parametry
modelu jsou neznámé. Obě možnosti ukážeme na př́ıkladě.

Př́ıklad [ Bodová předpověd’ pro model se známými parametry ]
Uvažujme model podle (5.4) ve tvaru

yt = ϕT
t θ + et s hp f(yt|ϕt) ∝ N(ϕT

t θ, σ2),

kde Θ = {θ, σ2} známe.
Abychom byli ještě konkrétněǰśı, zvolme následuj́ıćı č́ıselné zadáńı modelu

yt = 0.6yt−1 + 0.1ut + 0.5 + 0.3εt

kde εt ∼ N(0, 1), et = 0.3εt a D[et] = D[0.3εt] = 0.09.
Hp, odpov́ıdaj́ıćı tomuto modelu je

f(yt|ut, yt−1) = f(yt|ϕt),

kde ϕt = [ut, yt−1, 1]. ( konec př́ıkladu )

P o z n á m k a: Na tomto č́ıselném zadáńı je dobře patrné, že hp modelu v tomto př́ıpadě ne-
obsahuje v podmı́nce parametry. Žádná náhodná veličina popisuj́ıćı parametry totiž neexistuje.
Parametry jsou známá č́ısla.

Bodová předpověd’ je (5.11)

ŷt = E[yt|ut, D(t− 1)] =
∫

ytf(yt|ϕt)dyt = ϕT
t θ (5.12)

a protože jak θ, tak i ϕt známe, lze dosadit a předpověd’ vypoč́ıtat. To lze provést pro č́ıselné
zadáńı

ŷt = [2; 2.1; 1].[0.1; 0.6; 0.5]T = 1.96

♣ Bodová p̌redpověd’ výstupu p̌ri známých parametrech regresńıho modelu je dána
skalárńım součinem regresńıho vektoru s vektorem parametr̊u.

Př́ıklad [ Bodová předpověd’ pro model s neznámými parametry ]
Zde je situace složitěǰśı než v př́ıpadě známých parametr̊u. Předchoźı výsledek nelze použ́ıt,
protože parametry modelu neznáme. K výpočtu středńı hodnoty podle (5.11) potřebujeme hp
předpovědi, podmı́něnou daty a nikoliv parametry. Tu vypočteme takto

f(yt|ut, D(t− 1)) =
∫

f(yt, Θ|ut, D(t− 1)) dΘ = [marginálńı pravděp.]

=
∫

f(yt|ut, D(t− 1), Θ)f(Θ|ut, D(t− 1)) dΘ . [podmı́něná pravděp.]

V posledńım řádku můžeme ještě provést dvě úpravy:

1. f(yt|ut, D(t − 1), Θ) = f(yt|ϕt,Θ), protože při daných parametrech záviśı yt jen na ϕt a
ne na starš́ıch datech – viz předpoklad o regresńım modelu (4.1),
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2. f(Θ|ut, D(t− 1)) = f(Θ|D(t− 1)), plyne z přirozených podmı́nek ř́ızeńı (5.2), (5.3).

Je tedy

f(yt|ut, D(t− 1)) =
∫

f(yt|ϕt, Θ)f(Θ|D(t− 1)) dΘ. (5.13)

P o z n á m k a: Interpretace tohoto výsledku je názorná a odpov́ıdá metodě úplné
pravděpodobnosti (3.3). Mohu použ́ıt jen model s dosazenými parametry, přičemž hod-
noty parametr̊u neznám, znám jen jejich rozděleńı, tj. ”všechny možné hodnoty a jejich
pravděpodobnosti”. Výsledná hp je dána váženým součtem (integrálem) ”model̊u” s dosa-
zenými hodnotami parametr̊u v podmı́nce f(yt|ϕt,Θ), váženými ”pravděpodobnostmi hodnot
parametr̊u” f(Θ|D(t− 1)).

Nyńı můžeme přistoupit k výpočtu středńı hodnoty E[yt|ut, D(t−1)], jak je uvedeno v (5.11).
Použijeme předchoźı vyjádřeńı hp předpovědi a dostaneme

E[yt|ut, D(t− 1)] =
∫

yt

ytf(yt|ut, D(t− 1)) dyt =

=
∫

yt

yt

∫

Θ
f(yt|ϕt, Θ)f(Θ|D(t− 1)) dΘ dyt = [dosazeno z (5.13)]

=
∫

Θ

[∫

yt

ytf(yt|ϕt, Θ)dyt

]
f(Θ|D(t− 1)) dΘ = [záměna integrace]

=
∫

Θ
ϕT

t θf(Θ|D(t− 1)) dΘ = [dosazeno z (5.12)]

= ϕT
t

∫

Θ
θf(θ, σ|D(t− 1)) dθ dσ = [integrováno přes σ]

= ϕT
t

∫

θ
θf(θ|D(t− 1)) dθ = ϕT

t θ̂t−1,

kde θ̂t−1 znač́ı bodový odhad θ v časovém okamžiku t− 1. Protože bodová předpověd’ se rovná
této středńı hodnotě, dostáváme

ŷt = ϕT
t θ̂t−1. (5.14)

( konec př́ıkladu )

♣ Bodová p̌redpověd’ výstupu v čase t p̌ri neznámých parametrech regresńıho modelu
je dána skalárńım součinem regresńıho vektoru v čase t s vektorem bodových odhadů
parametr̊u z času t− 1.

5.3 Předpov́ıdáńı a odhadováńı

Podobně, jako jsme u modelu soustavy uvažovali jeho dvoj́ı možné vyjádřeńı, a to bud’ pomoćı hp
(4.3), nebo rovnićı (4.1), můžeme takové dvě pomyslné linie sledovat i při vytvářeńı algoritmů
předpovědi a odhadováńı. Prvńı linie poč́ıtá s obecnými hustotami pravděpodobnosti, druhá
tyto hustoty konkretizuje a poč́ıtá se speciálńım rozděleńım a jeho statistikami, tj. měřená data
akumuluje do statistik a z nich př́ıpadně jako výsledky poč́ıtá odhady. Prvńı cesta je obecná,
druhá dává praktické výsledky.

Vlastńı odhad často neńı ćılem, ale jen prostředkem k dosažeńı jiného ćıle. V předchoźım
odstavci jsme jako ćıl postavili předpověd’ výstupu pro model s neznámými parametry. Jako
podúloha, která vznikla při řešeńı tohoto problému, se objevil právě odhad. Protože jsme ale
požadovali bodovou předpověd’, potřebovali jsme jako výsledek odhadu také bodové odhady
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parametr̊u (5.14). Vezmeme-li ale za ćılovou úlohu např. optimálńı ř́ızeńı s pravděpodobnostńım
modelem, minimalizuj́ıćı středńı hodnotu kritéria penalizuj́ıćıho kvadráty vstupu a výstupu (tak,
jak jej budeme uvažovat na konci této kapitoly), dostaneme také jako podúlohu odhad pa-
rametr̊u. V tomto př́ıpadě se ale úloha odhadováńı neomeźı jen na pouhý výpočet bodových
odhad̊u a jejich dosazeńı za neznámé parametry. Pracuje se zde s celými hp parametr̊u po-
moćı pravidla o úplné pravděpodobnosti – viz poznámka ke vztahu (5.13). Volně řečeno, mı́sto
výběru jedné hodnoty odhadovaného parametru se pracuje se všemi možnými hodnotami a je-
jich pravděpodobnostmi. T́ım se zachová informace nejen o hodnotě parametru, ale také o jeho
neurčitosti. Právě neurčitost odhadnutého parametru se při dosazeńı bodového odhadu ztráćı.

♣ Možnost vyjáďreńı veškeré informace o odhadovaném parametru včetně jeho
neurčitosti je velkou p̌rednost́ı bayesovského p̌ŕıstupu.

Konstrukce hp předpovědi

Jak jsme ukázali v předchoźı části (viz (5.13)), lze hp předpovědi (5.8) konstruovat podle vzorce
pro úplnou pravděpodobnost (3.3) v integrálńı podobě

f(yt|ut, D(t− 1)) =
∫

f(yt|ϕt, Θ)f(Θ|D(t− 1)) dΘ. (5.15)

Prvńı hp na pravé straně je hp definovaná modelem s danými parametry a druhá je hp parametr̊u,
podmı́něná znalost́ı dat až do okamžiku t−1. Tuto hp parametr̊u neznáme a muśıme ji postupně
napoč́ıtávat s měřenými daty pomoćı odhadu, jak ukážeme ihned v následuj́ıćım textu.

♣ Konstrukce hp p̌redpovědi prob́ıhá podle vzorce pro úplnou pravděpodobnost. Vstu-
puje do ńı model soustavy a hp parametr̊u kterou neznáme a kterou muśıme postupně
napoč́ıtávat z dat a apriorńı hp v odhadu.

P o z n á m k a: Hp předpovědi je možno poč́ıtat pr̊uběžně, jak jsme to zat́ım ukázali, ale také
jednorázově pro všechna dosud naměřená data najednou. Odvozeńı této jednorázové předpovědi
provedeme v dodatku, v odstavci 11.4. Zde pro úplnost výkladu uvedeme jen výsledek

f(yt|ut, D(t− 1)) =
It

It−1
, (5.16)

kde

Iϑ =
∫

Lϑ(Θ) f(Θ|D(0)) dΘ pro ϑ = t, t− 1,

Lt(ϑ) je věrohodnostńı funkce (5.5) a f(Θ|D(0)) je apriorńı hp (5.6) z počátku odhadu.

Konstrukce hp parametr̊u

Ve vztahu (5.15) pro hp předpovědi jsme použili hp parametr̊u f(Θ|D(t − 1)), kterou př́ımo
neznáme. Jej́ı konstrukci je možno provést rekurzivně tak, jak postupně měř́ıme data. Vycháźı
z tzv. apriorńı hp (5.6), která vyjadřuje naše předběžné znalosti parametr̊u, nebo se oṕırá
o předem změřená data. K této hp je postupně s využit́ım Bayesova vzorce (3.5) přidávána
informace źıskaná z měřených dat, a tak je apriorńı hp přepoč́ıtávána na tzv. aposteriorńı
hp (5.7). Ta je bud’ žádaným výsledkem, jako např́ıklad pro výpočet předpovědi (5.8), nebo
jsou z ńı poč́ıtány bodové odhady (5.9), tj. hodnoty, které mohou být za parametry za určitých
okolnost́ı dosazeny.
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Pro odvozeńı rekurze vyjdeme z časového okamžiku t a aposteriorńı hp f(Θ|D(t)) vyjádř́ıme
pomoćı aposteriorńı hp z minulého kroku f(Θ|D(t− 1))

f(Θ|D(t)) = f(Θ|yt, ut, D(t− 1)) = (5.17)

=
f(yt|ut, D(t− 1),Θ)f(Θ|ut, D(t− 1))

f(yt|ut, D(t− 1))
. [Bayes̊uv vzorec]

Pomoćı stejné argumentace jako pro předpověd’ (5.15) lze z podmı́nky prvńı hp v čitateli odstra-
nit data starš́ı než jsou v regresńım vektoru a z podmı́nky druhé hp v čitateli odstranit veličinu
ut, jak plyne z přirozených podmı́nek ř́ızeńı (5.3). Hp ve jmenovateli nezáviśı na Θ, představuje
tedy jen konstantu, která zajǐst’uje jednotkový integrál aposteriorńı hp, tj.

∫
f(Θ|D(t)) dΘ = 1.

Z této podmı́nky ji lze kdykoli dopoč́ıtat, nemuśıme ji tedy uvažovat.
Jmenovatel uvedeného vztahu nezáviśı na Θ. Pomoćı znaménka pro úměrnost ∝ lze tento

vztah zapsat takto

f(Θ|D(t)) ∝ f(yt|ϕt,Θ)f(Θ|D(t− 1)). (5.18)

Jedná se o rekurentńı výpočet hp parametr̊u, který zač́ıná s apriorńı hustotou f(Θ|D(0)) = f(Θ)
a v jednotlivých časových okamžićıch τ = 1, 2, . . . , t poskytuje požadovanou (aposteriorńı) hp.

Uvedený postup provád́ı výpočty postupně (on-line), tj. jak měř́ıme data, tak přepoč́ıtáváme
aposteriorńı hp. Celý výpočet je ale možno provést i jednorázově (off-line) až po naměřeńı všech
dat. Pak, jak plyne z (5.18),

f(Θ|D(t)) ∝ Lt(Θ)f(Θ), (5.19)

kde Lt(Θ) je věrohodnostńı funkce (5.5).

♣ Konstrukce hp parametr̊u prob́ıhá rekurentně podle Bayesova vzorce. Vycháźı z
apriorńı hp a s použit́ım namě̌rených dat ji p̌repoč́ıtává na aposteriorńı hp.

Algoritmus
Předpověd’ výstupu a odhad parametr̊u

Start apriorńı hp

f(Θ|D(0)) = f(Θ) [viz (5.6)]

for τ = 1 : t

předpověd’

f(yτ |uτ , D(τ − 1)) =
∫

f(yτ |ϕτ , Θ)f(Θ|D(τ − 1)) dτ [viz (5.15)]

odhad

f(Θ|D(τ)) =
f(yτ |ϕτ , Θ)f(Θ|D(τ − 1))

f(yτ |uτ , D(τ − 1))
[viz (5.17)]

end % for

P o z n á m k a: Uvedený algoritmus představuje rekurzi pro funkce. V tomto tvaru neńı prakticky
realizovatelný.
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5.4 Př́ıklady

V následuj́ıćıch př́ıkladech ukážeme, jak prob́ıhá předpověd’ a odhad na konkrétńıch modelech.
Budeme sledovat typy model̊u, o nichž jsme hovořili v př́ıkladové části 4.1 a 4.2 předchoźı
kapitoly. Uvid́ıme, že konečný algoritmus odhadováńı je velmi podobný algoritmům pro deter-
ministický model, uvedeným v kapitole 2.

5.4.1 Regresńı model obecného řádu

V tomto př́ıkladě navážeme na př́ıklad modelu zadaného rovnićı (4.7). Budeme přitom demon-
strovat postup odhadováńı pro nejběžněǰśı př́ıpad skalárńıho regresńıho modelu obecného řádu
ν, zadaného rovnićı

yt = ϕT
t θ + et , (5.20)

s hp modelu (4.11), tj.

f(yt|ϕt, Θ) =
1√

2πσ2
exp

{
− 1

2σ2
(yt − ϕT

t θ)2
}

. (5.21)

Součin model̊u

Nejprve vyjádř́ıme součin model̊u od času 1 do t jako funkci dat i parametr̊u

t∏

τ=1

f(yτ |ϕτ ,Θ) =
(

1√
2πσ2

)t

exp

{
− 1

2σ2

t∑

τ=1

(yτ − ϕT
τ θ)2

}
. (5.22)

Věrohodnostńı funkce

Součin model̊u, vyjádřený jako funkce parametr̊u, je věrohodnostńı funkce (5.5). Zavedeme-li
sloupcové vektory [−1, θT ]T a [yt, ϕ

T
t ]T , můžeme předchoźı součin model̊u uspořádat jako funkci

parametr̊u θ, σ2. Jde o stejný postup a značeńı, jako jsme použili při studiu modelu (2.17) (viz
(2.19), (2.20) a (2.21))

Lt(Θ) = (2πσ2)−
t
2 exp

{
− 1

2σ2

[−1 θT ] t∑

τ=1

([
yτ

ϕτ

]
[yτ ϕT

τ ]
) [

−1
θ

]}
. (5.23)

Apriorńı hp

Na začátku odhadováńı voĺıme apriorńı hp (5.6) tak, aby měla podobný tvar jako věrohodnostńı
funkce (z výpočetńıch d̊uvod̊u potřebujeme, aby se jej́ı tvar v Bayesově vzorci reprodukoval)

f(Θ|D(0)) ∝ σ−
κ(0)

2 exp

{
− 1

2σ2

[−1 θT ]
V (0)

[
−1
θ

]}
, (5.24)

kde V (0) je pozitivně definitńı symetrická čtvercová matice odpov́ıdaj́ıćıho stupně a κ(0) je
skalár.

Aposteriorńı hp

Je to, podle (5.7), normovaný součin věrohodnostńı funkce a apriorńı hp (5.6)

f(Θ|D(t)) ∝ Lt(Θ) f(Θ|D(0)).
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Často nám stač́ı určit jen funkci úměrnou aposteriorńı hp, protože normováńı neměńı potřebné
charakteristiky hp (např. extrém). Pro náš model dostaneme

f(Θ|D(t)) ∝ σ−
κ(t)
2 exp

{
− 1

2σ2

[−1 θT ]
V (t)

[
−1
θ

]}
, (5.25)

kde – viz (2.21), (2.22)

V (t) = V (t− 1) +

[
yt

ϕt

]
[yt ϕT

t ]
= V (0) +

t∑

τ=1

([
yτ

ϕτ

]
[yτ ϕT

τ ]
)

, (5.26)

κ(t) = κ(t− 1) + 1 = κ(0) + t. (5.27)

Označ́ıme, viz (2.26)

V (t) =

[
Vy(t) V T

yϕ(t)
Vyϕ(t) Vϕ(t)

]
, (5.28)

kde Vy je skalár, Vyϕ je sloupcový vektor a Vϕ je čtvercová matice. Rozměry submatic odpov́ıdaj́ı
rozměr̊um y a ϕ, ze kterých matice V vznikla. S takto zavedeným označeńım lze exponent
aposteriorńı hp doplnit na čtverec v proměnné θ

− 1
2σ2

[−1 θT ]
[

Vy(t) V T
yϕ(t)

Vyϕ(t) Vϕ(t)

] [
−1
θ

]
= − 1

2σ2
[(θ − θ̂t)T Vϕ(t)(θ − θ̂t) + Λt],

kde (srv. (2.27) a (2.28))

Λt = Vy(t)− V T
yϕ(t)V −1

ϕ (t)Vyϕ(t), (5.29)

θ̂t = V −1
ϕ (t)Vyϕ(t). (5.30)

Bodové odhady parametr̊u

Z doplněného tvaru exponentu plyne, že podmı́něná středńı hodnota θ v čase t je θ̂t, což je
bodový odhad regresńıch koeficient̊u. Pro určeńı bodového odhadu σ2 můžeme použ́ıt např.
derivaci k určeńı extrému (prakticky se stejným výsledkem, jako kdybychom poč́ıtali středńı
hodnotu) a odhad rozptylu šumu σ2 v čase t záviśı na funkci Λt. Plat́ı

θ̂t = V −1
ϕ (t)Vyϕ(t), [odhad regresńıch koeficient̊u] (5.31)

σ̂2
t = Λt/κ(t). [odhad rozptylu šumu] (5.32)

Hp předpovědi

Je dána vztahem (5.15)

f(yt|ut, D(t− 1)) =
∫

f(yt|ϕt, Θ)f(Θ|D(t− 1)) dΘ.

Výsledek integrace, a tedy hp předpovědi je

f(yt|ut, D(t− 1)) =
Γ

(
κt−ρ+2

2

)

2
κt+2

2 πρ
|Vϕ,t|

1
2 Λ

κt−ρ+3
2

t−1 , (5.33)

kde ρ je dimenze regresńıho vektoru ϕt.

P o z n á m k a: Výpočet uvedeného integrálu je analogický tomu, které je uvedeno na str. 80 při
integraci aposteriorńı hp.
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Bodová předpověd’ výstupu

Je dána jako středńı hodnota yt, podmı́něná starš́ımi daty (nikoliv parametry). Podle (5.14) je

ŷt = ϕT
t θ̂t−1, (5.34)

kde θ̂t−1 je odhad regresńıch koeficient̊u z minulého kroku.

Algoritmus
Bayesovské odhadováńı

(regresńı model, normálńı šum)

Před sběrem dat
Připrav nebo změř apriornı́ data

y0, u0, y−1, u−1, ...y−n, u−n

Sestav apriornı́ statistiky (např. pomoćı apriorńıch dat)

κ, V

Sběr dat

for τ = 1 : t
Generuj vstup a změř výstup

uτ = ..., yτ = ...

Sestav rozšı́řený regresnı́ vektor, (4.1)

φT = [yτ , uτ , ...yτ−n, uτ−n]

Proved’ aktualizaci statistik, (5.26), (5.27)

κ = κ + 1, V = V + φφT

end % for

Po sběru dat
Rozděl informačnı́ matici, (5.28)

Vy = V11, Vyϕ = V2:dimV,1, Vϕ = V2:dimV,2:dimV

Vypočti

– zbytek kritéria (5.29)

Λ = Vy − V T
yϕV −1

ϕ Vyϕ

– odhad parametr̊u (5.30)

θ̂ = V −1
ϕ Vyϕ, σ̂2 =

Λ
κ

C v i č e n ı́: Naprogramovat a zkusit v MATLABu pro r̊uzné vstupńı signály a úrovně šumu.



5.4. PŘÍKLADY 75

5.4.2 Statický regresńı model s normálńım šumem

A. Model se známým rozptylem

Statický model (4.14) je velmi jednoduchý. I když samozřejmě i v tomto př́ıpadě plat́ı právě
uvedený obecný algoritmus odhadu, neńı zde třeba zavádět vektorovou symboliku jako v př́ıpadě
regresńıho modelu obecného řádu (4.7) a odvozeńı algoritmu odhadováńı je pr̊uhledněǰśı. Jak
uvid́ıme, budeme pracovat v podstatě s prvńım a druhým momentem datového výběru, tj.
s pr̊uměrem a rozptylem výběru.

Při odvozeńı budeme postupovat tak, že nejprve pomoćı hp modelu a aposteriorńı hp z mi-
nulého kroku urč́ıme sdruženou hp pro výstup yt a parametry Θ a z ńı pak doplněńım exponentu
normálńıho rozděleńı na čtverec urč́ıme vše ostatńı – aposteriorńı hp i hp předpovědi. Budeme
tedy sledovat následuj́ıćı schéma pro hp v jednom časovém okamžiku t

f(yt|θ)︸ ︷︷ ︸
model

f(θ|D(t− 1))︸ ︷︷ ︸
apriorńı

= f(yt, θ|D(t− 1))︸ ︷︷ ︸
sdružená

= f(θ|D(t))︸ ︷︷ ︸
aposteriorńı

f(yt|D(t− 1))︸ ︷︷ ︸
předpověd’

, (5.35)

které neńı nic jiného než postupně rozepsaný Bayes̊uv vzorec (5.17).
Jednotlivé odvozené vzorce budou představovat speciálńı př́ıpady vzorc̊u z předchoźıho

př́ıkladu pro obecný regresńı model.

Model

Je dán rovnićı (4.14), tj.
yt = θ + et (5.36)

s hp podle (4.15). Je to model s jediným neznámým parametrem θ, protože uvažujeme známý
rozptyl σ2 = 1. Je tedy Θ = {θ}.

Věrohodnostńı funkce

V obecném čase ϑ je věrohodnostńı funkce (5.5)

Lϑ(θ) =
ϑ∏

τ=1

f(yτ |θ) = (2π)−
ϑ
2 exp

{
−1

2

ϑ∑

τ=1

(
y2

τ − 2θyτ + θ2
)}

=

= (2π)−
ϑ
2 exp

{
−1

2

(
ϑθ2 − 2θ

ϑ∑

τ=1

yτ +
ϑ∑

τ=1

y2
τ

)}
. (5.37)

Zřejmě exponent součinu model̊u lze upravit jako kvadratickou formu v proměnné θ. Celý součin
je určen statistikami

ϑ ,
ϑ∑

τ=1

yτ ,
ϑ∑

τ=1

y2
τ , (5.38)

udávaj́ıćımi po řadě počet dat, součet dat a součet kvadrát̊u dat (srv. struktura matic na str. 26).

Apriorńı hp

Voĺıme ji podle předchoźıho vyjádřeńı součinu model̊u a v souladu s regresńım modelem obecného
řádu ve tvaru (5.6)

f(θ|D(0)) ∝ exp
{
−1

2

(
κ(0)θ2 − 2θSy1(0) + S2

y(0)
)}

, (5.39)
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kde κ(0), Sy1(0), S2
y(0) jsou statistiky této hp (jednička v indexu druhé statistiky formálně

označuje ϕ = 1).

P o z n á m k a: Je-li apriorńı hp źıskána z apriorńıch dat měřených před začátkem odhadováńı
pro τ = (−κ(0) + 1) : 0, maj́ı uvedené statistiky tento význam:

Sy1(0) =
0∑

τ=−κ(0)+1

yτ a S2
y(0) =

0∑

τ=−κ(0)+1

y2
τ .

Pro apriorńı hp s rovnoměrným rozděleńım maj́ı všechny statistiky hodnotu nula.

Jiná volba apriorńı hp, pro kterou ovšem muśı platit κ(0) > 0 a S2
y(0) > 0, vyjadřuje naši

subjektivńı apriorńı informaci.

Dále ukážeme jeden krok přepočtu aposteriorńı hp z času t−1 na čas t a zabudováńı informace
z dat yt změřených v čase t. Pro přehlednost budeme uvažovat apriorńı statistiky nulové.

Aposteriorńı hp pro t− 1

V čase t − 1 má tato hp stejný tvar jako apriorńı (5.39) se statistikami v př́ıslušném časovém
okamžiku, zde t− 1, srv. (5.7)

f(θ|D(t− 1)) ∝ exp
{
−1

2

(
κ(t− 1)θ2 − 2θSy1(t− 1) + S2

y(t− 1)
)}

= (5.40)

= exp
{
−1

2

[
κ(t− 1)

(
θ − θ̂t−1

)2
+ Λt−1

]}
, (5.41)

kde θ̂t−1 =
Sy1(t− 1)
κ(t− 1)

, a pro κ(0) = 0 je

Λt−1 = S2
y(t− 1)− (Sy1(t− 1))2

κ(t− 1)
=

t−1∑

τ=1

(
yτ − Sy1(t− 1)

κ(t− 1)

)2

, κ(t− 1) = t− 1,

Sy1(t− 1) =
t−1∑

τ=1

yτ , S2
y(t− 1) =

t−1∑

τ=1

y2
τ , Sy1(0) = 0, S2

y(0) = 0

.

P o z n á m k a: Všimněme si, že statistika Λ po vyděleńı počtem dat κ představuje rozptyl šumu.
Tento výsledek jsme odvodili použit́ım vzorce pro výpočetńı tvar rozptylu D[x] = E[x2]−E[x]2.

P o z n á m k a: Při použit́ı nenulových apriorńıch statistik bychom je museli k uvedeným statis-
tikám ještě přič́ıst jako v (5.26) a (5.27).

Sdružená hp

Pro výstup yt a parametr θ ji konstruujeme podle schématu hp (5.35) tak, že vynásob́ıme hp
modelu (4.15) a aposteriorńı hp (5.41) pro čas t− 1

f(yt, θ|D(t− 1)) ∝

∝ (2π)−
1
2 exp

{
−1

2
(yt − θ)2

}
(2π)−

κ(t−1)
2 exp

{
−1

2

(
κ(t− 1)(θ − θ̂t−1)2 + Λt−1

)}
= (5.42)

= (2π)−
κ(t−1)+1

2 exp
{
−1

2

(
(yt − θ)2 + κ(t− 1)(θ − θ̂t−1)2 + Λt−1

)}
. (5.43)
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Uprav́ıme exponent tak, že jej doplńıme na čtverec v proměnné θ – viz (11.1)

y2
t − 2θyt + θ2 + κ(t− 1)

(
θ2 − 2θθ̂t−1 + θ̂2

t−1

)
+ Λt−1 =

= (κ(t− 1) + 1) θ2 − 2θ
(
yt + κ(t− 1)θ̂t−1

)
+ y2

t + κ(t− 1)θ̂2
t−1 + Λt−1 =

= (κ(t− 1) + 1)

(
θ − yt + κ(t− 1)θ̂t−1

κ(t− 1) + 1

)2

−
(
yt + κ(t− 1)θ̂t−1

)2

κ(t− 1) + 1
+

+y2
t + κ(t− 1)θ̂2

t−1 + Λt−1 =

= κ(t)
(
θ − θ̂t

)2
+

κ(t− 1)
κ(t)

(
yt − θ̂t−1

)2
+ Λt−1,

kde κ(t) = κ(t − 1) + 1 je počet dat, θ̂t =
yt + κ(t− 1)θ̂t−1

κ(t− 1) + 1
= θ̂t−1 +

1
κ(t)

(yt − θ̂t−1) je odhad

parametru, pro který podle (5.30) a (5.29) při κ(0) = 0 plat́ı

θ̂t =
1

κ(t)

t∑

τ=1

yt a Λt = Λt−1 +
κ(t− 1)

κ(t)
(yt − θ̂t−1)2.

Po této úpravě exponentu a dosazeńı κ(t− 1) + 1 = κ(t) bude mı́t sdružená hp tvar

f(yt, θ|D(t− 1)) ∝ (2π)−
κ(t)
2 exp

{
−1

2

[
κ(t)

(
θ − θ̂t

)2
+

κ(t− 1)
κ(t)

(
yt − θ̂t−1

)2
+ Λt−1

]}
=

= (2π)−
κ(t)
2 exp

{
−1

2
κ(t)

(
θ − θ̂t

)2
}

exp
{
−1

2
κ(t− 1)

κ(t)

(
yt − θ̂t−1

)2
}

exp
{
−1

2
Λt−1

}
(5.44)

T́ımto jsme se dostali k hlavńımu bodu celého př́ıkladu, ve kterém jsme provedli přepočet
(5.35). Tento přepočet je dán výrazy (5.42) → (5.43) → (5.44). V jednotlivých faktorech
vystupuje člen s Λt−1. Tento člen nezáviśı ani na yt ani na θ, a představuje tedy konstantu.
Určuje zbytek po minimalizaci kritéria nejmenš́ıch čtverc̊u.

Výraz v (5.42) obsahuje součin dvou exponenciál. Prvńı z nich je hp yt, podmı́něná parametry
θ, tj. model soustavy. Druhá je úměrná hp θ v čase t − 1, tj. neńı podmı́něná výstupem yt.
Součinem těchto dvou hp dostaneme sdruženou hp, která je vyjádřena v (5.43). Posledńı výraz
(5.44) dostaneme obráceným rozkladem sdružené hp. Prvńı exponenciála v tomto výrazu je hp θ
podmı́něná naměřenými daty yt, a až na konstantu představuje přepočtenou hp parametr̊u v čase
t. Druhá exponenciála je úměrná hp výstupu yt a je nezávislá na parametrech θ. Je to marginálńı
hp, která je funkćı starých dat, komprimovaných v odhadu parametr̊u θ̂t−1 a statistice κ(t). Ta
odpov́ıdá hp předpovědi, která odhaduje výstup jen na základě starých dat, nikoliv parametr̊u.

Aposteriorńı hp pro t

V čase t má podle předchoźıho odvozeńı normálńı rozděleńı a po normováńı má tvar (5.7)

f(θ|D(t)) =
1√

2π/κ(t)
exp

{
−1

2
κ(t)

(
θ − θ̂t

)2
}

, (5.45)

což je - až na posun času - formálně stejný tvar, jako měla aposteriorńı hp v čase t− 1. Výpočet
tedy prob́ıhá rekurentně – krok, který jsme provedli, bude stejný ve všech časech.
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Bodové odhady parametr̊u

Dostaneme je jako podmı́něnou středńı hodnotu parametr̊u, kterou spočteme pomoćı aposteri-
orńı hp z času t. Vyjádř́ıme je jednak rekurentně (pomoćı odhadu z minulého kroku), jednak po-
moćı jednorázového výpočtu (ze všech minulých dat najednou). Obecně pro nenulové počátečńı
statistiky plat́ı (5.9)

θ̂t = θ̂t−1 +
1

κ(t)

(
yt − θ̂t−1

)
=

Sy1(t)
κ(t)

=

t∑

τ=−κ(0)+1

yτ

κ(0) + t
, (5.46)

kde θ̂0 je apriorńı odhad parametru θ a κ(0) je počátečńı statistika, která má význam počtu
apriorńıch dat, tj. dat, z nichž byla čerpána apriorńı informace.

Rozptyl odhadu parametr̊u je

Ct =
1

κ(t)
.

♣ Bodovým odhadem parametru θ je výběrový pr̊uměr z y.

♣ Rozptyl odhadu parametr̊u jde postupně k nule. S rostoućım počtem dat jsme
schopni tento odhad určit se stále věťśı p̌resnost́ı.

Výsledek odpov́ıdá známému poznatku z klasické statistiky: rozptyl výběrového pr̊uměru (odhad
parametr̊u) je rozptyl základńıho souboru (šumu, zde 1), dělený rozsahem výběru (počtem dat).

Hp předpovědi

Je určena marginálou ze sdružené hp (5.43) po doplněńı exponentu na čtverec v proměnné θ,
podle (5.8). Odděĺıme podmı́něnou hp a po normováńı dostaneme

f(yt|D(t− 1)) =
1√

2π
κ(t)

κ(t− 1)

exp
{
−1

2
κ(t− 1)

κ(t)

(
yt − θ̂t−1

)2
}

. (5.47)

Část sdružené hp (5.44), která obsahuje funkci Λt−1, je zahrnuta v konstantě.

Bodová předpověd’

Je bodovým odhadem budoućıho výstupu vzhledem k změřeným dat̊um. Je to opět středńı
hodnota výstupu určená pomoćı hp předpovědi (5.10)

ŷt = θ̂t−1 =
1

κ(t− 1)

t−1∑

τ=−κ(0)+1

yτ . (5.48)

♣ Bodovým odhadem budoućıho výstupu je tedy, stejně jako pro parametr, pr̊uměrná
hodnota všech dosud změ̌rených dat (p̌ŕıpadně modifikovaná počátečńımi statistikami).

Rozptyl bodové předpověd’ je

Cŷ =
κ(t)

κ(t− 1)
=

κ(0) + t

κ(0) + t− 1
.

♣ Rozptyl bodové p̌redpovědi postupně klesá (č́ım v́ıce máme dat, t́ım p̌resněji jsme
schopni p̌redpov́ıdat) a ustaluje se na jedničce. (S hodně velkým počtem dat nar̊ustá
jistota ve sťredńı hodnotě – tj. odhadovaný parametr, a jediná nejistota je způsobena
šumem s rozptylem jedna).
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Funkce Λt

Z hlediska prosté metody nejmenš́ıch čtverc̊u, kterou jsme se zabývali v části 2.3 (vztah (2.28)), je
funkce Λ zbytek kritéria po minimalizaci. Z tohoto pohledu by tato funkce měla být rovna součtu
kvadrát̊u rezidúı. Ukážeme, že to tak je. Pro přehlednost použijeme znovu nulové počátečńı
podmı́nky. Pomoćı označeńı použitého ve vztahu (5.41) můžeme psát

Λt = S2
y(t)− (Sy1(t))

2

κ(t)
=

t∑

τ=1

y2
τ −

(∑t
τ=1 yτ

)2

t
= ty2

τ − tȳ2 =

= t(y − ȳ)2 =
t∑

τ=1

(yτ − ȳ)2, (5.49)

kde ȳ = 1
t

∑t
τ=1 yτ je operátorová symbolika pro výběrový pr̊uměr, S2

y(t) = t y2 a Sy1(t) = t ȳ
jsou statistiky, vyjádřené v operátorové symbolice pro nulové počátečńı podmı́nky.

Protože regresńı př́ımka pro statický model je konstanta y = θ̂t, a protože ȳt = θ̂t, potvrzuje
předchoźı výsledek tvrzeńı, že Λt je součtem kvadrát̊u rezidúı. V tomto př́ıkladě yτ − θ̂t = êτ je
reziduum v bodě τ pro parametry odhadnuté z dat až do času t. Tvrzeńı ale plat́ı obecně.

♣ Hodnota funkce Λt je rovna součtu kvadrát̊u rezidúı lineárńı regrese.

P o z n á m k a: Stejný výsledek, opět pro nulové počátečńı podmı́nky, lze snadno a rychle odvodit
následuj́ıćım zp̊usobem.

Exponent modelu je (yτ − θ)2. Exponent součinu t model̊u je

t∑

τ=1

(yτ − θ)2 =
t∑

τ=1

(yτ − ȳ + ȳ − θ)2 =

=
t∑

τ=1

(yτ − ȳ)2 − 2
t∑

τ=1

(yτ − ȳ)(θ − ȳ) +
t∑

τ=1

(θ − ȳ)2 =

=
t∑

τ=1

(θ − ȳ)2 +
t∑

τ=1

(yτ − ȳ)2,

kde prostředńı člen předposledńıho výrazu je roven nule, protože θ − ȳ je vzhledem ke sč́ıtáńı
konstanta a

∑t
τ=1 yτ = t ȳ.

Prvńı člen posledńıho výrazu odpov́ıdá exponentu aposteriorńı hp, druhý člen exponentu hp
předpovědi. Exponent této hp tvoř́ı hodnota Λt.

B. Model s neznámým rozptylem

Protože rozptyl jako neznámý parametr má určité zvláštnosti proti regresńım koeficient̊um a
pro odvozeńı odhadu vyžaduje některé zvláštńı postupy, uvedeme nyńı stručně ještě jednou
předchoźı vzorce, ale pro statický model s neznámým rozptylem σ2 = r. Neznámé parametry
nyńı budou Θ = {θ, r}.

Model

Je zadán stejnou rovnićı jako v předchoźım př́ıkladu (5.36)

yt = θ + et, (5.50)
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ale hp modelu bude jako v (4.16)

f(yt|Θ) =
1√
2πr

exp
{
− 1

2r
(y2

t − 2θyt + θ2)
}

(5.51)

s neznámými parametry Θ = {θ, r}.

Věrohodnostńı funkce

Podle (5.5) s modelem (5.51) je (srv. (5.37))

Lt(Θ) ∝ r−
t
2 exp

{
− 1

2r

(
tθ2 − 2θ

t∑

τ=1

yτ +
t∑

τ=1

y2
τ

)}
. (5.52)

Aposteriorńı hp

Podle (5.7) je (srv. (5.45))

f(Θ|D(t)) ∝ r−
κ(t)
2 exp

{
− 1

2r

[
κ(t)

(
θ − θ̂t

)2
+ Λt

]}
. (5.53)

Daľśım potřebným krokem je integrace aposteriorńı hp (5.53), která je úměrná sdružené hp
(5.43), přes neznámé parametry a jej́ı normalizace. Tak dostaneme hp předpovědi. V předešlém
př́ıpadě se známým rozptylem měla aposteriorńı hp normálńı rozděleńı a integraci jsme provedli
”známým trikem” pomoćı doplněńı exponentu v hp na úplný čtverec v proměnné, podle které
máme integrovat. Tyto úpravy byly provedeny ve výrazech (5.42) - (5.44). V př́ıpadě neznámého
rozptylu má hp předpovědi Studentovo rozděleńı a předchoźı postup nelze použ́ıt. Muśıme tedy
”skutečně” integrovat. Nejdř́ıve budeme integrovat podle θ (to je stejný krok jako v př́ıpadě
známého rozptylu), potom podle rozptylu r.

I1 – integrace podle θ

I1 ∝ r−
κ(t)
2 exp

{
−Λt

2r

} ∫ ∞

−∞
exp

{
−κ(t)

2r

(
θ − θ̂t

)2
}

dθ ∝

∝ r−
κ(t)
2 exp

{
−Λt

2r

} (
r

κ(t)

) 1
2

= κ(t)−
1
2 r−

κ(t)−1
2 exp

{
−Λt

2r

}
.

I2 – integrace podle r

I2 ∝ κ(t)−
1
2

∫ ∞

0
r−

κ(t)−1
2 exp

{
−Λt

2r

}
dr =

∣∣∣∣∣
Λt
2r = z, r = Λt

2z

− Λt
2r2 dr = dz, meze: ∞ a 0

∣∣∣∣∣

= κ(t)−
1
2

∫ ∞

0

(
Λt

2z

)−κ(t)−1
2

exp {−z} 2
Λt

(
Λt

2z

)2

dz =

= κ(t)−
1
2

∫ ∞

0

(
Λt

2

)−κ(t)−1
2

+2−1

z
κ(t)−1

2
−2 exp{−z}dz =

= κ(t)−
1
2

(
Λt

2

)−κ(t)−3
2

∫ ∞

0
z

κ(t)−3
2

−1 exp {−z} dz =
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= κ(t)−
1
2

(
Λt

2

)−κ(t)−3
2

Γ
(

κ(t)− 3
2

)
=

= κ(t)−
1
2 2

κ(t)−3
2 Γ

(
κ(t)− 3

2

)
Λ
−κ(t)−3

2
t .

Hp předpovědi

Vyjádř́ıme-li Λt rekurzivně pomoćı Λt−1, můžeme hp předpovědi (5.8) vyjádřit ve formě Stu-
dentova rozděleńı jako funkci proměnné yt (srv. (5.47))

f(yt|D(t− 1)) ∝ κ(t)−
1
2 2

κ(t)−3
2 Γ

(
κ(t)− 3

2

) {
κ(t− 1)

κ(t)

(
yt − θ̂t−1

)2
+ Λt−1

}−κ(t)−3
2

. (5.54)

5.4.3 Statický regresńı model s rovnoměrným šumem

V tomto př́ıkladě ukážeme strukturu vzorc̊u odhadu pro občas použ́ıvaný užitečný a realis-
tický model s rovnoměrně rozloženým šumem. Připomeňme, že rovnoměrné rozděleńı se použ́ıvá
tam, kde množina realizaćı je zdola i shora omezená (patř́ı do konečného intervalu) a na tomto
intervalu nejsou žádné preference, všechny hodnoty jsou stejně pravděpodobné. Rovnoměrně
rozdělená apriorńı hp modeluje počátečńı neznalost.

Základńı schéma odhadováńı pro hp je stejné jako pro normálńı šum, konstrukce statistik pro
akumulaci dat je však značně odlǐsná.

Model

Odhadovanou soustavu poṕı̌seme modelem (4.17)

yt = θ + et

s hp (4.18)

f(yt|θ) = 1
2χ〈θ−1,θ+1〉(yt) =

{
1
2 pro yt ∈ 〈θ − 1, θ + 1〉,
0 pro yt 6∈ 〈θ − 1, θ + 1〉. (5.55)

Součin model̊u

Pro časové okamžiky τ = 1, 2, . . . , t urč́ıme součin hp modelu tak, abychom odhadli strukturu
apriorńı a aposteriorńı hp, které s t́ımto součinem muśı být strukturálně shodné. Součin je

t∏

τ=1

f(yτ |θ) =
t∏

τ=1

1
2
χ〈θ−1; θ+1〉(yτ ). (5.56)

Podle (5.55) muśı pro τ = 1, 2, . . . , t platit θ − 1 ≤ yτ ≤ θ + 1,
a tedy θ − 1 ≤ min{yτ} ≤ max{yτ} ≤ θ + 1. Odtud již bezprostředně plyne

max{yτ} − 1 ≤ θ ≤ min{yτ}+ 1, tj. θ ∈ 〈max{yτ} − 1, min{yτ}+ 1〉.
Odtud a z (5.56) dostáváme

t∏

τ=1

f(yτ |θ) =
1
2t

χ〈max{yτ}−1,min{yτ}+1〉(Θ), (5.57)

protože součin konstantńıch funkćı je opět konstantńı funkce.
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Věrohodnostńı funkce

Je podle (5.5) a (5.57)

Lt(θ) =
1
2t

χ〈max{yτ}−1,min{yτ}+1〉(Θ). (5.58)

P o z n á m k a: Je-li max{yτ} −min{yτ} > 2, je Lt(θ) = 0! Proč? 2

Apriorńı hp

Voĺıme ji tak, aby měla strukturu věrohodnostńı funkce, tj. rovnoměrnou, s apriorńımi statisti-
kami BL

0 a BU
0 ,

f(θ) =
1

BU
0 −BL

0

χ〈BL
0 ,BU

0 〉(Θ) . (5.59)

Aposteriorńı hp

Dostaneme ji jako součin apriorńı hp a věrohodnostńı funkce (5.7)

f(θ|Y (t)) =
1

BU
t −BL

t

χ〈BL
t ,BU

t 〉(Θ) , (5.60)

s označeńım Y (t) = [yt, yt−1, ...] obdobným jako pro D(t) a

BL
t = max{BL

0 ; max{yτ}t
τ=1 − 1} = max{BL

t−1; yt − 1}, (5.61)
BU

t = min{BU
0 ; min{yτ}t

τ=1 + 1} = min{BU
t−1; yt + 1},

s počátečńı podmı́nkou BL
0 a BU

0 .

Bodový odhad parametr̊u

Tento odhad můžeme určit jako středńı hodnotu s hp (5.60) podle (5.9)

θ̂t = E[θ|Y (t)] =
∫

θf(θ|Y (t)) dθ =
BL

t + BU
t

2
. (5.62)

Skutečně,

θ̂t =︸︷︷︸
definice

∫ ∞

−∞
θf(θ|Y (t)) dθ =︸︷︷︸

dosazeno za hp

∫ ∞

−∞
θ

1
BU

t −BL
t

χ〈BL
t ,BU

t 〉(Θ) dθ =

=
1

BU
t −BL

t

∫ BU
t

BL
t

θ dθ =︸︷︷︸
integrace přes θ

1
BU

t −BL
t

[
1
2
θ2

]BU
t

BL
t

=

=
1
2

1
BU

t −BL
t

[
(BU

t )2 − (BL
t )2

]
=

BU
t + BL

t

2
.

Výsledek je v souladu s očekáváńım. Při rovnoměrném rozděleńı výskytu parametru na in-
tervalu [BL

t , BU
t ] budeme odhadovat jeho správnou hodnotu uprostřed.

2Protože interval v argumentu indikátorové funkce v (5.58) je prázdný.
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Hp předpovědi

Je to hp, která bude předpov́ıdat budoućı výstup na základě minulých dat. Dostaneme ji podle
obecného schématu (5.8)

f(yt|Y (t− 1)) =︸︷︷︸
úplná pravděpodobnost

∫ ∞

−∞
f(yt|θ)f(θ|Y (t− 1)) dθ =

=︸︷︷︸
dosazeno za hp

∫ ∞

−∞
1
2
χ〈θ−1,θ+1〉(yt)

1
BU

t−1 −BL
t−1

χ〈BL
t−1,BU

t−1〉(Θ) dθ =

=
1

2(BU
t−1 −BL

t−1)

∫ ∞

−∞
χ〈max{BL

t−1,yt−1},min{BU
t−1,yt+1}〉(Θ) dθ =

=
1
2

min{BU
t−1, yt + 1} −max{BL

t−1, yt − 1}
BU

t−1 −BL
t−1

=

=





1
2

yt + 1−BL
t−1

BU
t−1 −BL

t−1

pro yt ∈ 〈BL
t−1 − 1; BU

t−1 − 1〉,

1
2

pro yt ∈ 〈BU
t−1 − 1; BL

t−1 + 1〉,

1
2

BU
t−1 + 1− yt

BU
t−1 −BL

t−1

pro yt ∈ 〈BL
t−1 + 1; BU

t−1 + 1〉,

0 jinak.

(5.63)

P o z n á m k a: Se stejným výsledkem bychom poč́ıtali i pomoćı integrál̊u (5.16), pro které v
tomto př́ıpadě plat́ı

It ∝ 2κt(BU
t −BL

t ), It−1 ∝ 2(κt−1)(BU
t−1 −BL

t−1).

Je tedy

f(yt|Y (t− 1)) =
It

It−1
=

1
2

BU
t −BL

t

BU
t−1 −BL

t−1

.

Použijeme-li definici meźı aposteriorńı hp (5.60), pak čitatel předchoźıho zlomku je

BU
t −BL

t = min{BU
t−1; yt + 1} −max{BL

t−1; yt − 1}.

Tak dostáváme stejný výraz jako v předchoźım odstavci (před rozepsáńım zlomku do jednot-
livých interval̊u), a tedy i stejný výsledek.

Bodová předpověd’ výstupu

Je to středńı hodnota výstupu, podmı́něná minulými výstupy (5.10)

ŷt = E[yt|Y (t− 1)] =
∫

ytf(yt|Y (t− 1)) dyt = θ̂t−1. (5.64)

Skutečně, hodnota předpov́ıdaného výstupu soustavy je dána podmı́něnou středńı hodnotou
výstupu

ŷt =
∫

ytf(yt|Y (t− 1)) dyt,
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kde hp předpovědi f(yt|Y (t − 1)) je (5.63). Tvrzeńı (5.64) bychom mohli dokázat pomoćı na-
značené integrace přes jednotlivé úseky hp. Integrace je sice př́ımočará, ale poněkud zdlouhavá.
Proto je dokážeme jinak.

Z funkčńıho předpisu (5.63) je patrné, že hp předpovědi je symetrická funkce se středem

symetrie v bodě m =
BL

t−1 + BU
t−1

2
. Dokážeme intuitivně zřejmé tvrzeńı, že středńı hodnotou

náhodné veličiny se symetrickou hp je střed symetrie.
Uvažujme symetrickou hp f(x) se středem symetrie v bodě m a integrál

∫ ∞

−∞
(x−m)f(x) dx.

V integrálu provedeme substituci: x−m = t, dx = dt. Dostaneme

∫ ∞

−∞
tf(t + m) dt.

Integrand je nyńı lichou funkćı, nebot’ je součinem liché funkce t a sudé funkce f(t + m) (trans-
formaćı se střed symetrie hp posunul do počátku). Podle známé věty o integraci liché funkce je
tento integrál roven nule.

Vrát́ıme-li se nyńı k jeho p̊uvodńımu vyjádřeńı, dostaneme

∫ ∞

−∞
(x−m)f(x) dx =

∫ ∞

−∞
xf(x) dx−m = 0,

a tedy ∫ ∞

−∞
xf(x) dx = m.

Střed symetrie m je tedy středńı hodnotou hp f(x). Pro hp předpovědi je středńı hodnotou,
a tedy bodovou předpověd́ı, hodnota ŷt = (BL

t−1 + BU
t−1)/2. Odtud a z (5.62) plyne dokazovaná

rovnost (5.64).

Výsledek je opět to, co lze čekat. Výstup je modelován jako konstanta, na kterou je super-
ponován šum s nulovou středńı hodnotou. Nejlepš́ım odhadem výstupu je tedy nejlepš́ı odhad
θ̂t−1 parametru θ.

5.4.4 Statický regresńı model s diskrétńım šumem

V př́ıkladu se budeme zabývat náhodným pokusem se dvěma možnými výsledky V , které na-
stanou s pravděpodobnostmi θ a 1− θ, kde θ ∈ (0, 1). Lze si představit házeńı falešnou korunou,
kde θ a 1 − θ jsou pravděpodobnosti padnut́ı rubu (V = R) a ĺıcu (V = L). Pokusu přǐrad́ıme
náhodnou veličinu y a výsledk̊um hodnoty y(R) = 0 a y(L) = 1. Budeme-li pokus opakovat
v čase τ = 1, 2, . . . , t, bude

yτ ∈ {0, 1}, f(0) = P (Vτ = R) = θ a f(1) = P (Vτ = L) = 1− θ,

kde parametr modelu θ ∈ (0, 1) znač́ı pravděpodobnost padnut́ı rubu (R) a f je pravděpodob-
nostńı funkce diskrétńı náhodné veličiny y.

Měřená data jsou D(t) = Y (t) = {yt, yt−1, yt−2, · · ·}.
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Model

Je popsán pomoćı hp (4.21). Pro jej́ı přehledněǰśı vyjádřeńı a jednodušš́ı rozš́ı̌reńı na náhodné
veličiny s v́ıce než dvěma hodnotami vyjádř́ıme tuto hp pomoćı diskrétńıho indikátoru δ
(Kroneckerovo delta). Tato funkce je analogíı indikátoru χ (5.55) pro množiny, použitého
v předchoźım př́ıkladě. Je definován pro diskrétńı argument předpisem

δ(i, j) =

{
1 pro i = j ,
0 pro i 6= j .

(5.65)

S takto zavedeným značeńım můžeme hp modelu zapsat ve tvaru

f(yτ |θ) = θδ(yτ ,0)(1− θ)δ(yτ ,1). (5.66)

Součin model̊u

Hledáme vhodný tvar pro vyjádřeńı apriorńı a aposteriorńı hp ve tvaru součinu hp model̊u

t∏

τ=1

θδ(yτ,0)(1− θ)δ(yτ,1) = θ
∑t

τ=1
δ(yτ ,0)(1− θ)

∑t

τ=1
δ(yτ ,1).

Zavedeme statistiky κ0(t) a κ1(t), kde κ0(t) udává počet padlých rub̊u a κ1(t) udává počet
padlých ĺıc̊u. Pomoćı indikátorové funkce je lze vyjádřit takto

κ0(t) =
t∑

τ=1

δ(yτ , 0) a κ1(t) =
t∑

τ=1

δ(yτ , 1).

Věrohodnostńı funkce

S použit́ım zavedených statistik můžeme součin model̊u vyjádřit jako funkci parametr̊u, a tedy
věrohodnostńı funkci podle (5.5)

Lt(θ) = θκ0(t)(1− θ)κ1(t). (5.67)

Apriorńı hp

Voĺıme ji v podobném tvaru jako věrohodnostńı funkci

f(θ) =
1

K0
θκ0(0)−1(1− θ)κ1(0)−1 , (5.68)

kde κ0(0) a κ1(0) jsou apriorńı statistiky a 1/K0 je normalizačńı konstanta.

P o z n á m k a: Minus jednička v exponentech je zavedena formálně pro pozděǰśı vhodné označeńı
pomoćı beta funkce.

P o z n á m k a: Jiná možná volba statistik je např. počet padlých rub̊u κ0 a počet pokus̊u t.

Aposteriorńı hp

Dostaneme ji vynásobeńım apriorńı hp a věrohodnostńı funkce a normalizaćı (5.7)

f(θ|Y (t)) =
1

K(t)
θκ0(t)−1(1− θ)κ1(t)−1 , (5.69)

kde κ0(t) a κ1(t) jsou statistiky, pro které plat́ı rekurze
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κ0(t) = κ0(t− 1) + δ(yt, 0), κ1(t) = κ0(t− 1) + δ(yt, 1) (5.70)

s počátečńımi hodnotami κ0(0) a κ1(0); tj. po hodu minćı přičteme jedničku k té statistice, jej́ıž
strana padla a K(t) =

∫
θκ0(t)−1(1 − θ)κ1(t)−1 dθ = B(κ0(t), κ1(t)), kde B(·, ·) je beta funkce,

definovaná vztahem (11.3).

Bodový odhad parametru θ

Podle (5.9)

θ̂t = E[θ|Y (t)] =
∫

θf(θ|Y (t)) dθ =
κ0(t)

κ0(t) + κ1(t)
. (5.71)

Skutečně, za aposteriorńı hp dosad́ıme z (5.69) a dostaneme

θ̂t =
∫ 1

0
θf(θ|Y (t)) dθ =

=
1

B(κ0(t), κ1(t))

∫ 1

0
θ × θκ0(t)−1(1− θ)κ1(t)−1 dθ =

=
1

B(κ0(t), κ1(t))

∫ 1

0
θκ0(t)(1− θ)κ1(t)−1 dθ =

=
B(κ0(t) + 1, κ1(t))

B(κ0(t), κ1(t))
=

κ0(t)
κ0(t) + κ1(t)

,

kde při přechodu z třet́ı na čtvrtou řádku jsme využili definici beta funkce B(κ0(t) + 1, κ1(t))
(11.3) a vlastnosti beta funkce B(x + 1, y)/B(x, y) = x/(x + y) (11.5).

Hp předpovědi

Dostaneme ji integraćı sdružené hp pro výstup a parametr dané pomoćı hp modelu a apriorńı
hp z kroku t− 1 podle (5.8)

f(yt|Y (t− 1)) =





κ0(t− 1)
κ0(t− 1) + κ1(t− 1)

= θ̂t−1 pro yt = 0,

κ1(t− 1)
κ0(t− 1) + κ1(t− 1)

= 1− θ̂t−1 pro yt = 1.

(5.72)

Skutečně, použijeme opět model (5.66) a aposteriorńı hp (5.69) v čase t− 1

f(yt|Y (t− 1)) =
∫

f(yt|θ)f(θ|Y (t− 1)) dθ =

=
∫ 1

0
θδ(yτ ,0)(1− θ)δ(yτ ,1) 1

B(κ0(t− 1), κ1(t− 1))
θκ0(t−1)−1(1− θ)κ1(t−1)−1 dθ =

=
1

B(κ0(t− 1), κ1(t− 1))

∫ 1

0
θκ0(t−1)+δ(yτ ,0)−1(1− θ)κ1(t−1)+δ(yτ ,1)−1 dθ =

=





1
B(κ0(t− 1), κ1(t− 1))

∫ 1

0
θκ0(t−1)−1(1− θ)κ1(t−1) dθ =

κ0(t− 1)
κ0(t− 1) + κ1(t− 1)

pro yt = 0,

1
B(κ0(t− 1), κ1(t− 1))

∫ 1

0
θκ0(t−1)(1− θ)κ1(t−1)−1 dθ =

κ1(t− 1)
κ0(t− 1) + κ1(t− 1)

pro yt = 1.
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Bodová předpověd’ výstupu

Je to středńı hodnota výstupu vypočtená pomoćı hp předpovědi podle (5.10)

ŷt = E[yt|Y (t− 1)] = 1− θ̂t−1. (5.73)

Jelikož tato hp je diskrétńı, muśıme mı́sto integrace použ́ıt sumaci

ŷt = E[yt|Y (t− 1)] =
1∑

yt=0

ytf(yt|Y (t− 1)) = 0
κ0(t− 1)

κ0(t− 1) + κ1(t− 1)
+ 1

κ1(t− 1)
κ0(t− 1) + κ1(t− 1)

=

=
κ1(t− 1)

κ0(t− 1) + κ1(t− 1)
= 0 θ̂t−1 + 1 (1− θ̂t−1) = 1− θ̂t−1.

P o z n á m k a: Pokud bychom chtěli, aby předpověd’ byla př́ıpustnou hodnotou, mohli bychom
za předpověd’ vźıt např. maximálně pravděpodobnou hodnotu. Kritérium optimality je v tomto
př́ıpadě argument maxima (tj. modus) hp předpovědi

ŷt =

{
0 pro θ̂t−1 ≥ 0.5,

1 pro θ̂t−1 < 0.5.

Všimněme si, že pro poškozenou minci, kdy skutečné pravděpodobnosti rubu a ĺıce nejsou stejné,
bude odhad θ̂ trvale bud’ větš́ı nebo menš́ı než 0.5. Potom předpověd’ bude trvale ta strana, která
má vyšš́ı pravděpodobnost. Tento výsledek konec konc̊u odpov́ıdá zdravému rozumu.

5.4.5 Modely s diskrétńımi parametry

Budeme se zabývat poněkud umělým př́ıkladem modelu s diskrétńım parametrem. O neznámém
parametru modelu předpokládáme, že může nabývat jen konečný počet r̊uzných hodnot. Před-
pokládáme, že pravděpodobnosti těchto hodnot jsou známé. Odhadováńım takových pravděpo-
dobnost́ı jsme se zabývali v předchoźım př́ıkladě 5.4.4, věnovaném odhadu spojitého parame-
tru z diskrétńıch dat. Známe tedy rozděleńı pravděpodobnosti parametr̊u (stará aposteriorńı
hp) a naš́ım úkolem je před změřeńım nového výstupu určit jeho předpověd’ a na základě
změřeného výstupu provést přepočet této hp na novou aposteriorńı hp. Na jej́ım základě odhad-
neme skutečnou hodnotu parametru, která se pod́ılela na generováńı změřeného výstupu.

Abychom dobře demonstrovali poněkud odlǐsné struktury hp a práci s nimi, budeme uvažovat
oba modely (4.24) a (4.26), uvedené v části 4.2. Jsou to modely s diskrétńım parametrem, a jak
s diskrétńım, tak i se spojitým signálem.

A. Diskrétńı parametr i signál

Model

Poṕı̌seme jej pomoćı (4.24), tj.
y = θ + e,

s diskrétńım šumem e i parametrem θ, jejichž rozděleńı je zadáno tabulkami

e -1 1
f(e) 0.4 0.6

,
θ -2 0 2

f(θ) 0.2 0.5 0.3
.
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Tento model má podmı́něnou diskrétńı hp (4.25)

f(y|θ)
y\θ -2 0 2
-3 0.4 0 0
-1 0.6 0.4 0
1 0 0.6 0.4
3 0 0 0.6

.

Hp předpovědi

Je to hp výstupu, která neńı podmı́něná znalost́ı parametr̊u (5.8)

f(y) =
∑

θ f(y|θ)f(θ) =
= f(y|θ = −2)fθ(−2) + f(y|θ = 0)fθ(0) + f(y|θ = 2)fθ(2)

(5.74)

P o z n á m k a: Z rozepsaného vzorce je dobře vidět princip Bayesovské statistiky. Kdybychom
znali správnou hodnotu θ, byl by výstup předpov́ıdán jedinou hp. Protože správnou hodnotu
θ neznáme, je pro nás náhodnou veličinou, pro kterou známe pouze množinu všech možných
hodnot a jejich pravděpodobnost́ı. Proto vezmeme v úvahu všechny podmı́něné hp, váž́ıme je
jejich pravděpodobnostmi f(θ) a ze všech dohromady sestav́ıme předpověd’.

Zavedené hp ve formě tabulek lze výhodně reprezentovat pomoćı vektor̊u a matic. Toto
vyjádřeńı chápeme tak, že (např. v následuj́ıćım vyjádřeńı) pro y = i a θ = j je f(y|θ) = fi,j ,
kde f je př́ıslušná matice.

f(y|θ) =




0.4 0 0
0.6 0.4 0
0 0.6 0.4
0 0 0.6


 a f(θ) =




0.2
0.5
0.3


 .

Potom předchoźı vzorce lze vyjádřit jako součin matice a vektoru

f(y) =
3∑

j=1

f(y|θj)f(θj) =




0.4 0 0
0.6 0.4 0
0 0.6 0.4
0 0 0.6







0.2
0.5
0.3


 =

= 0.2f(y|θ = −2) = 0.5f(y|θ = 0) = 0.3f(y|θ = 2) =




0.08
0.32
0.42
0.18


 .

♣ Pravděpodobnost p̌redpovědi je vážená kombinace jednotlivých model̊u (hp), váhy
jsou pravděpodobnosti parametr̊u (tj. pravděpodobnosti jednotlivých model̊u).

Bodová předpověd’ výstupu

Podle (5.10) je

ŷ = E[y] =
∑
y

yf(y) =
[−3,−1, 1, 3]




0.08
0.32
0.42
0.18


 = 0.4 . (5.75)
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♣ Bodová p̌redpověd’ je vážená kombinace všech hodnot y, váhy jsou pravděpodobnosti
p̌redpověd́ı.

P o z n á m k a: Kdyby se požadovalo, aby předpov́ıdaná hodnota byla skutečně př́ıpustnou hod-
notou, mohli bychom jako předpověd’ vźıt hodnotu s maximálńı pravděpodobnost́ı

ŷ = arg max f(y) = 1.

Odhad parametru

Máme řešit následuj́ıćı úlohu (která odpov́ıdá konstrukci aposteriorńı hp (5.7)). Naměřili jsme
výstup y = −1. Jaká hodnota parametru θ a s jakou pravděpodobnost́ı byla realizována?

Známe f(y|θ) a f(θ). Sdružená hp je f(y, θ) = f(y|θ)f(θ) a marginálńı f(y) =
∑

θ f(y|θ)f(θ).
Sdruženou hp poč́ıtáme tak, že vždy celý sloupec hp modelu násob́ıme př́ıslušným prvkem vek-
toru f(θ). Hodnoty marginálńı hp f(y) dostáváme jako součty prvk̊u řádkových vektor̊u sdružené
hp f(y, θ).

y\θ -2 0 2 f(y)
-3 0.08 0 0 0.08
-1 0.12 0.2 0 0.32
1 0 0.3 0.12 0.42
3 0 0 0.18 0.18

.

Tabulka sdružené hustoty f(y, θ)

Protože hledáme f(θ|y = −1), sestroj́ıme podmı́něnou hp f(θ|y) =
f(y, θ)
f(y)

tak, že normujeme

řádky sdružené hp, tj. každý řádek sdružené hp děĺıme př́ıslušným prvkem marginálńı hp f(y).
Dostaneme

y\θ -2 0 2
-3 1 0 0
-1 0.375 0.625 0
1 0 0.714 0.286
3 0 0 1

←− f(θ|y = −3)
←− f(θ|y = −1)
←− f(θ|y = 1)
←− f(θ|y = 3)

.

Tabulka podmı́něné hustoty f(θ|y)

Z druhého řádku tabulky dostáváme hledanou podmı́něnou pravděpodobnost

θ -2 0 2
f(θ|y = −1) 0.375 0.625 0

,

a t́ım i odpověd’ na naši otázku.

♣ Hodnota výstupu y = −1 vzešla nejpravděpodobněji z hodnoty θ = 0 (s pravdě-
podobnost́ı 0.625), nebo méně pravděpodobně z hodnoty θ = −2 (s pravděpodobnost́ı
0.375),

nebo
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♣ Na hodnotě y = −1 se 62.5% pod́ılela hodnota θ = 0 a 37.5% hodnota θ = −1.

B. Diskrétńı parametr a spojitý signál

Dále si všimneme práce s modelem, který má diskrétńı parametr, ale pracuje se spojitými funk-
cemi. Hp takového modelu je kombinovaná, viz obrázek 4.2, v některých proměnných diskrétńı
a v jiných spojitá. Představuje parametrizovaný systém spojitých funkćı.

Model

Je popsán předpisem (4.26)
y = θ + e,

kde diskrétńı parametr θ má rozděleńı

θ -2 0 2
f(θ) 0.2 0.5 0.3

.

Model má podmı́něnou kombinovanou hp (4.27)

f(y|θ) =
1√
2π

exp
{
−1

2
(y − θ)2

}
, θ ∈ {−2, 0, 2}.

Sdružená hp

Pro jednotlivé hodnoty θ se tato hp vypočte podle vzorce f(y, θ) = f(θ)f(y|θ) tak, že každou
spojitou hp modelu násob́ıme př́ıslušným prvkem vektoru f(θ)

f(y, θ) =





0.2f(y|θ = −2) =
0.2√
2π

exp
{
−1

2
(y + 2)2

}
pro θ = −2,

0.5f(y|θ = 0) =
0.5√
2π

exp
{
−1

2
y2

}
pro θ = 0,

0.3f(y|θ = 2) =
0.3√
2π

exp
{
−1

2
(y − 2)2

}
pro θ = 2.

(5.76)

Hp předpovědi

Je to marginálńı hp z př́ıslušné sdružené (5.8) a můžeme ji určit podle vzorce pro úplnou
pravděpodobnost

f(y) =
∑

j

f(y, θj) =
∑

j

f(y|θj)f(θj).

Dostaneme ji jako součet prvk̊u z předchoźıho vyjádřeńı sdružené hp (5.76)

f(y) =
1√
2π

[
0.2 exp

{
−1

2
(y + 2)2

}
+ 0.5 exp

{
−1

2
y2

}
+ 0.3 exp

{
−1

2
(y − 2)2

}]
. (5.77)

Bodová předpověd’ výstupu

Je to opět středńı hodnota ŷ = E[y] =
∫∞
−∞ y f(y) dy podle (5.10)

ŷ = 0.2E[y|θ = −2] + 0.5E[y|θ = 0] + 0.3E[y|θ = 2] =

= 0.2× (−2) + 0.5× 0 + 0.3× 2 = 0.2 . (5.78)



5.4. PŘÍKLADY 91

Aposteriorńı hp

Obecně je dána v (5.7). Zde ji dostaneme ze sdružené hp podle vzorce f(θ|y) = f(θ,y)
f(y) tak, že

hodnoty sdružené hp děĺıme hodnotou př́ıslušné marginálńı hp f(y). Formálně ji můžeme zapsat
takto (y0 je pevné y z podmı́nky)

f(θ|y = y0) =





1
f(y0)

0.2√
2π

exp
{
−1

2
(y0 + 2)2

}
pro θ = −2,

1
f(y0)

0.5√
2π

exp
{
−1

2
y2
0

}
pro θ = 0,

1
f(y0)

0.3√
2π

exp
{
−1

2
(y0 − 2)2

}
pro θ = 2.

(5.79)



92 KAPITOLA 5. PŘEDPOVÍDÁNÍ A ODHADOVÁNÍ



Kapitola 6

Řı́zeńı při známých parametrech
modelu

V této kapitole navážeme na 2. kapitolu, v ńıž jsme se zabývali základńımi výpočetńımi prin-
cipy optimálńıho ř́ızeńı založeného na kvadratickém kritériu optimality – viz část 2.2. Pro větš́ı
názornost jsme tam uvažovali deterministický model. Zde naznač́ıme odvozeńı syntézy ř́ızeńı pro
stochastický model obecného řádu (4.7) se známými parametry. Ř́ızeńım s modelem, jehož para-
metry neznáme, se budeme zabývat v následuj́ıćı kapitole. O problematice ř́ızeńı, založeného na
dynamickém programováńı, kterým se zde zabýváme, dosti podrobně pojednává seriál článk̊u
[7]. Ten lze doporučit pro hlubš́ı studium.

Při syntéze ř́ızeńı, podobně jako tomu bylo i u odhadováńı, je možno sledovat dvě úrovně,
srv. algoritmy na str. 71 a str. 74. Na jedné úrovni obdrž́ıme rekurzivńı algoritmus pro hustoty
pravděpodobnost́ı, aniž specifikujeme jejich konkrétńı tvar (rozděleńı a jeho statistiky). Takový
algoritmus je ale prakticky nerealizovatelný, protože poč́ıtače neuměj́ı pracovat s funkcemi na
úrovni proměnných. Proto jsme nuceni nejdř́ıve zadat konkrétńı tvar rozděleńı jednotlivých
hustot pravděpodobnost́ı (zde budeme předpokládat normálńı rozděleńı) a pak algoritmus pro
hustoty pravděpodobnost́ı převést na algoritmus pro jejich statistiky. Odvozeńı tohoto algoritmu
na druhé úrovni je shodné s odvozeńım algoritmu ř́ızeńı pro deterministický model, kterým jsme
se zabývali ve 2. kapitole. Rovněž výsledky odvozeńı jsou pro odpov́ıdaj́ıćı si modely a kritéria
prakticky shodné. Jediným rozd́ılem je, že zbytek kritéria po minimalizaci je pro stochastický
model větš́ı, nebot’ je do něho kromě chyb ř́ızeńı zahrnut ještě rozptyl šumu, který nelze ř́ıdit.

Vlastńı algoritmus sestává ze dvojice krok̊u, které se vždy v každém časovém okamžiku opa-
kuj́ı. Jsou to kroky

Středováńı, při němž se pomoćı modelu ř́ızené soustavy poč́ıtá středńı hodnota př́ıslušné části
kritéria (té části, která obsahuje nejnověǰśı data a zbytku kritéria z předchoźı minimali-
zace). Tento krok převád́ı stochastickou úlohu na deterministickou.

Minimalizace, která hledá optimálńı hodnotu nejnověǰśıho členu akčńı veličiny, pomoćı které
soustavu ř́ıd́ıme. Tento krok koresponduje s minimalizaćı kritéria pro deterministický mo-
del.

93
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6.1 Odvozeńı v integrálńı formě

Model

Syntézu ř́ızeńı odvod́ıme pro stejný tvar modelu, jaký jsme uvažovali v kapitole 4, tj. pro model
(4.7)

yt = ϕT
t θ + et, (6.1)

kde yt je výstup modelu a θ jsou parametry modelu,
ϕt = [ut, yt−1, ut−1, · · · , yt−ν , ut−ν ]T je regresńı vektor,
ut je vstup a et je porucha modelu (šum).

Budeme použ́ıvat konvence pro značeńı integrál̊u ze strany 65 a datové historie zavedené v (5.1).

Kritérium

Uvažované kritérium nyńı zahrnuje signály ve formě posloupnost́ı náhodných veličin a má tvar
(srv. (2.8))

J = E
[∑N

τ=1

{
y2

τ + ωu2
τ

} |D(0)
]
, (6.2)

kde E[•|D(0)] znač́ı operátor podmı́něné středńı hodnoty definovaný pomoćı hp, podmı́něné
apriorńımi daty f(•|D(0)). Např. pro středovanou funkci h(x) je

E[h(x)|D(0)] =
∫

h(x)f(x|D(0)) dx.

A. Syntéza ř́ızeńı pro hp

Naš́ım úkolem je nalézt v obecném př́ıpadě posloupnost hp f(ut|D(t − 1)) pro t = 1, · · · , N ,
které minimalizuj́ı zvolené kritérium. Postup minimalizace jen naznač́ıme, podobně, jako jsme
to udělali v části 2.2 na horizontu ř́ızeńı N = 3.

Hledáme tedy posloupnost hp

f1, f2, f3, fτ = f(uτ |D(τ − 1)) pro τ = 1, 2, 3

tak, aby bylo dosaženo minima

J = min
f1,f2,f3

E

[
3∑

τ=1

(
y2

τ + ωu2
τ

)
|D(0)

]
=

= min
f1,f2,f3

∫ 3∑

τ=1

(
y2

τ + ωu2
τ

)
f(y3, u3, y2, u2, y1, u1|D(0)) d(y3, u3, y2, u2, y1, u1),

kde symbol
∫ · · · d(y3, u3, · · · , y1, u1) představuje integraci přes celé obory hodnot veličin

y3, u3, · · · , y1, u1.
Minimalizaci začneme podobně jako v části 2.2 od konce, tj. pro časový okamžik t = N = 3.

V kritériu odděĺıme veličiny s indexem 3 a sdruženou hp rozděĺıme podle řetězového pravidla
(3.2)

J = min
f1,f2,f3

∫ ∫ [
2∑

τ=1

(
y2

τ + ωu2
τ

)
+

(
y2
3 + ωu2

3

)]
×
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×f(y3, u3|D(2)) d(y3, u3) f(y2, u2, y1, u1|D(0)) d(y2, u2, y1, u1).

Prvńı část integrace se týká pouze veličin v čase t = 3. V součtu (po vynásobeńı závorky
v integrandu) můžeme integrovat každý sč́ıtanec zvlášt’, a protože prvńı sč́ıtanec nezáviśı na
veličinách v čase 3, z̊ustane po integraci nezměněn. Také operaci minf3 můžeme přesunout až
k druhému sč́ıtanci, nebot’ jen v něm je volená hp f(u3|D(2)). Dostaneme

J = min
f1,f2

∫ {
2∑

τ=1

(
y2

τ + ωu2
τ

)
+ min

f3

∫ (
y2
3 + ωu2

3

)
f(y3, u3|D(2)) d(y3, u3)

}
×

×f(y2, u2, y1, u1|D(0)) d(y2, u2, y1, u1).

Integrál v druhém sč́ıtanci ve složené závorce označ́ıme J3, dostáváme

J3 =
∫ (

y2
3 + ωu2

3

)
f(y3, u3|D(2)) d(y3, u3) =

=
∫ ∫ (

y2
3 + ωu2

3

)
f(y3|u3, D(2))f(u3|D(2)) dy3 du3 =

=
∫

E
[
y2
3 + ωu2

3|u3, D(2)
]
f(u3|D(2)) du3,

kde E [.|u3, D(2)] je podmı́něná středńı hodnota, která je funkćı dat z podmı́nky, tedy u3 a D(2),
tj. veličin u3, y2, u2, y1, u1, y0, u0, ... .

P o z n á m k a: Zmı́něný integrál představuje středńı hodnotu součtu y2
3 + ωu2

3 vzhledem
k náhodné veličině y3. Pro hp f(y3|u3, D(2)), definovanou regresńım modelem y3 = ϕT

3 θ + e3

nebo jeho speciálńım tvarem prvńıho řádu (2.7), který jsme uvažovali ve 2. kapitole, bude
výsledek středováńı shodný (až na rozptyl šumu) s dosazeńım rovnice deterministického modelu
za náhodnou veličinu y3. Tento obrat jsme použ́ıvali ve 2. kapitole k tomu, abychom veličinu
y3 předpověděli (zbavili se j́ı jako neznámé veličiny), protože byla v daném okamžiku neznámá.
V tomto bodě se tedy setkává deterministická i stochastická optimalizace a pojmy v nich už́ıvané:
”dosazeńı modelu” a ”středováńı”. Oba dva pojmy představuj́ı předpověd’, na ńıž je ř́ızeńı (po-
dobně jako odhadováńı) založeno.

Po provedeném středováńı se dostáváme k druhému kroku optimalizace v čase t = 3 a t́ım
je minimalizace. Máme určit hp f(u3|D(2)) tak, abychom minimalizovali kritérium J. Protože
z celého kritéria na f(u3|D(2)) záviśı pouze člen J3, hledáme minimum tohoto členu. Toho
dosáhneme tehdy, když nalezneme minimum středńı hodnoty v integrandu a do něho soustřed́ıme
celou hp f(u3|D(2)) ve formě Diracova impulzu (definovaného vztahem δ(x) = 0 pro x 6= 0
a

∫
δ(x) dx = 1), tedy

f(u3|D(2)) = δ(u3 − u∗3),

kde
u∗3 = arg min

u3
E

[
y2
3 + ωu2

3|u3, D(2)
]
.

Dosad́ıme-li za hp f(u3|D(2)) Diracovu funkci δ(u3 − u∗3), představuje integrace ve výrazu J3

pouze dosazeńı hodnoty u∗3 za u3 do středńı hodnoty v integrandu. Výsledek minimalizace je
tedy

min
u3

J3 = E
[
y2
3 + ω(u∗3)

2|u∗3, D(2)
]

= J∗3 (D(2)).

T́ımto je ukončena minimalizace v čase t = 3. Výraz J∗3 je zbytek po této minimalizaci a je
funkćı dat do času 2. Dosad́ıme jej zpět do kritéria J a budeme pokračovat minimalizaćı v čase
t = 2

J = min
f1,f2

∫ (
2∑

τ=1

(y2
τ + ωu2

τ ) + J∗3

)
f(y2, u2, y1, u1|D(0)) d(y2, u2, y1, u1).
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Postup minimalizace kritéria J pro čas 2 bude obdobný, jako pro čas 3

J = min
f1,f2

∫ ∫ [
1∑

τ=1

(
y2

τ + ωu2
τ

)
+

(
y2
2 + ωu2

2

)
+ J∗3

]
×

×f(y2, u2|D(1)) f(y1, u1|D(0)) d(y2, u2) d(y1, u1) =

= min
f1

∫ {
y2
1 + ωu2

1 + min
f2

∫ (
y2
2 + ωu2

2 + J∗3
)

f(y2, u2|D(1)) d(y2, u2)
}
×

×f(y1, u1|D(0)) d(y1, u1).

Druhý sč́ıtanec v integrandu uprav́ıme analogicky k předchoźımu kroku

J2 =
∫ ∫ (

y2
2 + ωu2

2 + J∗3
)

f(y2|u2, D(1))f(u2|D(1)) dy2 du2 =

=
∫

E
[
y2
2 + ωu2

2 + J∗3 |u2, D(1)
]
f(u2|D(1)) du2.

Minima dosáhneme opět volbou f(u2|D(1)) = δ(u2 − u∗2) a minimalizaćı středńı hodnoty. Opět
plat́ı

u∗2 = arg min
u2

E
[
y2
2 + ωu2

2 + J∗3 |u2, D(1)
]

min
u2

J2 = E
[
y2
2 + ω(u∗2)

2 + J∗3 (D∗(2))|u∗2, D(1)
]

= J∗2 (D(1)).

Zde D∗(2) označuje data do času 2, kde za akčńı veličinu u2 je dosazena jej́ı optimálńı hodnota
u∗2.

Po zpětném dosazeńı do kritéria J obdrž́ıme

J = min
f1

∫ (
1∑

τ=1

(y2
τ + ωu2

τ ) + J∗2

)
f(y1, u1|D(0)) d(y1, u1),

což je formálně stejný tvar jako na začátku předchoźıho kroku postupné minimalizace, jen s t́ım
rozd́ılem, že indexy jsou o jedničku posunuty dol̊u. Stejnými úpravami bychom tedy dostali

J1 =
∫

E
[
y2
1 + ωu2

1 + J∗2 |u1, D(0)
]
f(u1|D(0)) du1,

f(u1|D(0)) = δ(u1 − u∗1), kde u∗1 = arg min
u1

E
[
y2
1 + ωu2

1 + J∗2 |u1, D(0)
]
,

min
u1

J1 = E
[
y2
1 + ω(u∗1)

2 + J∗2 (D∗(1))|u1, D(0)
]

= J∗1 (D(0)),

což je hledaná výsledná minimálńı hodnota kritéria J .
Nyńı poṕı̌seme obecný algoritmus minimalizace kritéria pro optimálńı ř́ızeńı na horizontě

délky N . Tento algoritmus obsahuje obdobné kroky jako levá část algoritmu ř́ızeńı ze str. 23.
Formálńı obdoby však dosáhneme až po specifikaci modelu pro normálńı rozděleńı.
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Algoritmus
Syntéza optimálńıho ř́ızeńı

Start počátečńı hodnota kritéria

J∗N+1 = 0

for τ = N : −1 : 1
středováńı

Eτ = E
[
y2

τ + ωu2
τ + J∗τ+1|uτ , D(τ − 1)

]
=

=
∫ (

y2
τ + ωu2

τ + J∗τ+1

)
f(yτ |uτ , D(τ − 1)) dyτ

minimalizace

J∗τ = min
uτ

Eτ , u∗τ = arg min
uτ

Eτ

end %for
Optimálńı hodnoty ř́ızeńı u∗1, u∗2, · · · , u∗N
Minimálńı hodnota kritéria J = J∗1

B. Syntéza ř́ızeńı pro statistiky

Předchoźı algoritmus ukazuje rekurzivńı postup minimalizace kritéria pro hp. Konkrétńı tvar
těchto hustot zat́ım nebyl zadán ani vyžadován. V každém kroku se přitom poč́ıtá středńı hod-
nota

E
[
y2

τ + ωu2
τ + J∗τ+1|uτ , D(τ − 1)

]

a jej́ı minimalizace podle uτ . Jak jsme již uvedli, tento algoritmus nelze př́ımo realizovat, nebot’
jako proměnné se v něm vyskytuj́ı funkce (hp náhodných veličin, pro které se poč́ıtaj́ı středńı
hodnoty). Teprve když pro zmı́něné hp zvoĺıme konkrétńı tvar rozděleńı, který tyto hustoty
popisuje, můžeme převést uvedený algoritmus pro hp na algoritmus pro statistiky. Ten již mı́sto
s funkcemi (hp) pracuje s č́ıselnými proměnnými (statistikami hp).

Použijeme-li pro definici potřebné hp f(yt|ut, D(t − 1)) již zavedený regresńı model yt =
ϕT

t θ + et (4.7), kde et ∼ N(0, σ2), můžeme spoč́ıtat středńı hodnotu kvadrátu výstupu yt (4.10)

E
[
y2

t |ut, D(t− 1)
]

= E
[
(θT ϕt + et)2|ut, D(t− 1)

]
=

= E
[
(θT ϕt)2 + 2θT ϕtet + e2

t |ut, D(t− 1)
]

=
(
θT ϕt

)2
+ σ2,

nebot’ E[et|ut, D(t− 1)] = 0 a E[e2
t |ut, D(t− 1)] = σ2.

Z předchoźıho závěru je vidět, že výsledek je stejný jako při dosazeńı rovnice deterministického
modelu yt = θT ϕt za výstup yt. Oba výsledky se lǐśı pouze rozptylem šumu σ2, který ale výběr
optimálńı strategie neovlivńı. Pouze zvětš́ı hodnotu minima kritéria na horizontě délky N o
Nσ2.

Algoritmus minimalizace kritéria pro statistiky hp je tedy formálně shodný s t́ım, který jsme
odvodili na str. 23 pro deterministický model.
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6.2 Odvozeńı v operátorovém vyjádřeńı

Algoritmus pro hp, který jsme uvedli na str. 97, lze celý vyjádřit pomoćı operátoru podmı́něné
středńı hodnoty. Toto vyjádřeńı je stručné a přehledné, neńı ale tak pr̊uhledné jako při použit́ı
integrálńıho vyjádřeńı středńı hodnoty.

Nejprve ukážeme, jak se v operátorovém tvaru projev́ı podmı́něnost středńı hodnoty, když
rozvedeme sdružené hp (3.1) pomoćı řetězového pravidla (3.2). Uvažujme středńı hodnotu funkce
h(u, v) dvou náhodných veličin u a v se sdruženou hp f(u, v)

E[h(u, v)] =
∫ ∫

h(u, v) f(u, v) du dv =

=
∫ (∫

h(u, v)f(u|v) du

)
f(v) dv = E [E[h(u, v)|v] ] .

S použit́ım tohoto pravidla vyjádř́ıme jeden krok minimalizace kritéria. Budeme sledovat mini-
malizaci pro čas 2 z předchoźıho odvozeńı na str. 95, protože tento krok je možno již považovat
za obecný krok rekurzivńı minimalizace (je v něm již obsažen zbytek z předchoźıho kroku).
Abychom tuto obecnost vyjádřili, budeme mı́sto času 2 psát obecný čas t. Zároveň budeme hp
akčńıch zásah̊u uvažovat ve formě Diracových impulz̊u (deterministické akčńı zásahy) tak, jak
jsme to již odvodili.

J = min
u1,u2,···,ut

E

[
t∑

τ=1

(y2
τ + ωu2

τ ) + J∗t+1|D(0)

]
=

= min
u1,u2,···,ut

E

[
E

[
t−1∑

τ=1

(y2
τ + ωu2

τ ) + y2
t + ωu2

t + J∗t+1|D(1, · · · , t− 1)

]
|D(0)

]
=

= min
u1,u2,···,ut−1

E

[
t−1∑

τ=1

(y2
τ + ωu2

τ ) + min
ut

E
[
y2

t + ωu2
t + J∗t+1|ut, D(1, · · · , t− 1)

]
|D(0)

]
.

Označ́ıme
Jt = E

[
y2

t + ωu2
t + J∗t+1|ut, D(t− 1)

]

a hledáme minimum Jt přes ut

J∗t = min
ut

Jt, u∗t = arg min
ut

Jt.

Tvar kritéria se po dosazeńı minima Jt reprodukuje

J = min
u1,u2,···,ut−1

E

[
t−1∑

τ=1

(y2
τ + ωu2

τ ) + J∗t |D(0)

]
.

Výsledek, který jsme dostali, je shodný s t́ım, který jsme odvodili pomoćı integrál̊u a hp.



Kapitola 7

Řı́zeńı při neznámých parametrech
modelu

Dosud jsme se zabývali úlohami odhadováńı a ř́ızeńı v́ıce méně odděleně. Odvodili jsme algo-
ritmy pro odhad parametr̊u modelu ř́ızené soustavy (str. 29, nebo 71 a 74). Odhady parametr̊u
jsme vyjádřili pomoćı podmı́něné hustoty parametr̊u (aposteriorńı hp). Dále můžeme pomoćı
aposteriorńı hp vypoč́ıtat bodové odhady parametr̊u. Jejich tvar záviśı na kritériu, podle kterého
je určujeme. Pro nejčastěji uvažované kvadratické kritérium je bodovým odhadem parametr̊u
jejich podmı́něná středńı hodnota (5.11).

♣ Odhady parametr̊u můžeme vyjáďrit bud’ pomoćı aposteriorńı hp parametr̊u nebo
jejich č́ıselnou hodnotou jako bodové odhady.

Pro syntézu ř́ızeńı jsme uvažovali parametry známé. Optimálńı ř́ızeńı, minimalizuj́ıćı kvad-
ratické kritérium, jsme v každém kroku ř́ızeńı obdrželi minimalizaćı podmı́něné středńı hodnoty
součtu př́ıslušné části kritéria a zbytku z minimalizace v předchoźım kroku (str. 23 nebo 97).

♣ Syntéza ř́ızeńı je odvozena pro známé parametry.

Jsou-li parametry soustavy neznámé, je třeba provádět úlohu odhadu i ř́ızeńı současně.
Protože se ale ř́ızeńı poč́ıtá vždy od aktuálńıho času pro celý horizont dopředu, vyžaduje odhady
parametr̊u (což je obecně aposteriorńı hp z Bayesova vztahu (5.18)), které nejsou k dispozici ale
jsou vyjádřeny jako funkce ještě neznámých dat. Takový výpočet je prakticky nerealizovatelný
– mı́sto s hodnotami veličin pracuje s celými funkcemi. To současná výpočetńı technika zat́ım
nedovoluje, a numerická realizace těchto výpočt̊u je neúnosně dlouhá. Řı́zeńı, při kterém bychom
optimálně odhadovali i ř́ıdili se nazývá duálńı.

♣ V p̌ŕıpadě optimálńıho ř́ızeńı s modelem soustavy, jehož parametry nejsou známy a
maj́ı být pr̊uběžně odhadovány, je ťreba provést aproximaci, která odhadováńı a ř́ızeńı
odděĺı.

Nyńı ukážeme dva nejčastěji použ́ıvané postupy, které umožńı provést prakticky realizova-
telnou syntézu ř́ızeńı – viz opět [7]. V obou př́ıpadech budeme při źıskáváńı odhadu parametr̊u
pro ř́ızeńı a při vlastńı syntéze ř́ızeńı postupovat tzv. metodou klouzavého horizontu. Sta-
nov́ıme určitý časový horizont, tj. počet krok̊u odhadováńı a ř́ızeńı, které směřuj́ı od současného
okamžiku dopředu. Pro jednotlivé okamžiky tohoto intervalu poč́ıtáme od konce intervalu předpis

99
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pro výpočet vstupu, tzv. ř́ıd́ıćı zákon, tj. předpis pro generováńı vstupu. Tento předpis se po-
stupně ustaluje (jeho koeficienty se měńı stále méně). Vezmeme posledńı předpis a použijeme
jej pro jeden krok ř́ızeńı. Parametry modelu soustavy se odhaduj́ı pr̊uběžně, tj. s použit́ım všech
dat, která jsme dosud naměřili. Pro konstrukci ř́ıd́ıćıho zákona na celém intervalu použijeme
jejich aktuálńı reprezentaci (bodovou nebo jejich hp). Potom horizont posuneme o jeden krok
dopředu a celou proceduru opakujeme.

P o z n á m k a: Tento postup je zvláště výhodný pro statické modely. Ukázali jsme, že pro ně
nevznikaj́ı při postupné minimalizaci kritéria zbytky, které by přecházely do daľśıho kroku mini-
malizace. V d̊usledku toho je ř́ıd́ıćı zákon ustálen již při prvńım kroku a postač́ı zvolit horizont
délky jedna. T́ım se vyhneme nepř́ıjemným iteraćım na horizontě.

7.1 Důvěřivá strategie ř́ızeńı

Nejjednodušš́ı př́ıstup k syntéze ř́ızeńı s neznámými parametry spoč́ıvá v nahrazeńı skutečných
parametr̊u jejich bodovými odhady. Potom celá syntéza z̊ustává tak, jak byla prezentována
v předešlé kapitole pro známé parametry. Při realizaci ř́ıd́ıćıho zákona se parametry nahrad́ı
jejich aktuálńımi bodovými odhady (5.11).

♣ Důvě̌rivá strategie znamená bezprosťredńı kombinaci odhadováńı a ř́ızeńı se známými
parametry, kdy za parametry modelu pro ř́ızeńı použijeme bodové odhady, źıskané od-
hadováńı parametr̊u.

Tuto metodu stručně ilustrujeme na př́ıkladě.

Řı́zeńı s d̊uvěřivou strategíı

Pro ilustraci zvoĺıme nejjednodušš́ı možný model, a to statický (4.12). Stejný model použijeme
i pro daľśı, tzv. opatrnou strategii. Ta je totiž komplikovaněǰśı a při použit́ı složitěǰśıho modelu
by se úvahy staly nepřehlednými.

Model

Model soustavy bude podle (4.12)

yt = θut + et, (7.1)

kde et ∼ N(0, σ2), σ2 je známá konstanta pro všechna t. Za kritérium ř́ızeńı voĺıme (srv. (6.2))

J = E
[∑N

t=1

{
(yt − wt)2 + ωu2

t

} |D(0)
]
, (7.2)

kde ω je penalizace akčńı veličiny a wt je zadaná žádaná hodnota výstupu, to je hodnota,
kterou má nabýt ř́ızený výstup soustavy. (Řı́zeńı je nejlepš́ı, je-li argument kvadrátu nula, pak
je yt = wt.)

Bodové odhady parametru

Obecný vzorec pro aktualizaci aposteriorńı hp je uveden v 5. kapitole v poznámce ke vztahu
(5.25). Jej́ım rekurentńım výpočtem a maximalizaćı jsou dány bodové odhady parametru (5.31).
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Algoritmus výpočtu bodových odhad̊u lze vyjádřit pomoćı dvou následuj́ıćıch algoritmů. Prvńı
algoritmus, který se oṕırá př́ımo o informačńı matici, je jednodušš́ı a pr̊uhledněǰśı, druhý, ve
kterém se přepoč́ıtávaj́ı př́ımo bodové odhady a jejich charakteristiky, má lepš́ı výpočetńı vlast-
nosti.

Algoritmus I: Vycháźı z rekurzivńıho přepočtu informačńı matice (5.26) a jej́ı struktury
(5.28). Při něm se přepoč́ıtávaj́ı charakteristiky měřených dat a v každém kroku poč́ıtaj́ı odhady
parametr̊u, př́ıpadně daľśı charakteristiky.

Přepočet submatic informačńı matice:

S2
y(t) = S2

y(t− 1) + y2
t ,

S2
yu(t) = S2

yu(t− 1) + ytut, (7.3)

S2
u(t) = S2

u(t− 1) + u2
t .

s počátečńı podmı́nkou S2
y(0), Syu(0), S2

u(0) danými volbou apriorńı hp.
Výpočet odhadu parametr̊u:

θ̂t =
Syu(t)
S2

u(t)
. (7.4)

Kovariance odhadu parametr̊u:

Ct =
1

S2
u(t)

. (7.5)

Algoritmus II: Zde se rekurzivně přepoč́ıtávaj́ı př́ımo odhady parametr̊u a statistiky k tomu
potřebné. Výhodou tohoto algoritmu je, že provád́ı př́ımý přepočet kovariančńı matice odhadu
parametr̊u a nemuśı ji v každém kroku znovu poč́ıtat jako inverzi statistiky S2

u. To se projev́ı
zejména u dynamických model̊u, kdy S2

u je matice. Označ́ıme.

Ct−1u
2
t = ζt.

Potom rekurze má podle (11.10) a (11.9) tvar

θ̂t = θ̂t−1 +
1

1 + ζt
Ct−1ut(yt − θ̂t−1ut), (7.6)

Ct = Ct−1 − 1
1 + ζt

(Ct−1ut)2. (7.7)

P o z n á m k a: Odvozeńı vzorc̊u Algoritmu II z Algoritmu I je uvedeno v (11.9) až (11.11).
V obecném př́ıpadě vyžaduje odvozeńı těchto vzorc̊u jemněǰśı úvahy z maticového počtu, ale
postup je obdobný.

Syntéza ř́ızeńı

Pro určeńı vstupu ut máme minimalizovat podmı́něnou středńı hodnotu – viz algoritmus na
str. 97

min
ut

E[(yt − wt)2 + ωu2
t + J∗t+1|ut, D(t− 1)] (7.8)

s koncovou podmı́nkou J∗N+1 = 0.
Podmı́něná hp, kterou pro výpočet středńı hodnoty potřebujeme, je dána modelem, v němž za
neznámé parametry dosad́ıme jejich bodové odhady (5.30)

f(yt|ut, Dt) ∼ f(yt|ut, Dt, Θ = Θ̂t−1) = N(θ̂t−1ut;σ2).
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V minimalizovaném kritérium provedeme naznačené umocněńı a s použit́ım (4.9), (4.10) dosta-
neme

min
ut
{θ̂2

t−1u
2
t + σ2 − 2θ̂t−1utwt + w2

t + ωu2
t + E[J∗t+1|ut, D(t− 1)]}.

Hledáme minimum, např. pomoćı derivace. Protože lze obecně ukázat, že pro statický model je
zbytek kritéria J∗t+1 pro všechny časové okamžiky t nezávislý na ut, bude derivace jeho středńı
hodnoty podle ut rovna nule. Optimálńı ř́ızeńı u∗t pak muśı splňovat rovnici

θ̂2
t−1u

∗
t − θ̂t−1wt + ωu∗t = 0,

odkud plyne

u∗t =
θ̂t−1

ω + θ̂2
t−1

wt, (7.9)

pro t = 1, 2, . . . , N .

P o z n á m k a: Odvozené závěry m̊užeme srovnat s výsledky z prvńı části 2. kapitoly, str. 21 až
23. Tam jsme uvažovali v́ıcekrokové ř́ızeńı na určitém horizontu, tady je horizont roven jedné.
Žádaná hodnota v kapitole 2 byla identicky nulová.

P o z n á m k a: Z výsledku je patrné, že pro apriorńı odhad parametru θ̂0 = 0 dojde nutně ke
”katastrofě”. Hodnota vypočteného ř́ızeńı bude nula, soustava nebude vybuzena, apriorńı odhad
se tedy nezměńı a celý systém odhadováńı a ř́ızeńı se z tohoto stavu nem̊uže ”vzpamatovat”.

7.2 Opatrná strategie ř́ızeńı

Nepřekvapuje, že jednoduchost předešlé strategie je na úkor jej́ı obecnosti. Skutečně, tato stra-
tegie použ́ıvá bodové odhady parametr̊u a ”spoléhá na ně”, jako by to byly opravdu správné
parametry (srv. bodové a intervalové odhady). Odtud také plyne jej́ı název ”d̊uvěřivá”. Tyto
parametry jsou ale ve skutečnosti jen odhady. Nemuśı, a také jistě nebudou přesně souhlasit se
skutečnou hodnotou parametru. Proto je lépe reprezentovat odhady parametr̊u jejich aposte-
riorńımi hp. V nich je zahrnut nejen bodový odhad parametru, ale také jeho rozptyl. Syntéza
potom poč́ıtá s t́ım, že odhady jsou určitá konkrétńı č́ısla, ale jsou to jen bodové odhady s
neurčitost́ı, která je dána jejich rozptylem. Taková syntéza je při generováńı ř́ızeńı ”opatrněǰśı”.
Odtud jej́ı název.

Syntéza ř́ızeńı, dávaj́ıćı opatrnou strategii, je složitěǰśı. Neńı to jen prostá kombinace bo-
dových odhad̊u z úlohy odhadováńı a algoritmu ř́ızeńı se známými parametry. Naznač́ıme jej́ı
odvozeńı.

Základńım krokem při postupné minimalizaci kritéria je výpočet středńı hodnoty

J∗t = min
ut

E[(y2
t + ωu2

t + J∗t+1)|ut, D(t− 1)] =

= min
ut

∫
(y2

t + ωu2
t + J∗t+1)f(yt|ut, D(t− 1)) dyt. (7.10)

Pro výpočet středńı hodnoty potřebujeme hp předpovědi f(yt|ut, D(t − 1)). Tu však př́ımo
známe jen pro model se známými parametry. Tam se totiž hp předpovědi př́ımo rovná hp defino-
vané modelem, nebot’ v ńı parametry jako proměnné nevystupuj́ı. Pro model (7.1) s neznámými
parametry θ (σ2 uvažujeme známé) muśıme hp předpovědi dopoč́ıtat – viz (5.15)

f(yt|ut, D(t− 1)) =
∫

f(yt|ϕt, Θ) f(Θ|D(t− 1)) dΘ, (7.11)
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kde prvńı hp na pravé straně je dána modelem a druhá je hp parametr̊u, která je vyv́ıjena v
odhadováńı (5.17).

Pro jednorázový výpočet hp předpovědi je výhodné použ́ıt jej́ı vyjádřeńı jako pod́ıl Baye-
sových integrál̊u stejně jako v (5.16)

f(yt|ut, D(t− 1)) =
It

It−1
. (7.12)

Bayes̊uv integrál je

It =
∫

Lt(Θ) f(Θ|D(0)) dΘ, (7.13)

kde integrujeme přes součin věrohodnostńı funkce (5.5) a apriorńı hp (5.6). Odvozeńı vztahu
pro jednorázový výpočet hp předpovědi je uvedeno v dodatku (11.4).

P o z n á m k a: Vztah (7.11) pro hp předpovědi je přesně t́ım mı́stem, kde se setkávaj́ı odhad
a ř́ızeńı a vytvářej́ı základy adaptivńıho ř́ızeńı. Prvńı hp pod integrálem představuje model se
známými parametry, se kterým bychom mohli ř́ıdit, pokud bychom parametry znali. Druhá hp
přináš́ı informace o neznámých parametrech.

Protože odvozeńı opatrné ř́ıd́ıćı strategie je v obecném př́ıpadě dosti obt́ıžné, budeme po-
stup opět demonstrovat na př́ıkladě. Zvoĺıme ten nejjednodušš́ı možný př́ıklad, abychom obešli
formálně komplikovaný maticový počet. I navzdory značné jednoduchosti použitého modelu bu-
dou jak struktura odvozeńı, tak i jednotlivé vzorce dobře naznačovat obecný postup.

Řı́zeńı s opatrnou strategíı

Model

Voĺıme jej stejný jako pro d̊uvěřivou strategii (7.1)

yt = θut + et,

kde opět et ∼ N(0, σ2), σ2 je známá konstanta. Voĺıme rovněž stejné kritérium ř́ızeńı (7.2)

J =
∑N

t=1(yt − wt)2 + ωu2
t ,

kde opět wt je žádaná hodnota výstupu a ω je penalizace vstupu.

Hp předpovědi

Pro konstrukci této hp použijeme jednorázový výpočet (7.12), jehož základem je Bayes̊uv integrál
(7.13). Ten budeme poč́ıtat podle odstavce 5.4.2, kde jsme pro podobný typ modelu uvedli tvar
věrohodnostńı funkce (tj. součinu model̊u) a pro odpov́ıdaj́ıćı tvar apriorńı hp. Rozd́ıl mezi
oběma modely, tj. (5.36) a nyněǰśım modelem, je jen v ř́ızeńı ut, které nyněǰśı model obsahuje.

Podle definice věrohodnostńı funkce (5.5) a vztahu (5.37), který uprav́ıme pro náš model
a doplńıme na čtverec (11.1), zjist́ıme, že věrohodnostńı funkce bude

Lt(Θ) =
(

1√
2πσ

)t

exp
{
− 1

2σ2
[S2

u(t)(θ − θ̂t)2 + Λt]
}

, (7.14)

kde

θ̂t =
Syu(t)
S2

u(t)
a Λt = S2

y(t)− (Syu(t))2

S2
u(t)
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a

S2
y(t) =

τ∑

τ=1

y2
τ , Syu(t) =

τ∑

τ=1

yτuτ , S2
u(t) =

τ∑

τ=1

u2
τ .

Apriorńı hp zvoĺıme pro jednoduchost jako rovnoměrnou (což odpov́ıdá nulové apriorńı in-
formaci). Bayes̊uv integrál je potom úměrný př́ımo integrálu z věrohodnostńı funkce

It ∝
∫ 1

(2πσ2)
t
2

exp
{
− 1

2σ2
[S2

u(t)(θ − θ̂t)2 + Λt]
}

dθ =

∝ (2πσ2)−
t
2 exp

{
− 1

2σ2
Λt

} ∫
exp

{
− 1

2σ2/S2
u(t)

(θ − θ̂t)2
}

dθ =

∝ (2πσ2)−
t
2 exp

{
− 1

2σ2
Λt

} √
2πσ2/S2

u(t) =

∝ (2πσ2)−
t−1
2 exp

{ −1
2σ2

Λt−1

}
(Su(t))−1 exp

{
−1
2σ2

S2
u(t− 1)
S2

u(t)
(yt − θ̂t−1ut)2

}
, (7.15)

kde při posledńı úpravě jsme využili rekurentńıho vyjádřeńı vzorce pro Λt

Λt = Λt−1 +
S2

u(t− 1)
S2

u(t)
(yt − θ̂t−1ut)2,

odvozeného v (11.9) až (11.11) .
Podle (7.12) je hp předpovědi dána pod́ılem Bayesových integrál̊u (k je konstanta úměrnosti)

f(yt|ut, D(t− 1)) =
It

It−1
=

=
k(2πσ2)−

t−1
2 exp

{
− 1

2σ2 Λt−1

}
(Su(t))−1 exp

{
− 1

2σ2
S2

u(t−1)
S2

u(t)
(yt − θ̂t−1ut)2

}

k(2πσ2)−
t−1
2 exp

{
− 1

2σ2 Λt−1

}
(2πσ2)

1
2 (Su(t− 1))−1

=

=
1√

2πσ2S2
u(t)/S2

u(t− 1)
exp

{
− 1

2σ2S2
u(t)/S2

u(t− 1)
(yt − θ̂t−1ut)2

}
, (7.16)

kde It−1 neobsahuje yt, a tedy tvoř́ı jen normalizačńı konstantu. Dostaneme jej ve vhodném
tvaru jako integrál z It přes yt.

Dostali jsme hp s normálńım rozděleńım se středńı hodnotou ŷt = θ̂t−1ut, což je bodová
předpověd’ výstupu, a rozptylem σ2S2

u(t)/S2
u(t−1). Bodová předpověd’ výstupu ŷt, určená podle

kvadratického kritéria, se rovná podmı́něné středńı hodnotě, a tedy bude

ŷt = θ̂t−1ut. (7.17)

Je to vlastně rovnice modelu, kde za šum je dosazena jeho středńı hodnota, což je nula, a
za neznámé parametry jejich bodové odhady. Bodová předpověd’ je tedy stejná jako výpočet
budoućı hodnoty výstupu z deterministického modelu s náhradou θ̂ za θ.

P o z n á m k a: Bodovou předpověd’ výstupu jsme opět uvedli pouze pro úplnost. K odvozeńı
ř́ıd́ıćıho zákona podle opatrné strategie potřebujeme jen hp předpovědi.
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Syntéza ř́ızeńı

Pro určeńı akčńıch veličin použijeme opět obecné kritérium (7.8) jako v př́ıpadě d̊uvěřivé stra-
tegie

min
ut

E[(yt − wt)2 + ωu2
t + J∗t+1|ut, D(t− 1)]

s koncovou podmı́nkou J∗N+1 = 0. Podmı́něná hp, kterou potřebujeme pro výpočet středńı
hodnoty, je nyńı hp předpovědi (7.16). Rekurzivńı výpočet statistik (7.3) a vztah (7.5) dávaj́ı
rovnost S2

u(t)/S2
u(t− 1) = 1 + Ct−1u

2
t se kterou dostaneme

f(yt|ut, Dt) = N(θ̂t−1ut; σ2(1 + Ct−1u
2
t )).

Podobným postupem jako při d̊uvěřivé strategii nalezneme minimum

min
ut
{θ̂2

t−1u
2
t + σ2 + σ2Ct−1u

2
t − 2θ̂t−1utwt + w2

t + ωu2
t + E[J∗t+1|ut, D(t− 1)]}.

Optimálńı ř́ızeńı u∗t je nyńı dáno vztahem

θ̂2
t−1u

∗
t + σ2Ct−1 − θ̂t−1wt + ωu∗t = 0,

odkud plyne

u∗t =
θ̂t−1

ω + θ̂2
t−1 + σ2Ct−1

wt

pro t = 1, 2, .., N .
Výsledek je podobný vztahu (7.9), který jsme obdrželi pro d̊uvěřivou strategii. Jediný člen,
který je tady nav́ıc, je σ2Ct−1. Ten vnáš́ı do ř́ızeńı vliv rozptylu odhadu parametr̊u, tedy jejich
nepřesnosti.

P o z n á m k a: Budou-li odhady parametr̊u přesně rovny skutečným parametr̊um (tak, jak se
tvář́ıme při d̊uvěřivé strategii), tj. bude-li Ct−1 = 0, přejde odvozené ř́ızeńı na to, které jsme
dostali při d̊uvěřivé strategii.

P o z n á m k a: Jak pro d̊uvěřivou tak i pro opatrnou strategii jsme obdrželi tzv. jednokrokové
ř́ızeńı (horizont, který jsme potřebovali pro ustáleńı ř́ıd́ıćıho zákona v každém kroku byl jedna).
Je to dáno použitým modelem, který je statický. Tato varianta byla zvolena pro jednoduchost
jinak dosti složité úlohy, abychom ji mohli přehledně demonstrovat na př́ıkladě. Při použit́ı dyna-
mického modelu bychom v každém kroku minimalizace obdrželi zbytek závisej́ıćı na předchoźıch
akčńıch veličinách. Ten by vstupoval do daľśıho kroku středováńı a minimalizace a vnášel by
dynamiku do výpočtu ř́ıd́ıćıho zákona. K jeho ustáleńı bychom museli použ́ıt deľśı horizont, což
úlohu syntézy značně komplikuje. Takovou syntézu jsme ukázali v 6. kapitole.
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Kapitola 8

Odhadováńı multimodel̊u

Na rozd́ıl od předcházej́ıćıch kapitol, kdy jsme pro popis sledované soustavy uvažovali jediný
regresńı model, budeme nyńı jako základ popisu systémů uvažovat celou množinu r̊uzných re-
gresńıch model̊u, mezi kterými budeme přeṕınat. V r̊uzných okamžićıch mohou tedy modelova-
nou veličinu popisovat r̊uzné modely. Tak lze kombinovat modely se stejnou strukturou, lǐśıćı
se pouze v parametrech, ale také modely zcela odlǐsné [8, 9]. Zmı́něnému modelu budeme ř́ıkat
multimodel a jeho odhadem se budeme zabývat v této kapitole.

Význam multimodel̊u se ukazuje v popisu soustav, jejichž dynamická struktura se během
odhadu skokově měńı, nebo jako přibĺıžeńı model̊um s proměnnými parametry, kdy mı́sto spojité
změny parametr̊u uvažujeme skokově se měńıćı parametry s konečným počtem r̊uzných hodnot.

V této kapitole se budeme zabývat výhradně odhadem. Budeme proto uvažovat neř́ızený
model, ve kterém mı́sto dř́ıve uvažovaných signál̊u výstupu yt a vstupu ut vystupuj́ı data dt,
t = 1, 2, ..., N .

8.1 Multimodely a jejich popis

Motivace pro použit́ı multimodel̊u

Mezi reálnými soustavami tvoř́ı významnou tř́ıdu soustavy nelineárńı, jejichž chováńı lze
přibližně popsat pomoćı skupiny lineárńıch model̊u tak, že podle polohy pracovńıho bodu ne-
lineárńı soustavy je v daném okamžiku aktivńı právě jeden z uvažovaných lineárńıch model̊u.

Jako př́ıklad uved’me modelováńı závislosti intenzity (I) dopravńıho toku na jeho hustotě (H)
v jednom mı́stě dopravńı komunikace. Tato závislost má tvar známé křivky podobné parabole,
jak je znázorněno na obrázku 8.1 a).

-
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¢
¢
¢
¢
¢ A

A
A
A
A
A -

6I

Hb)

Obrázek 8.1: Nelineárńı model a jeho linearizace

Takový model je nelineárńı. Můžeme jej ale lokálně linearizovat tak, že jej nahrad́ıme skupinou
lineárńıch model̊u (úseček) např. tak, jak ukazuje obrázek 8.1 b), kde

107
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– rostoućı úsečka představuje oblast volného provozu,
– konstantńı úsečka popisuje oblast nasyceńı a
– klesaj́ıćı úsečka je obrazem kolabuj́ıćı dopravńı situace.

V každém okamžiku lež́ı ideálńı pracovńı bod [H, I] na některé úsečce, a tedy, stav je v každém
okamžiku popsán některým lineárńım modelem.

Z uvedeného př́ıkladu je patrné, že multimodel je tvořen celou množinou model̊u, tzv. kom-
ponent multimodelu. V následuj́ıćım odstavci poṕı̌seme modely jednotlivých komponent,
v daľśım pak veličinu, která modely svazuje a vytvář́ı z nich vlastńı multimodel.

Modely komponent

Jednotlivé komponenty multimodelu lze vyjádřit jako běžné regresńı modely (4.3) ve formě
podmı́něných hustot pravděpodobnosti (hp) indexovaných pořadovým č́ıslem komponenty

Kc : f(dt|D(t− 1), c,Θc) = fc(dt|ϕt, Θc), c ∈ {1, 2, ..., n} (8.1)

kde
c označuje pořadové č́ıslo, kterým je komponenta indexována; n znač́ı počet komponent

multimodelu,

dt je modelovaná veličina v čase t,

ϕt je regresńı vektor, obsahuj́ıćı data v okamžiku t známá, na kterých záviśı modelovaná
veličina dt a který pro jednoduchost uvažujeme společný pro všechny komponenty,

Θ znač́ı vektor, obsahuj́ıćı parametry všech komponent,

Θc je subvektor vektoru Θ, který obsahuje parametry př́ıslušej́ıćı c-té komponentě.
V konečném tvaru modelu komponenty je vyjádřena podmı́nka nezávislosti modelovaných dat
dt na datech starš́ıch než je řád modelu a skutečnost, že každá komponenta c záviśı pouze na
svých parametrech Θc.

Pro daľśı práci s modely komponent budeme předpokládat, že patř́ı do exponenciálńı tř́ıdy,
a to obecně, zat́ım bez daľśı konkretizace. Je tedy

Kc : fc(dt|ϕt, Θc) = exp{qT
c (Θ)sc(φt)}, c = 1, 2, ..., n, (8.2)

kde každá komponenta má svou vlastńı parametrickou funkci qc a obecně také svou vlastńı
datovou funkci sc, závisej́ıćı na tzv. rozš́ı̌reném regresńım vektoru φt = [dt, ϕ

T
t ]T . Paramet-

rická funkce q a datová funkce s jsou n rozměrné sloupcové vektory, kde n je dimenze statistiky.
Datová funkce s bývá často společná pro všechny komponenty.

P o z n á m k a: Exponenciálńı tř́ıda hp [2, 6] je poměrně široká. Kromě rovnoměrného sem patř́ı
všechna rozděleńı, kterými jsme se zde zabývali. Vyjádřeńı hp v uvedeném tvaru exponenciálńı
tř́ıdy umožńı převod funkcionálńıho algoritmu ze str. 71 na algoritmus pro statistiky, str. 74,
tedy na algoritmus prakticky realizovatelný.

Snad trochu neobvykle, ale v souladu s daľśım postupem a formálně velmi výhodně [10],
vyjádř́ıme model jedné vybrané komponenty (ve shodě s daľśım ji označ́ıme symbolem ct)
v následuj́ıćım součinovém tvaru

Kc : fct(dt|ϕt, Θct) =
n∏

c=1

fc(dt|ϕt, Θc)δ(c,ct) = exp

{
n∑

c=1

qT
c (Θ)sc(φt)δ(c, ct)

}
. (8.3)

Zde c je opět pouhý index, kterým jsou komponenty označovány a
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δ(c, ct) je Kroneckerova funkce (5.65), definována předpisem

δ(c, ct) =

{
1 pro c = ct,
0 pro c 6= ct.

, c ∈ c∗ (8.4)

Tuto funkci budeme použ́ıvat i v daľśıch modelech a v této kapitole ji budeme nazývat ukazatel,
protože index c, pro který má tato funkce hodnotu jedna, ukazuje na vybranou komponentu.

Model přeṕınače

Aby uvedená množina model̊u (komponent) tvořila multimodel, je třeba definovat ještě daľśı
veličinu. Jej́ı hodnota ukazuje na komponentu, která je v daném časovém okamžiku aktivńı.
Tuto náhodnou veličinu označ́ıme Ct a budeme ji nazývat přeṕınač. Jej́ı hodnotu v okamžiku
t pro t = 1, 2, ..., N budeme značit ct. Č́ıslo ct udává pořadové č́ıslo aktivńı komponenty. Stejně
jako pro obyčejný index komponenty c, plat́ı i pro hodnoty přeṕınače

ct ∈ {1, 2, ..., n}, kde n je počet komponent multimodelu.

P o z n á m k a: Je třeba dobře rozlǐsovat mezi indexem komponent c a přeṕınačem Ct s hodnotami
ct. Index c je obyčejné přirozené č́ıslo z množiny {1, 2, . . . , n}. Řekneme-li ”pro komponentu
c plat́ı”, ř́ıkáme ”pro libovolnou komponentu plat́ı”. Hodnota přeṕınače ct se za prvé vztahuje
jen k časovému okamžiku t, za druhé označuje právě tu jedinou komponentu, která je v čase
t aktivńı. Jej́ı hodnoty mohou být ze stejného intervalu jako hodnoty indexu c, ale nemá smysl
psát ct = 1, 2, . . . , n. Komponentu c známe, známe-li parametry komponent Θ; komponentu
ct neznáme, ani při znalosti Θ, pokud nemáme daľśı informaci o tom, která komponenta byla
skutečně v čase t aktivńı.

Ve výjimečných př́ıpadech, kdy lze aktivity jednotlivých komponent měřit, je tato veličina
známá diskrétńı funkce – konečná posloupnost.

Ve většině př́ıpad̊u však nev́ıme, která komponenta je aktivńı, a Ct je posloupnost́ı náhodných
veličin s realizacemi ct. Pro tyto náhodné veličiny voĺıme následuj́ıćı popis

P : f(ct|D(t− 1), α) = f(ct|αct) = αct , (8.5)

kde αct je parametr, udávaj́ıćı pravděpodobnost, s ńıž přeṕınač nabude hodnotu ct.

Parametry αc, c = 1, 2, ..., n, tvoř́ı vektor α s n složkami. Tento vektor můžeme interpretovat
př́ımo jako vektor pravděpodobnost́ı toho, že v čase t je aktivńı c-tá komponenta multimodelu
(za podmı́nky, že známe pouze starš́ı data D(t− 1) a nikoliv současnou hodnotu data dt). Proto
muśı platit

αc ∈ 〈0, 1〉, pro c = 1, 2, ..., n a
n∑

c=1

αc = 1.

V modelu přeṕınače je vyjádřena podmı́nka nezávislosti náhodné veličiny Ct na starš́ıch datech
D(t− 1).

Součinový tvar modelu přeṕınače je

P : f(ct|αct) =
n∏

c=1

αδ(c,ct)
c , (8.6)

kde δ(c, ct) je Kroneckerova funkce (8.4).
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Popis multimodelu

V př́ıpadě, kdy neznáme aktivity jednotlivých komponent, je multimodel popsán podmı́něnými
hp obou náhodných veličin dt a ct. Ty lze použit́ım řetězového pravidla dále rozložit a při
respektováńı předpoklad̊u v (8.1) a (8.5) dostaneme

M : f(dt, ct|D(t− 1), Θct , αct) = f(dt|D(t− 1), ct,Θct)f(ct|D(t− 1), αct) =
= fct(dt|ϕt,Θct)αct . (8.7)

Prvńı hp v rozkladu na pravé straně je model komponenty (8.1) a druhá model přeṕınače (8.5).
Multimodel, popisuj́ıćı aktivńı komponentu v čase t, lze při použit́ı vztah̊u (8.3), (8.6) také

vyjádřit v součinovém tvaru

M : f(dt, ct|D(t− 1), Θct , αct) =
n∏

c=1

f(dt, c|D(t− 1), Θc, αc)δ(c,ct) = (8.8)

=
n∏

c=1

exp
{
qT
c (Θ)sc(φt)δ(c, ct)

}
αδ(c,ct)

c .

P o z n á m k a: Vyjádřeńı modelu v součinovém tvaru je formálńı krok. Přesto má význam. Hp
na pravé straně neobsahuj́ı neznámou funkci ct. Obsahuj́ı jen indexovou proměnnou c za kterou
postupně dosazujeme hodnoty 1, 2, ..., n. Funkce ct je obsažena jen v ukazateli δ(c, ct).

P o z n á m k a: Ukazatel δ(c, ct) m̊užeme chápat jako hp veličiny ct jestliže jej́ı hodnotu známe,
tj. v́ıme, která komponenta je aktivńı.

Popis předpovědi dat

Jako u obyčejných model̊u (5.8), i u multimodel̊u je jejich úkolem předpov́ıdat data dt bez ohledu
na to, která komponenta je zrovna popisuje. Jinými slovy, potřebujeme z popisu multimodelu
eliminovat veličinu ct. To lze provést výpočtem marginálńı hp pomoćı (8.7) podle vzorce

f(dt|D(t− 1),Θ, α) =
n∑

ct=1

f(dt, ct|D(t− 1),Θ, α) =

=
n∑

ct=1

fct(dt|ϕt,Θct)αct . (8.9)

Vid́ıme, že při volbě rozděleńı pro model přeṕınače podle (8.5) dostáváme hp předpovědi ve
tvaru lineárńı kombinace komponent, kde vahami kombinace jsou pravděpodobnosti jednotlivých
komponent. Takováto lineárńı kombinace se nazývá směs hustot pravděpodobnosti (v́ıce o
směśıch viz např. [8]).

8.2 Odhad parametr̊u multimodelu

Bayes̊uv vztah

Dosud jsme se zabývali matematickým popisem multimodelu. Ten je na obecné úrovni dán
podmı́něnou hp (8.7), závislou na neznámých parametrech Θ, α. Základem pro odhad těchto pa-
rametr̊u je, podobně jako u obyčejných model̊u, Bayes̊uv vztah (5.17), který za pomoci měřených
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dat dt přepoč́ıtává apriorńı hp f(Θ, α|D(t−1)) na aposteriorńı hp f(Θ, α|D(t)). Bayes̊uv vzorec
má v tomto př́ıpadě tvar

B : f(Θ, α|D(t)) ∝ f(dt|D(t− 1), Θ, α)f(Θ, α|D(t− 1)), (8.10)

který je rekurzivně poč́ıtán pro t = 1, 2, ...N , a který startuje s apriorńı hp f(Θ, α|D(0)) vybu-
dovanou na základě apriorńı znalosti.

Aproximace Bayesova vztahu

Princip aproximace: Z předchoźıho vyjádřeńı Bayesova vztahu (8.10) je patrné, že pro odhad
je zapotřeb́ı nikoliv multimodel, ale jeho marginálńı tvar (8.9), který jsme nazvali předpověd́ı
a který lze vyjádřit ve tvaru směsi hp. Po dosazeńı dostaneme

B : f(Θ, α|D(t)) ∝
[

n∑

c=1

f(dt, c|D(t− 1),Θ, α)

]
f(Θ, α|D(t− 1)). (8.11)

Protože tento vztah se poč́ıtá rekurzivně pro t = 1, 2, .., N , dostáváme aposteriorńı hp jako
opakované součiny součt̊u v neuzavřeném tvaru (počet sč́ıtanc̊u neustále nar̊ustá). Tento tvar je
pro daľśı poč́ıtáńı zcela nevhodný a je třeba jej aproximovat.

Navrženou aproximaci lze popsat v následuj́ıćıch dvou kroćıch:

A. Marginálńı hp (8.9) nahrad́ıme jedinou (”nejlepš́ı”) podmı́něnou hp tak, jako kdybychom
znali index aktivńı komponenty c = ct a mı́sto marginalizace bychom hodnotu tohoto
indexu do podmı́něné hp prostě dosadili.

B. Výběr ”nejlepš́ı” hp provedeme tak, že ukazatel aproximujeme jeho optimálńım bodovým od-
hadem. Pro kvadratické kritérium je j́ım středńı hodnota, podmı́něná dosud pozorovanými
daty (5.11).

Schéma aproximace: Kroky, naznačené v předchoźım odstavci, poṕı̌seme podrobněji:

A. V Bayesově vzorci zaměńıme směs hp jednou s indexem ct, o které prohláśıme, že ”to je ta
nejlepš́ı”, která popisuje aktivńı komponentu, a vyjádř́ıme ji v součinovém tvaru (8.3)

n∑

c=1

f(dt, c|D(t− 1), Θ, α) → f(dt, ct|D(t− 1), Θ, α) =
n∏

c=1

f(dt, c|D(t− 1), Θ, α)δ(c,ct).

B. Ukazatel, obsahuj́ıćı ve skutečnosti neznámou funkci ct, nahrad́ıme bodovým odhadem op-
timálńım ve smyslu středně kvadratické odchylky, kterým je jeho středńı hodnota

δ(c, ct) → E[δ(c, ct)|D(t)] =
n∑

c=1

δ(c, ct)f(ct|D(t)) = f(ct = c|D(t)), c = 1, 2, ..., n,

podmı́něná všemi dosud známými daty, včetně současných. Zde, ale i dále, použ́ıváme
následuj́ıćı značeńı: f(ct = c|D(t)) = P (ct = c|D(t)), což je hp náhodné veličiny ct

v bodě c. P (.|.) označuje podmı́něnou pravděpodobnost.

Středńı hodnotou ukazatele je podmı́něná hp f(ct = c|D(t)). Jej́ı hodnoty pro c = 1, 2, . . . , n
v čase t označ́ıme wc,t a vypočteme je takto

wc,t = f(ct = c|D(t)) =
∫ ∫

f(ct = c,Θ, α|dt, D(t− 1))dΘdα ∝
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∝
∫ ∫

f(dt|D(t− 1), c,Θ, α)f(ct = c|D(t− 1))f(Θ, α|D(t− 1))dΘdα =

=
∫ ∫

fc(dt|ϕt, Θc)αcf(Θ|D(t− 1))f(α|D(t− 1))dΘdα

=
∫

fc(dt|ϕt, Θc)f(Θ|D(t− 1))dΘ
∫

αcf(α|D(t− 1))dα (8.12)

pro c = 1, 2, ..., n.
V předchoźım odvozeńı jsme v prvńım řádku přidali a ihned vyintegrovali parametry Θ

a α; při přechodu na druhý řádek jsme aplikovali Bayes̊uv vzorec (3.5) a řetězové pravidlo
(3.2) a ve třet́ım řádku již jen použili zavedené podmı́nky a značeńı pro jednotlivé hp (8.1)
a (8.5). Výsledkem integrace pro jednu hodnotu c je č́ıslo – pravděpodobnost, že ct = c, tj., že
v čase t je aktivńı právě c-tá komponenta. Integrace provedeme pro všechny hodnoty veličiny
c = 1, 2, ..., n a výsledkem bude vektor pravděpodobnost́ı aktivity jednotlivých komponent. Tento
vektor ”aktuálńıch pravděpodobnost́ı” jednotlivých komponent jsme označili wc,t.

P o z n á m k a: Všimněme si, že výsledný tvar výrazu pro výpočet hodnoty wc,t je dán součinem
dvou nám již známých výraz̊u. Jedná se o hp předpovědi pro regresńı model s normálńım šumem
(5.33) a stejnou hp ale pro model s diskrétńım šumem (5.72).

Výsledek aproximace: V předchoźım odstavci jsme použili vyjádřeńı modelu komponenty
v součinovém tvaru a nahradili ukazatel δ(c, ct) jeho aproximaćı wc,t. Podobně, v součinovém
tvaru (tzv. Dirichlet̊uv tvar) vyjádř́ıme také hp parametr̊u

f(Θ, α|D(t)) =
n∏

c=1

f(Θc, αc|D(t)).

Označ́ıme-li společně symbolem Uc,t ukazatel δ(c, ct) nebo aproximovaný ukazatel wc,t, lze
Bayes̊uv vztah, bez aproximace i aproximovaný, psát jednotně takto

B :
n∏

c=1

f(Θc, αc|D(t)) ∝
n∏

c=1

[fc(dt, c|D(t− 1), Θc, αc)Uc,tf(Θc, αc|D(t− 1))]. (8.13)

Tento vzorec převedeme později na rekurzi pro statistiky. Prozat́ım poznamenejme jen to, že
aproximaćı jsme dosáhli svého ćıle. Zbavili jsme se součtového vyjádřeńı modelu komponenty,
který zp̊usoboval neuzavřenost Bayesova vztahu.

Tvar Bayesova vzorce (8.13) rovněž ukazuje, že pro vypočtené váhy wc,t je jeho výpočet
možno rozdělit a provádět pro každou komponentu c = 1, 2, ..., n zvlášt’. Jen při výpočtu vah se
komponenty kombinuj́ı.

Bayes̊uv vztah pro exponenciálńı tř́ıdu komponent

Bayes̊uv vztah (8.13), tak jsme jej uvedli v předešlém odstavci, představuje funkcionálńı rekurzi.
Ukazuje přepočet funkce f(Θc, αc|D(t − 1)) na funkci f(Θc, αc|D(t)). Protože takové výpočty
nelze na současné výpočetńı technice provádět, potřebujeme tuto funkcionálńı rekurzi převést na
č́ıselnou. To uděláme podobně jako v př́ıpadě obyčejných model̊u (viz algoritmy na str. 71 a 74)
tak, že vyjádř́ıme modely v konkrétńım tvaru – přeṕınač s rozděleńım (8.5) a komponenty obecně
v exponenciálńım tvaru podle (8.2).

Odpov́ıdaj́ıćı (konjugovaný) tvar hp parametr̊u, viz postup od modelu k aposteriorńı hp na
str. 66 a dále, je

f(Θc, αc|D(t)) = exp{qT
c (Θ)Sc(t)}αιc(t)−1

c , c = 1, 2, ..., n,
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kde qc je parametrická funkce z exponenciálńıho vyjádřeńı modelu a Sc(t) je statistika pro odha-
dováńı parametr̊u modelu c-té komponenty a ιc(t) je statistika pro odhad parametr̊u přeṕınače.

Po dosazeńı exponenciálńıho tvaru modelu komponent a jemu konjugovaného tvaru hp pa-
rametr̊u a po vypuštěńı symbolu pro součin má Bayes̊uv vzorec (8.13) následuj́ıćı tvar (pro
jednotlivé komponenty)

B : exp{qT
c (Θ)Sc(t)αιc(t) ∝

[
exp{qT

c (Θ)sc(φt)}αc

]Uc,t

exp{qT
c (Θ)Sc(t− 1)}αιc(t−1) =

= exp{qT
c (Θ)[sc(φt)Uc,t + Sc(t− 1)]}αUc,t+ιc(t−1)

c , c = 1, 2, ..., n (8.14)

Porovnáńım odpov́ıdaj́ıćıch si statistik na obou stranách Bayesova vzorce dostáváme
následuj́ıćı rekurze, srv. (5.25)

Sc(t) = Sc(t− 1) + sc(φt)Uc,t (8.15)
ιc(t) = ιc(t− 1) + Uc,t (8.16)

pro c = 1, 2, ..., n.
Vlastńı algoritmus pro odhadováńı parametr̊u Θ a α multimodelu můžeme shrnout takto:

Př́ıprava odhadu:
sestav apriorńı statistiky S0, ι0.

Vlastńı odhad:
for t = 1 : N

změř nová data,
sestav rozš́ı̌rený regresńı vektor, viz (8.2),
přepočti statistiky podle (8.15) a (8.16).

end %for

Závěr odhadu:
z napočtených statistik sestav aposteriorńı hp,
př́ıpadně vypočti bodové odhady parametr̊u.

Struktura prostředńı části uvedeného algoritmu poč́ıtaného v cyklu času je následuj́ıćı:

• změř data,

• udělej ”pokusný” přepočet statistik (8.15) a (8.16) pro
Uc,t = 1, c = 1, 2, ..., n

• vypočti aktuálńı váhy komponent wc,t (8.12)
s právě přepočtenými statistikami,

• udělej ”skutečný” přepočet statistik (8.15) a (8.16)
pro Uc,t = wc,t, c = 1, 2, ..., n.

Komentář k algoritmu:

Prvńı přepočet statistik je třeba provést pro výpočet aktuálńıch vah (pravděpodobnost́ı ak-
tivit) jednotlivých komponent. Při něm se stav́ıme do situace A., kdy předpokládáme znalost
aktivńı komponenty. Přitom každou komponentu c = 1, 2, ..., n pokládáme vždy za známou
a zkouš́ıme, s jakou je pravděpodobnost́ı naměřená data odpov́ıdaj́ı této komponentě. To jsou
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právě hledané váhy wc,t. Korespondenci dat a komponenty je možno dobře ilustrovat na sta-
tickém modelu, kde největš́ı pravděpodobnost dat je př́ımo pod vrcholem hp.

-

6 6

6 6

model model

data data

váha váha
w w

Obrázek 8.2:

V levé části obrázku 8.2 lež́ı data daleko od středu, pořadnice pod hp (odrážej́ıćı pravděpo-
dobnost, že data pocháźı z tohoto modelu) je malá. Na pravém obrázku lež́ı data bĺıže středu,
pořadnice, a tedy i pravděpodobnost př́ıslušnosti dat k modelu, je větš́ı.

Pravděpodobnosti, které urč́ıme po prvńım přepočtu statistik, použijeme jako váhy wc,t, se
kterými přidáváme informaci ze současných dat do statistik jednotlivých komponent. Č́ım v́ıce
data komponentě odpov́ıdaj́ı, s t́ım větš́ı vahou jsou zabudována do jej́ıch statistik.

Bezprostředńı d̊usledek aproximace je následuj́ıćı: jestliže v́ıme přesně, která z komponent je
aktivńı, přepočteme jej́ı statistiky s jednotkovou váhou a ostatńı ponecháme nedotčené. Pokud si
ale nejsme aktivńı komponentou jisti (což je d̊uvodem k aproximaci), přidělujeme data do všech
komponent, do každé s takovou váhou, která ji vzhledem k naměřeným dat̊um nálež́ı. Původńı
ukazatel na aktivńı komponentu se tak ”rozštěṕı” a změńı se na hustotu pravděpodobnosti pro
jednotlivé komponenty. Tato situace je naznačena na obrázku 8.3

8.3 Př́ıklad pro statický multimodel

Jako př́ıklad ilustruj́ıćı teorii uvedeme odhad multimodelu s dvěma statickými komponentami
a normálńım šumem. Obyčejným statickým modelem jsme se zabývali v odstavci 4.1.2 a 5.4.2.
Nebudeme proto již opakovat odvozeńı odhadu pro jednotlivé komponenty našeho multimodelu,
ale využijeme již odvozených výsledk̊u.

Modely komponent

Uvažujeme dvě statické komponenty podle (4.15)

Kc : f(dt|Θc) =
1√

2πσ2
c

exp
{
− 1

2σ2
c

(d2
t − 2θcdt + θ2

c )
}

, c = 1, 2.

s parametry θc a σ2
c označené indexem komponent c a s vektorem parametr̊u

ΘT = [ΘT
1 ,ΘT

2 ], ΘT
1 = [θ1, σ

2
1], ΘT

2 = [θ2, σ
2
2],

společným regresńım vektorem ϕt = 1 a rozš́ı̌reným regresńım vektorem φT
t = [dt, 1].
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Obrázek 8.3:

Komponenty tohoto modelu vyjádř́ıme ve tvaru exponenciálńı tř́ıdy (8.2)

f(dt|Θc) =
1√
2π

exp

{
− d2

t

2σ2
c

+
dtθc

σ2
c

− θ2
c

2σ2
c

− log σ

}
=

=
1√
2π

exp

{[
−1
2σ2

c

,
θc

σ2
c

,
−θ2

c

2σ2
c

− log σ

] [
d2

t , dt, 1
]T

}
=

=
1√
2π

exp
{
qT
c (Θc)s(φt)

}
,

kde
qT
c = [q1,c, q2,c, q3,c], sT

c = [s1,c, s2,c, s3,c], c = 1, 2

a jednotlivé prvky těchto vektor̊u jsou dány předchoźım vztahem.
Protože aposteriorńı hp je, až na normováńı, dána součinem model̊u, a protože apriorńı hp

muśı být strukturálně stejná jako aposteriorńı, lze podle rovnice modelu, který je kvadratickou
funkćı parametr̊u navrhnout i strukturu aposteriorńı (a podobně i apriorńı) hp. Ta bude mı́t
tvar

f(Θc|D(t)) ∝ exp
{
−1

2

(
κc(t)θ2

c − 2Sd1,c(t)θc + S2
d,c(t)

)}
,

kde κc, Sd1,c a S2
d,c jsou statistiky pro odhad parametr̊u komponent – viz (5.39) a (5.40).

Model přeṕınače

Hp přeṕınače má vždy rozděleńı (8.5), tj.

P : f(ct|α) = αct , ct ∈ {1, 2},
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kde
αT = [α1, α2], α1, α2 ≥ 0, α1 + α2 = 1.

Aposteriorńı (jako i apriorńı) hp má stejně jako model přeṕınače pevnou strukturu

f(αc|D(t)) ∝ αιc(t)−1
c .

Přepočet statistik

Podle Bayesova vzorce (8.14) pro exponenciálńı tř́ıdu komponent, rozepsaného pro jednotlivé
komponenty dostáváme přepočet statistik podle (8.15) a (8.16) ve tvaru

S2
d,c(t) = S2

d,c(t− 1) + d2
t Uc,t,

Sd1,c(t) = Sd1,c(t− 1) + dtUc,t,

κc(t) = κc(t− 1) + Uc,t,

ιc(t) = ιc(t− 1) + Uc,t,

pro c = 1, 2 a t = 1, 2, . . . , N,

kde
Uc,t je rovno 1 pro prvńı přepočet statistik a rovná se wc,t pro druhý přepočet statistik,

S2
d,c(0), Sd1,c(0), ιc(0) a κc(0) jsou apriorńı statistiky,

N je počet krok̊u odhadováńı.
Výpočet vah wc,t se děje obecně podle vztahu (8.12), kde za prvńı hp předpovědi spojitého
modelu dosad́ıme z (5.54).

8.4 Programový systém MixTools

Na str. 113 jsme uvedli algoritmus pro odhadováńı multimodelu a v př́ıkladu 8.3 jsme vzorce
použ́ıvané v tomto algoritmu specifikovali pro statický regresńı model s normálńımi komponen-
tami. Pro obecný př́ıpad dynamického modelu, př́ıpadně s jiným než normálńım rozděleńım
šumu, je situace mnohem složitěǰśı, a nebudeme ji zde podrobně popisovat. Mı́sto toho zde
stručně poṕı̌seme základńı prvky programového systému MixTools, vyv́ıjeného v ÚTIA AV ČR,
který slouž́ı, mimo jiné, k odhadováńı obecně mnohorozměrných dynamických multimodel̊u [11].
Učebnicovou verzi programového systému MixTools je možno zdarma źıskat na webové adrese
(pod názvem)

http://www.utia.cas.cz/AS dept/ACTIVITY/RECIAS/allexam.htm

(Basic tool for mixture estimation and prediction)

Pomoćı tohoto toolboxu lze snadno definovat multimodel, na základě změřených dat určit
počet komponent i jejich dynamickou strukturu, vytvořit apriorńı statistiky a model odhado-
vat. Základńımi prvky, se kterými pracuje, jsou: faktor, komponenta a směs. Vztah směsi a
komponent je zřejmý z teoretického pojednáńı. Hp popisuj́ıćı multimodel je lineárńı kombinace
hp komponent s vahami kombinace rovnými pravděpodobnostem jednotlivých komponent. Sou-
vislost komponenty a jej́ıch faktor̊u je nejlépe patrná opět na hp komponenty. Ukážeme ji pro
dvourozměrný př́ıpad.
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Komponenta a jej́ı faktory

Budeme uvažovat dvourozměrnou komponentu 1. řádu s konstantou. Ta popisuje dvourozměrnou
náhodnou veličinu yt = [y1;t, y2;t]T pomoćı podmı́něné hp s vektorem parametr̊u θ. Tuto dvou-
rozměrnou hp lze rozepsat podle řetězového pravidla (3.2) – index komponenty c pro přehlednost
vynecháme

f(y1;t, y2;t|y1;t−1, y2;t−1, θ) = f(y2;t|y1;t, y1;t−1, y2;t−1, θ)f(y1;t|y1;t−1, y2;t−1, θ).

Jednorozměrné hp v součinu jsou faktory. Odtud je zřejmé, že model komponenty ve tvaru
hustoty pravděpodobnosti lze vyjádřit jako součin jednorozměrných hustot pravděpodobnost́ı
model̊u jednotlivých faktor̊u.

Strukturu faktor̊u a přepočet parametr̊u komponenty na parametry faktor̊u ukážeme na
vyjádřeńı modelu komponenty ve tvaru rovnice

[
y1;t

y2;t

]
=

[
a1,1 a1,2 k1

a2,1 a2,2 k2

] 


y1;t−1

y2;t−1

1


 +

[
r1,1 r1,2

0 r2,2

] [
e1;t

e2;t

]
,

kde náhodnou část modelu jsme vyjádřili ve tvaru ”směrodatná odchylka” (matice r) krát ”nor-
movaný šum” (vektor e). Zde směrodatná odchylka je Choleskyho odmocnina z kovariančńı
matice šumu a normovaný šum má rozptyl roven jedné.

Model komponenty dále uprav́ıme tak, abychom dostali dva modely s oddělenými, tj.
vzájemně nekorelovanými šumy. Tyto modely budeme nazývat faktory.

Z matice r vytkneme diagonálńı prvky a zbytek invertujeme
[

r1,1 r1,2

0 r2,2

]
=

[
r1,1 0
0 r2,2

] [
1 r1,2/r1,1

0 1

]
(vytknut́ı),

[
1 r1,2/r1,1

0 1

]−1

=

[
1 −r1,2/r1,1

0 1

]
=

[
1 g1,2

0 1

]
(inverze).

Inverźı g vynásob́ıme model komponenty a dostaneme

[
1 g1,2

0 1

] [
y1;t

y2;t

]
=

[
1 g1,2

0 1

] [
a1,1 a1,2 k1

a2,1 a2,2 k2

] 


y1;t−1

y2;t−1

1


 +

[
r1,1 0
0 r2,2

] [
e1;t

e2;t

]
.

Po roznásobeńı matic a převedeńı členu g1,2y2;t na pravou stranu rovnice lze model upravit do
následuj́ıćıho tvaru

[
y1;t

y2;t

]
=

[
q1,0 q1,1 q1,2 q1,3

0 q2,1 q2,2 q2,3

]
.




y2;t

y1;t−1

y2;t−1

1


 +

[
r1,1e1;t

r2,2e2;t

]
,

kde koeficienty q dostaneme z úprav, které jsme prováděli.
Výsledný model lze rozepsat na dva modely, každý se svým šumem. To jsou faktory výchoźı

dvourozměrné komponenty.

y1;t = q1,0y2;t + q1,1y1;t−1 + q1,2y2;t−1 + q3,1 + r1,1e1;t

y2;t = q2,1y1;t−1 + q2,2y2;t−1 + q3,2 + r2,2e2;t.

Každý faktor modeluje jednu složku výstupu y, tzv. datový kanál.
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Základńı prvky programu

Globálńı proměnné

V MixTools jsou definovány 3 globálńı proměnné, které, po jejich deklaraci, lze kdekoliv použ́ıt.
Jsou to proměnné

TIME – dynamický čas běhu programu (v teorii značený t),

DATA – datová matice, kde data jsou uspořádána po řádćıch, tj. např. pro dvourozměrný výstup
a TIME=1,2,3 je

DATA =

[
y1;1 y1;2 y1;3

y2;1 y2;2 y2;3

]
,

DEBUG – úroveň dialogu (DEBUG=1,2,3; vyšš́ı č́ıslo dá v́ıce informaćı při běhu programu).

D̊uležité proměnné

Dále jsou zavedena jména řady proměnných. Nejd̊uležitěǰśı jsou

nchn a ndat – počet kanál̊u (dimenze modelované veličiny ny) a počet datových vzork̊u N .

Plat́ı: [nchn ndat]=size(DATA).

ychns – vektor modelovaných kanál̊u. Např. ychns=[1 2].

str – struktura faktoru, která určuje veličiny a jejich pořad́ı v regresńım vektoru faktoru. Je
to dvouřádková matice, kde v prvńım řádku je uvedeno č́ıslo modelovaného kanálu a na
odpov́ıdaj́ıćım mı́stě druhého řádku je jeho zpožděńı. Např. pro dvě modelované veličiny
a faktor

y1;t = a1,1y1;t−1 + a1,2y2;t−1 + a1,3y1;t−2 + a1,4y2;t−2 + k + e1;t

je odpov́ıdaj́ıćı struktura

str =

[
1 2 1 2 0
1 1 2 2 1

]

tj., regresńı vektor bude obsahovat prvńı kanál jednou zpožděný, druhý kanál jednou
zpožděný, prvńı a druhý kanál dvakrát zpožděný a jedničku pro modelováńı konstanty.

dfcs – počet stupň̊u volnosti komponent. Po normováńı na jednotkový součet dá pravděpo-
dobnosti komponent.

ncom – počet komponent multimodelu.

Coms – cell vektor ARX LS komponent. Jeho složky jsou Coms{i}, i=1,2,...,ncom a obsahuj́ı
informace o komponentách.

Komponenta Coms{.} obsahuje následuj́ıćı proměnné: (pro dvourozměrný model s třemi
parametry)

proměnná název typ
ychns modelované kanály vektor 1x nchn
str struktura matice 2x3
dfm počet stupň̊u volnosti parametr̊u č́ıslo
type typ komponenty č́ıslo
cove kovariančńı matice šumu matice 2x2
Eth regresńı koeficienty matice 2x3
Cth kovariance regresńıch koeficient̊u matice 3x3
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Sim – směs pro simulaci – typ ARX LS. Struktura je následuj́ıćı

proměnná název typ
Facs faktory cell vektor
coms faktory v komponentách matice (řád. komp., sl. faktory)
dfcs vektor stupň̊u volnosti vektor 1x ncom
type typ směsi č́ıslo
states stavy směsi matlabská struktura

Struktura jednoho faktoru Facs{.} je

proměnná název typ
ychn č́ıslo modelovaného kanálu č́ıslo
str struktura faktoru matice
dfm stupně volnosti č́ıslo
type typ faktoru č́ıslo
cove rozptyl šumu č́ıslo
Eth regresńı koeficienty vektor
Cth kovariance regresńıch, koeficient̊u matice

Mix – směs pro odhadováńı – typ ARX. Jej́ı struktura je téměř stejná jako u Sim, mı́sto
parametr̊u cove, Eth a Cth však obsahuje odmocniny statistik z rozš́ı̌rené informačńı
matice.
Struktura jednoho faktoru Facs{.} je

proměnná název typ
ychn č́ıslo modelovaného kanálu č́ıslo
str struktura faktoru matice
dfm stupně volnosti č́ıslo
type typ faktoru č́ıslo
LD odmocnina z informačńı matice matice

P o z n á m k a: Symboly znač́ı:
ARX - autoregresńı model s exterńım signálem – př́ıslušná struktura obsahuje matici LD (rozklad
informačńı matice);
ARX LS totéž, ale v ”least square podobě”, tj. struktura obsahuje prvky Eth, Cth, cove - což
jsou parametry vypočtené z informačńı matice.

D̊uležité procedury

Podrobněǰśı popis lze źıskat v Matlabu zadáńım: help a jméno procedury, výpis celé procedury
(tj. komentáře i kódu) př́ıkazem: type a jméno procedury.

Coms{i} = comarxls(ychns, str)
konstrukce i té komponenty.

Mix = mixconst(Coms, dfcs)
konstrukce směsi (simulátoru nebo estimátoru).

Mix = genmixs(ychns, str, dfcs, Pt)
konstrukce směsi pro simulaci (i se zadáńım parametr̊u Pt).
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Mix = genmixe(ncom,ychns,str,ndat,diagCth,diagcove,dfm,dfcs)
konstrukce směsi pro odhad (i se zadáńım apriorńıch statistik).

Mix1 = mix2mix(Mix, type)
konverze směsi na jiný typ
(d̊uležité typy: 21=ARX, 22=ARX LS, 23=matr ARX, 24=matr ARX LS).

mixsimul(Sim, ndat)
simulace směsi.

Mix = mixest(Mix, frg, ndat, niter, opt)
odhad směsi.

Mix = mixstats(Mix, ndat)
přepočet statistik směsi (s finálńımi parametry).

Daľśı programy slouž́ı jako návod, jak stavět pomoćı prostředk̊u MixTools základńı úlohy
simulace a odhadováńı.

Jednoduchý př́ıklad - statická verze

V následuj́ıćıch třech programech jsou demonstrovány tři nejzákladněǰśı úlohy z oblasti od-
hadu. Je to simulace (př́ıprava dat), odhad (nalezeńı modelu odpov́ıdaj́ıćıho źıskaným dat̊um)
a předpověd’ (využit́ı odhadnutého modelu pro předpov́ıdáńı dat). Ve všech úlohách se
předpokládá nejjednodušš́ı statický model.

Simulace tř́ı dvourozměrných statických komponent

prodini, echo off % zahájenı́ programu
%
% Komponenta
% |y1(t)| = |Eth1| + |cove1 cove12|.|e1(t)|
% |y2(t)| |Eth2| |0 cove2 | |e2(t)|
%
ndat=1000; % počet kroků simulace
ychns = [1 2]; % modelované kanály
str = [0;1]; % struktura pro statické faktory
dfcs = [10 15 30]; % váhy komponent

% parametry simulované soustavy uložené ve struktuře Pt
sd = 1;
Pt{1}.Eth = [0; 0];
Pt{2}.Eth = [5; 0];
Pt{3}.Eth = [3; 8];
Pt{1}.cove = [.1 1; 1 .1]*sd;
Pt{2}.cove = [1 0; 0 1]*sd;
Pt{3}.cove = [.1 -1; -1 .1]*sd;

Sim = genmixs(ychns, str, dfcs, Pt); % vytvořenı́ simulátoru
DATA = zeros(2,ndat); % deklarace datového vzorku
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% SIMULACE
mixsimul(Sim, ndat); % simulace
save simDat Sim DATA % uloženı́ dat na disk

% ZOBRAZENÍ
plot(DATA(1,:),DATA(2,:),’.’,’MarkerSize’,1)
title(’Simulace dvourozměrné statické soustavy -- shluky dat [y1(t),y2(t)]’)
axis([-5,10,-5,15])

P o z n á m k a: Bodové odhady regresńıch koeficient̊u srovnejte s hodnotami parametr̊u v simu-
laci.

Do p o r u č e n é e x p e r i m e n t y

1. Změna regresńıch koeficient̊u .Eth znamená změnu polohy shluku. Generujte shluky se
středy na diagonále obrázku.

2. Změna kovariančńı matice šumu .cove znamená: zvětšeńı (zmenšené) sd zvětšuje
(zmenšuje) š́ı̌rku shluku – volte např. sd=5.; změna matice znamená změnu tvaru shluku
– porovnejte kovariančńı matice a tvary jednotlivých komponent, volte podobné změny.

Odhad tř́ı dvourozměrných statických komponent

prodini, echo off % zahájenı́ programu
load simDat; % nataženı́ dat z předchozı́ simulace

% PŘÍPRAVA ODHADU
ncom = 3; % počet komponent v odhadované směsi
ychns = [1 2]; % modelované kanály
str = [0;1]; % struktura faktorů (statické)
ndat = 1000; % počet kroků pro odhadovánı́

% počátečnı́ statistiky
dCt = 1e5; dco = 1e-3; dfm = 10;
dfs = .1*ndat*ones(1,ncom);

% vytvořenı́ směsi pro odhad
Mix0 = genmixe(ncom, ychns, str, ndat, dCt, dco, dfm, dfs);

% ODHAD
frg = .99; % exponenciálnı́ zapomı́nánı́
Mix = mixest(Mix0, frg, ndat); % odhadovánı́ směsi
save simMix % uloženı́ odhadnuté směsi

% VÝSLEDKY
M24 = mix2mix(Mix, 24); % odhadnutá směs (v maticové formě)
disp(’Bodové odhady regresnı́ch koeficientů’)
for i=1:ncom
Eth2 = M24.Coms{i}.Eth % střednı́ hodnoty komponent

end
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set(figure(1),’Position’,[50 100 900 600],’MenuBar’,’none’)
subplot(121),mixplot(Sim)
title(’Simulovaná směs’)
subplot(122),mixplot(Mix)
title(’Odhadnutá směs’)

Do p o r u č e n é e x p e r i m e n t y

1. Změna rozsahu datového souboru pro odhadováńı ndat – s malým počtem bat budou
odhady horš́ı. To se projev́ı v hodnotách bodových odhad̊u (při srovnáńı s hodnotami
simulovaných parametr̊u), a tedy i v poloze odhadnutých shluk̊u.

2. Volba odlǐsného počtu komponent pro odhadováńı vede na aproximaci při odhadováńı.
Volte ncom=1, ncom=5 a ncom=10. Sledujte jak předpov́ıdané shluky pokrývaj́ı simulované.

3. Zvětšeńı dCt a současné zmenšeńı dco tak, aby jejich poměr z̊ustal zachován, dává od-
had̊um v́ıce volnosti, tj. umožňuje jejich větš́ı změny během odhadováńı. Opačný postup
parametry přidržuje u jejich počátečńıch (apriorńıch) hodnot. Např. hodnoty dCt=1e15
a dco=1e-13by měly odhady zcela osvobodit od apriorńı informace.

4. Změna koeficientu exponenciálńıho zapomı́náńı ovlivňuje zachováńı nebo zapomenut́ı
starš́ıch měřených dat. Pro frg=1 se nezapomı́ná, č́ım je hodnota frg menš́ı (ale kladná),
t́ım v́ıce se zapomı́ná. Běžné hodnoty frg jsou v rozmeźı 0.9999 až 0.985. Zapomı́náńı se
použ́ıvá předevš́ım tam, kde je podezřeńı, že parametry soustavy se pomalu měńı.

Předpověd’ tř́ı dvourozměrných statických komponent

prodini, echo off % zahájenı́ programu
load simMix; % nataženı́ odhadnuté směsi

% PŘEDPOVĚĎ
nstep = 5; % počet kroku pro předpověd’

pchns = [1 2]; % předpovı́dané kanály
cchns = []; % kanály v podmı́nce hp
pMix = mix2pro(Mix, pchns, cchns); % podmı́něná směs
yp = []; time = []; ws = [];

% časová smyčka pro předpověd’

for TIME = Mix.states.maxtd+1:ndat-nstep
[Eths, coves, al, w] = profixn(pMix,[],[],nstep); % předpovědi komponent
th = GetTh(Eths);
if 1, ypt = th*w’; % předpověd’ (okamžité váhy komponent)
else ypt = th*al’; % předpověd’ (průměrné váhy komponent)
end
yp=[yp ypt]; time=[time TIME]; ws=[ws w’];

end

% VÝSLEDKY
dd = DATA(pchns,time+1); % předpovı́daná data
yp = yp(pchns,:); % předpověd’i
ep = dd-yp; % chyby předpovědı́
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disp(’Koeficienty chyby predikce’)
SE = sqrt(var(ep’)+mean(ep’).^2)./std(dd’) % koeficient chyby předpovědi
disp(’Odhadnuté váhy komponent’)
al % průměrné váhy komponent

figure(1)
chn = 2;
plot(time, dd(chn,:),’ob’,’MarkerSize’,3)
hold on
plot(time, yp(chn,:),’xr’,’MarkerSize’,3)
hold off
title(’Časové průběhy dat (o) a jejich předpovědi (x)’)

if length(pchns)>1
figure(2)
subplot(121),plot(dd(1,:),dd(2,:),’.’,’MarkerSize’,5)
axis([-5 10 -5 10]), title(’Shluky dat’);
subplot(122),plot(yp(1,:),yp(2,:),’.’,’MarkerSize’,5)
axis([-5 10 -5 10]), title(’Předpovědi shluků dat’);

end

P o z n á m k a: Př́ıkazem load simMix se natáhne z disku odhadnutá směs, která tam byla
uložena při odhadu. Spolu s ńı se ale natáhnou i daľśı proměnné z programu pro odhad, které
byly v okamžiku ukládáńı směsi definovány. Proto neńı třeba např. definovat proměnnou ndat,
pokud chceme předpov́ıdat všechna data. Samozřejmě, lze tuto proměnnou zavést a definovat
jiný počet dat pro předpověd’, ten ale nesmı́ překročit počet dat, existuj́ıćıch ze simulace.

Do p o r u č e n é e x p e r i m e n t y

1. Nejzaj́ımavěǰśı na předpovědi je sledovat, jak daleko dokážeme slušně předpov́ıdat. Počet
krok̊u předpovědi lze měnit parametrem nstep, který je nastaven na 5 krok̊u. Zvětšujte
počet krok̊u předpovědi a sledujte kvalitu předpovědi – koeficient SE.
Pozn.: V př́ıpadě statického modelu, kdy předpov́ıdáme konstantńı středńı hodnotu mo-
delu, neńı zhoršeńı předpovědi př́ılǐs významné. Tato závislost je zaj́ımavěǰśı v př́ıpadě
dynamických model̊u, kdy předpov́ıdaná hodnota záviśı na hodnotách minulých dat.

2. V časové smyčce pro výpočet předpověd́ı je možno volit bud’ okamžité (w)nebo pr̊uměrné
(al) váhy komponent. Porovnejte vliv těchto vah na výsledek předpov́ıdáńı.
Pozn.: Zaj́ımavěǰśı opět pro dynamický model.

Jednoduchý př́ıklad - dynamická verze

V daľśıch třech programech jsou řešeny stejné úlohy jako v předchoźıch, ale pro dynamický
model. Volbu řádu modelu je možno provést volbou struktury faktor̊u str.

Simulace tř́ı dvourozměrných dynamických komponent

prodini, echo off % zahájenı́ programu
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ndat = 1000; % počet kroků simulace
ychns = [1 2]; % modelované kanály
str = [1 2 0;1 1 1]; % struktura pro 1. řád modelu
dfcs = [10 15 30]; % váhy komponent pro simulaci

% parametry simulované soustavy
sd = .1;
Pt{1}.Eth = [.9 0 0; 0 .5 0]; % regresnı́ koeficienty
Pt{2}.Eth = [.7 0 5; 0 .8 0]; % (musı́ odpovı́dat struktuře "str")
Pt{3}.Eth = [.6 0 3; 0 .1 8];
Pt{1}.cove = sd; % kovariance šumu
Pt{2}.cove = sd; % (je-li zadán skalár, "genmixs"
Pt{3}.cove = sd; % si sám určı́ správné dimenze)

Sim = genmixs(ychns, str, dfcs, Pt); % vytvořenı́ simulátoru
DATA = zeros(2,ndat); % deklarace datové matice

% SIMULACE
mixsimul(Sim, ndat); % simulace
save simDat3 Sim DATA % uloženı́ dat na disk

% ZOBRAZENÍ
plot(DATA(1,:),DATA(2,:),’.’,’MarkerSize’,1)
title(’Shluky simulovaných dat’)

Do p o r u č e n é e x p e r i m e n t y

1. Stejné experimenty jako pro statický model.

2. Změna řádu simulované soustavy prostřednictv́ım proměnné stt (pozor! se změnou struk-
tury je třeba změnit odpov́ıdaj́ıćım zp̊usobem i parametry .Eth).

Odhad tř́ı dvourozměrných dynamických komponent

prodini, echo off % zahájenı́ programu
load simDat3; % nataženı́ dat ze simulace

% PŘÍPRAVA ODHADU
ndat = 1000; % počet kroků pro odhadovánı́
ncom = 3; % počet komponent odhadovaného modelu
ychns = [1 2]; % modelované kanály
str = [0 1 2;1 1 1]; % struktura pro faktory 1. řádu

% počátečnı́ statistiky
dCt = 1e5; % kovariance parametrů
dco = 1e-3; % kovariance šumu
dfm = 10; % počı́tadlo komponent
dfs = .1*ndat*ones(1,ncom); % stupně volnosti komponent

% vytvořenı́ modelu pro odhad
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Mix0 = genmixe(ncom, ychns, str, ndat, dCt, dco, dfm, dfs);

% ODHAD
frg = .99; % exponenciálnı́ zapomı́nánı́
Mix = mixest(Mix0, frg, ndat); % odhad směsi
save simMix3 % uloženı́ odhadnuté směsi

% VÝSLEDKY
M24 = mix2mix(Mix, 24); % odhadnutá směs v maticové formě
disp(’Bodové odhady regresnı́ch koeficientů’)
for i=1:ncom
Eth2 = M24.Coms{i}.Eth % střednı́ hodnoty komponent

end

Data = DATA; % zapamatovánı́ simulovaných dat
DATA = zeros(size(DATA));
mixsimul(Mix, ndat); % generovánı́ dat z odhadnuté směsi

% Porovnánı́ simulace a odhadovánı́ přes datové shluky
figure(1)
subplot(121),plot(Data(1,:),Data(2,:),’bx’)
title(’Simulované datové shluky’)
subplot(122),plot(DATA(1,:),DATA(2,:),’rx’)
title(’Předpovı́dané datové shluky’)

Do p o r u č e n é e x p e r i m e n t y

1. Stejné experimenty jako pro statický model. Zejména změna počátečńıch odhad̊u para-
metr̊u dCt a dco.

2. Odlǐsný řád modelu pro odhad a simulované soustavy. Odhad provád́ı aproximaci sou-
stavy. Odhady parametr̊u muśı vyj́ıt jiné než parametry simulace. Kontrola se provede
vyhodnoceńım předpověd́ı.

Předpověd’ tř́ı dvourozměrných dynamických komponent

prodini, echo off % zahájenı́ programu
load simMix; % nataženı́ odhadnuté směsi

% PŘEDPOVĚĎ
nstep = 5; % počet kroků pro předpověd’

pchns = [1 2]; % předpovı́dané kanály
cchns = []; % kanály v podmı́nce
pMix = mix2pro(Mix, pchns, cchns); % podmı́něná směs
yp = []; time = []; ws = [];

% časová smyčka pro předpovědi
for TIME = Mix.states.maxtd+1:ndat-nstep
[Eths, coves, al, w] = profixn(pMix,[],[],nstep); % předpovědi komponent
th = GetTh(Eths);
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if 1, ypt = th*w’; % předpověd’ (okamžité váhy komponent)
else ypt = th*al’; % předpověd’ (průměrné váhy komponent)
end
yp=[yp ypt]; time=[time TIME]; ws=[ws w’]; % uchovánı́ spočtených hodnot

end

% VÝSLEDKY
dd = DATA(pchns,time+1); % předpovı́daná data
yp = yp(pchns,:); % předpovědi
ep = dd-yp; % chyby předpovědı́
SE = sqrt(var(ep’)+mean(ep’).^2)./std(dd’) % koeficient chyby předpovědi
al % průměrné váhy komponent

figure(1)
chn = 2;
plot(time, dd(chn,:),’ob’,’MarkerSize’,3)
hold on
plot(time, yp(chn,:),’xr’,’MarkerSize’,3)
hold off
title(’Časové průběhy dat a jejich předpovědi’)

if length(pchns)>1
figure(2)
subplot(121),plot(dd(1,:),dd(2,:),’.’,’MarkerSize’,5)
axis([-5 10 -5 10]), title(’Shluky dat’);
subplot(122),plot(yp(1,:),yp(2,:),’.’,’MarkerSize’,5)
axis([-5 10 -5 10]), title(’Předpovědi shluků dat’);

end

Do p o r u č e n é e x p e r i m e n t y

1. Totéž jako pro statický model, zejména vyhodnoceńı odhadu s r̊uznými apriorńımi para-
metry.

2. Vyhodnoceńı odhadu pro nestejnou strukturu simulace a odhadu.

Obecný př́ıklad

Zde jsou uvedeny opět základńı úlohy simulace, odhadováńı a předpov́ıdáńı, ale pro obecný model
směsi komponent. Zdává se počet komponent (ncom), dimenze modelovaných signál̊u (nchn)
i řád komponent (prostřednictv́ım proměnné str). Pozn.: Strukturu str lze také generovat
automaticky pomoćı funkce str = genstr(ord, nchn), kde ord je řád modelu a nchn počet
modelovaných kanál̊u.

Simulace ’ncom’, ’nchn’-rozměrných dynamických komponent

prodini, echo off % zahájenı́ programu
ndat = 1000; % počet kroků simulace
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ncom = 5; % počet komponent pro simulaci
nchn = 3; % počet simulovaných kanálů
ychns = 1:nchn; % simulované kanály
str = [1:nchn 0; 1*ones(1,nchn) 1]; % struktura prvnı́ho řádu soustavy
dfcs = 1+10*rand(1,ncom); % váhy komponent v simulaci

% Parametry simulované soustavy
sd = .1;
for i=1:ncom, Pt{i}.cove=sd; end
Pt{1}.Eth = [.9 0 0 0; 0 .5 0 0; 0 0 .6 0];
Pt{2}.Eth = [.7 0 0 5; 0 .8 0 2; 0 0 .4 1];
Pt{3}.Eth = [.6 0 0 3; 0 .1 0 8; 0 0 .7 6];
Pt{4}.Eth = [.3 0 0 2; 0 .9 0 6; 0 0 .7 3];
Pt{5}.Eth = [.4 0 0 8; 0 .7 0 2; 0 0 .5 1];

Sim = genmixs(ychns, str, dfcs, Pt); % vytvořenı́ směsi pro simulaci
DATA = zeros(nchn,ndat);

% SIMULACE
mixsimul(Sim, ndat); % simulace dat
save simDat4 Sim DATA % uloženı́ dat na disk

% ZOBRAZENÍ
ch1=1; ch2=2; % zobrazované kanály
figure(1)
plot(DATA(ch1,:),DATA(ch2,:),’.’,’MarkerSize’,1)
title(’Simulované shluky dat (pro vybrané kanály)’)

Odhad ’ncom’, ’nchn’-rozměrných dynamických komponent

prodini, echo off % zahájenı́ programu
load simDat4; % nataženı́ dat ze simulace

% PŘÍPRAVA ODHADU
ncom = 5; % počet komponent pro odhad
nchn = size(DATA,1); % počet modelovaných kanálů
ychns = 1:nchn; % modelované kanály pro odhad
str = [1:nchn 0; 1*ones(1,nchn) 1]; % struktura faktorů prvnı́ho řádu
ndat = size(DATA,2); % počet kroků odhadovánı́

% počátečnı́ statistiky pro odhad
dCt = 1e5; dco = 1e-3; dfm = 10;
dfs = .1*ndat*ones(1,ncom);

Mix0 = genmixe(ncom, ychns, str, ndat, dCt, dco, dfm, dfs);
% vytvořenı́ estimátoru

% ODHAD
frg = .99; % exponenciálnı́ zapomı́nánı́
Mix = mixest(Mix0, frg, ndat); % odhad směsi
save simMix4 % uloženı́ odhadnuté směsi
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% VÝSLEDKY
M24 = mix2mix(Mix, 24); % odhadnutá směs v maticovém tvaru
disp(’Odhadnuté regresnı́ koeficienty’)
for i=1:ncom, Eth1=M24.Coms{i}.Eth, end % odhady regresnı́ch koeficientů
Data = DATA; % pamatovánı́ simulovaných dat
DATA = zeros(size(DATA));
mixsimul(Mix, ndat); % simulace z odhadnuté směsi

% Porovnánı́ simulovaných dat a jejich odhadů přes datové shluky
ch1=2; ch2=3;
figure(1)
d1 = [Data(ch1,:) DATA(ch1,:)];
d2 = [Data(ch2,:) DATA(ch2,:)];
mi1= min(d1); ma1=max(d1); mi2=min(d2); ma2=max(d2);
subplot(121),plot(Data(ch1,:),Data(ch2,:),’bx’)
axis([mi1 ma1 mi2 ma2])
title(’Datové shluky ze simulované soustavy’)
subplot(122),plot(DATA(ch1,:),DATA(ch2,:),’rx’)
axis([mi1 ma1 mi2 ma2])
title(’Datové shluky simulované z odhadnuté směsi’)

Předpověd’ ’ncom’, ’nchn’-rozměrných statických komponent

prodini, echo off % zahájenı́ programu
load simMix4 % nataženı́ odhadnuté směsi

% PŘEDPOVĚĎ
nstep = 1; % počet kroků pro předpovědi
pchns = [1 2]; % předpovı́dané kanály
cchns = [3]; % kanály v podmı́nce
pMix = mix2pro(Mix, pchns, cchns); % podmı́něná směs f(předp.|podm.)
yp = []; time = []; ws = [];

% časová smyčka pro předpovědi
for TIME = Mix.states.maxtd+2:ndat-nstep
[Eths, coves, al, w] = profixn(pMix,[],[],nstep);

% předpovědi z jednotlivých komponent
th = GetTh(Eths);
if 1, ypt = th*w’; % předpovědi (okamžité váhy)
else ypt = th*al’; % předpovědi (průměrné váhy)
end
yp=[yp ypt]; time=[time TIME]; ws=[ws w’]; % zaznamenánı́ hodnot

end

% VÝSLEDKY
dd = DATA(pchns,time+1); % simulovaná data
yp = yp(pchns,:); % předpovědi
ep = dd-yp; % chyby předpovědı́
disp(’Koeficient chyby předpovědi’)
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SE = sqrt(var(ep’)+mean(ep’).^2)./std(dd’) % koeficient chyby předpovědi
disp(’Odhadnuté váhy komponent’)
al % odhady vah komponent

% předpovědi časových průběhů dat
figure(1)
chn = 1; % zobrazovaný kanál
plot(time, dd(chn,:),’ob’,’MarkerSize’,3)
hold on
plot(time, yp(chn,:),’xr’,’MarkerSize’,3)
title(’Vybraný kanál (o) a jeho předpověd’ (x)’)
hold off

% předpovědi shluků
if length(pchns)>1
figure(2)
subplot(121),plot(dd(1,:),dd(2,:),’.’,’MarkerSize’,5)
axis([-5 20 -5 10]), title(’Datové shluky’);
subplot(122),plot(yp(1,:),yp(2,:),’.’,’MarkerSize’,5)
axis([-5 20 -5 10]), title(’Předpovı́dané shluky’);

end

P o z n á m k a: Obecný algoritmus simulace, odhadu a předpov́ıdáńı má sloužit zejména jako
výchoźı ”materiál” pro tvorbu vlastńıch program̊u.
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Kapitola 9

Spline modely

Modelováńı dopravńıch veličin [12, 13] je d̊uležitým prostředkem pro zjǐst’ováńı okamžitého stavu
dopravy v dané oblasti [14, 15], jeho předpověd’ [16] a jeho př́ıpadné ř́ızeńı [17, 18, 19]. Budeme
se zabývat tzv. jednorozměrným modelováńım dopravy, tj. modelováńım jedné dopravńı veličiny
(např. intenzity provozu) na jednom mı́stě. Měřeńım této veličiny ve velkém městě dostaneme
funkci charakteristického tvaru, který je dán dopravńı situaćı v městech. Přes noc a brzy ráno
je provoz téměř nulový. Okolo 7 hod. prudce nar̊ustá a téměř během celého dopoledne je v
saturaci. Na poledne poněkud zeslab́ı a během odpoledne opět vzroste. Navečer kolem 19 hod.
postupně slábne a po 21 hod. ustává. Sledovaná funkce má tendenci k periodicitě, avšak velmi
zvláštńı. Pr̊uběhy za všedńı dny jsou velmi podobné a tvoř́ı jednu skupinu, v́ıkendy jsou odlǐsné a
tvoř́ı druhou skupinu. Pr̊uběhy v jednotlivých skupinách se lǐśı jen velmi málo, ale jejich rozd́ıly
určitě netvoř́ı pouhý šum. Pr̊uběhy v obou skupinách se dále ještě lǐśı podle ročńıho obdob́ı
a daľśıch v́ıce nebo méně pravidelných faktor̊u jako prázdniny, svátky apod. Nepravidelnými
faktory, které mohou tvořit řadu daľśıch samostatných skupin, jsou r̊uzné události (návštěvy ze
zahranič́ı, demonstrace, uzav́ırky komunikaćı atd.).

Jeden z možných a také dosud nejpouž́ıvaněǰśıch př́ıstup̊u k jednorozměrnému modelováńı
dopravy spoč́ıvá v použit́ı statického modelu, oṕıraj́ıćıho se o pevný pr̊uběh intenzity do-
pravy v daném mı́stě. Tento pr̊uběh se źıská prostým měřeńım v jednotlivých dnech týdne
a ověřeńım jejich ”stejnosti” pomoćı korelačńıch metod. Na základě tohoto pr̊uběhu se po-
tom provád́ı předpovědi a ř́ızeńı dopravy (např. metoda TRANSYT – viz webové stránky
http://www.tdg.co.nz/transyt.htm).

Předkládaný př́ıstup vycháźı ze statického modelováńı a snaž́ı se o jeho vylepšeńı ve dvou
směrech. Za prvé: aproximaćı se bude pr̊uběžně určovat ”ideálńı” pr̊uběh intenzity, za druhé:
pomoćı zapomı́náńı bude možno sledovat pomalé změny ideálńıho pr̊uběhu intenzity během roku.
Mezi jednotlivými skupinami funkćı je možno přeṕınat ručně (podle data), nebo je možno využ́ıt
multimodel̊u (kapitola 8) a přeṕınat nebo mı́chat jednotlivé komponenty modelu automaticky.

9.1 Spline funkce

Definice spline funkce

Spline funkćı stupně ∂ s defektem ∂ − k nazveme funkci p(x) reálného argumentu x, de-
finovanou na systému interval̊u Ii = 〈xi−1, xi〉, i = 1, 2, ..., m, která splňuje následuj́ıćı dvě
podmı́nky

1. na každém intervalu Ii, i = 1, 2, ..., m, je tvořena polynomem pi(x) stupně ∂,

131
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2. na svém definičńım oboru je spojitá a má spojité derivace až do řádu k < ∂.

Body xi, i = 0, 1, ..., m, se nazývaj́ı uzly spline-funkce – viz [20, 21].

P o z n á m k a: Defekt je počet nespojitých derivaćı, který spline funkci ”odlǐsuje od polynomu”.
Nespojitost nejvyšš́ıch derivaćı dává spline-funkci proti čistému polynomu ”větš́ı pružnost”.

P o z n á m k a: Prostým názvem spline funkce se většinou označuje spline-funkce s defektem 1,
tedy tvořená polynomy stupně ∂ a maj́ıćı ∂ − 1 spojitých derivaćı.

P o z n á m k a: Nejčastěji použ́ıvaná je spline funkce prvńıho nebo třet́ıho stupně. Spline funkce
sudého stupně se nepouž́ıvaj́ı, pokud k tomu neńı zvláštńı d̊uvod.

Vyjádřeńı spline funkce pomoćı báze

Spline funkce daného stupně tvoř́ı vektorový prostor. Lze v něm tedy zvolit bázi. Pro naše účely
je výhodná báze tzv. fundamentálńıch spline funkćı qi(x), i = 0, 1, ..., m, která je definována
požadavkem, aby i-tá bázová funkce měla hodnotu jedna v i-tém uzlu a ve všech ostatńıch uzlech
byla nulová [20]. Tedy plat́ı

qi(xi) = 1, ∀i a qi(tj) = 0, ∀i 6= j

V takové bázi jsou váhové koeficienty aproximované funkce f(x) př́ımo rovny hodnotám f(xi)
funkce f(x) v jednotlivých uzlech, tj.

f(x) =
m∑

i=0

f(xi)qi(x) =
m∑

i=0

aiqi(x).

Použit́ı fundamentálńıch bázových funkćı je z praktického hlediska nejvýznamněǰśı u spline
funkćı prvńıho řádu. Bázové funkce jsou zde totiž nenulové jen na dvou intervalech soused́ıćıch
s př́ıslušným uzlem. Pro spline funkce vyšš́ıch řád̊u se tato vlastnost lokality bázových funkćı
nezachová. Uvedeme si proto př́ıklad pro spline funkci prvńıho řádu.

Př́ıklad [ Báze fundamentálnı́ch spline funkcı́ ]
V př́ıpadě spline funkćı 1. řádu jsou bázové funkce qi(x), i = 1, . . . , m + 1, zadány předpisem

qi(x) =





x−xi−1

xi−xi−1
pro x ∈ Ii−1 a i > 1

xi+1−x
xi+1−xi

pro x ∈ Ii a i ≤ m

0 jinde.

Uvažujme konkrétńı situaci: zvolme funkci f(x) po částech lineárńı na intervalech

I1 = 〈0, 2〉, I2 = 〈2, 6〉 a I3 = 〈6, 7〉

a hodnoty funkce f(x) v uzlech

f(0) = a0 = 1, f(1) = a1 = 5, f(2) = a2 = 2 a f(3) = a3 = 3.

Bázové funkce budou čtyři

q0(x) =

{
1− 0.5x pro I1

0 jinde
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q1(x) =





0.5x pro I1

1.5− 0.25x pro I2

0 jinde

q2(x) =





0.25x− 0.5 pro I2

7− x pro I3

0 jinde

q3(x) =

{
x− 6 pro I3

0 jinde

Jejich grafy jsou na obr. 9.1.
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Obrázek 9.1: Fundamentálńı bázové funkce

Vyjádřeńı spline funkce 1. řádu (tj. lineárńı lomené čáry s body zlomu v uzlech a hodnotami
ai v bodech zlomu) pomoćı bázových funkćı je

f(x) =
3∑

i=0

aiqi(x) = 1.q0(x) + 5.q1(x) + 2.q2(x) + 3.q3(x)

P o z n á m k a: Správnost ověřte výpočtem.

( konec př́ıkladu )
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Interpolačńı spline funkce

O interpolačńı spline funkci hovoř́ıme tehdy, jestliže požadujeme, aby spline funkce procházela
předepsanými body. To lze samozřejmě jednoznačně splnit jen v př́ıpadě, kdy počet předepsaných
bod̊u přesně koresponduje s počtem uzl̊u, řádem a defektem spline funkce. Např. v př́ıpadě
defektu 1 muśı být počet bod̊u roven počtu uzl̊u. Ř́ıkáme, že spline funkce interpoluje předepsané
body.

Konstrukci interpolačńı spline funkce je nejlépe provést pomoćı některé báze, např. pomoćı
již zmı́něné báze fundamentálńıch spline funkćı. Pro účely modelováńı však tento druh spline
funkćı neńı př́ılǐs zaj́ımavý.

Aproximačńı spline funkce

Aproximačńı spline funkci dostaneme tehdy, jestliže počet bod̊u, které má křivka sledovat, je
větš́ı a pr̊uchody křivky jednotlivými body nelze splnit. Potom se snaž́ıme, aby tvar křivky byl
takový, aby se křivka co nejv́ıce bĺıžila jednotlivým bod̊um, např. ve smyslu nejmenš́ıch čtverc̊u.
Řekneme, že spline funkce aproximuje předepsané body.

Tento druh spline funkćı bude předmětem našeho zájmu při konstrukci spline model̊u.

Zobecněné spline funkce

V obou předchoźıch př́ıpadech jsme uvažovali spline funkci jako po částech polynomiálńı funkci
s podmı́nkami hladkosti v uzlech. Podobně, jako jsme při přechodu od interpolačńıch spline
funkćı k aproximačńım ustoupili od požadavku přesného pr̊uchodu křivky předepsanými body,
můžeme nyńı uvažovat i o uvolněńı přesných požadavk̊u na hladkost křivky v uzlech. Splněńı
těchto požadavk̊u budeme požadovat jen přibližně, a to s určitou vahou, např. opět metodou
nejmenš́ıch čtverc̊u – viz (2.10) až (2.13). Přesnou spline funkci obdrž́ıme s velkou vahou pro
podmı́nky hladkosti, pro podmı́nky hladkosti s nulovou vahou dostáváme aproximaci nezávislými
polynomy.

Vlastnosti zobecněných spline funkćı demonstruje obrázek 9.2.

9.2 Práce se spline funkcemi

Pro vyjádřeńı spline-funkce na intervalu Ii je výhodné zavést normovaný argument ξi(x) vztahem

ξi(x) =
x− xi−1

xi − xi−1
. (9.1)

Tento normovaný argument na intervalu [xi−1, xi] nabývá hodnot z intervalu [0, 1]. Jeho zave-
deńım se vyhneme velkým hodnotám koeficient̊u použitých polynomů a dostaneme podmı́nky
spojitosti v jednoduchém tvaru.

Celou spline funkci lze vyjádřit ve tvaru

f(x) =
m∑

i=1

pi(ξi(x))χi(x),

Př́ıklad [ Normovaný argument ]
Uvažujme polynom p(x) pro x ∈ (a, b) a jeho transformaci T (x) = gx + h, g, h ∈ R. Tato
transformace představuje změnu měř́ıtka (koeficient g) a posunut́ı (koeficient h). Vyjádř́ıme-li
transformovaný polynom v p̊uvodńı proměnné x, bude mı́t samozřejmě jiné koeficienty.
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Plná čára znač́ı p̊uvodńı funkce, kř́ıžky měřené body, tj. funkce a šum, kroužky označuj́ı
uzly, tečkovaná čára představuje zobecněnou spline funkci. Váha podmı́nek hladkosti (zde
spojitosti) je označena w. Kvalita aproximace je vyjádřena pomoćı směrodatné odchylky
sde chyby aproximace.
Z obrázk̊u je zřejmé, že požadavek hladkosti jde na úkor kvality aproximace. Horš́ı apro-
ximace hladš́ı funkćı však je většinou chápána jako filtrace zašuměné hladké křivky. Váha
hladkosti pak určuje mı́ru filtrace.

Obrázek 9.2: Aproximace pomoćı zobecněné spline-funkce.



136 KAPITOLA 9. SPLINE MODELY

Např́ıklad, když polynom p(x) = 1− 2x + x2 pro x ∈ (0, 2) transformujeme posunut́ım deset
jednotek vpravo, bude mı́t tvar

p(x− 10) = 1− 2(x− 10)x + (x− 10)2 = 121− 22x + x2.

Uvedenou transformaci je však možno provést nejen přepočtem koeficient̊u polynomu, ale také
zavedeńım již zmı́něného normovaného argumentu. Ten bude pro každou transformaci jiný podle
vzorce (9.1) a bude záviset na hranićıch transformovaného definičńıho oboru (a, b). Pro takto
zavedený normovaný argument bude nav́ıc platit ξ(a) = 0 a ξ(b) = 1.

Pro uvedený č́ıselný př́ıklad bude normovaný argument dán výrazem

ξ(x) =
x− 10
12− 10

= 0.5x− 5

a transformovaný (posunutý) polynom bude mı́t tvar

p(ξ(x)) = 1 + 4ξ + 4ξ2,

s t́ım, že plat́ı ξ(10) = 0 a ξ(12) = 1. Tento tvar bude pro všechny transformace stejný (sa-
mozřejmě vždy se svým normovaným argumentem) a normovaný argument bude vždy 0 na
začátku intervalu a 1 na jeho konci. ( konec př́ıkladu )

Spline funkce 1. stupně

Na intervalu Ii je spline-funkce definována polynomem

pi(ξi(x)) = ai + biξi(x). (9.2)

Podmı́nky hladkosti se zde redukuj́ı na podmı́nky spojitosti, které pro dva navazuj́ıćı intervaly
Ii a Ii+1, zahrnuj́ıćı uzly xi−1, xi a xi+1, představuj́ı polynomiálńı rovnici

pi(ξi(xi)) = pi+1(ξi+1(xi)), tj. pi(1) = pi+1(0).

Dosad́ıme-li do předchoźıho vztahu vyjádřeńı polynomů podle (9.2), dostaneme rovnici, vy-
jadřuj́ıćı spojitý přechod v uzlu xi

ai + bi = ai+1. (9.3)

Odtud je vidět, že když stanov́ıme jednu počátečńı podmı́nku vlevo (nejsṕı̌se hodnotu, kde spline
funkce zač́ıná), zbývá pro každý interval jen jediný volný koeficient. Druhý je určen podmı́nkami
spojitosti.

Chceme-li tyto podmı́nky vyjádřit přibližně, použijeme tvar regresńıho modelu

ai + bi = ai+1 + ε, (9.4)

kde
ai + bi je známé č́ıslo, (zde představuje změřenou hodnotu),

ai+1 je nastavovaný koeficient (konstanta modelu) a

ε je obecné označeńı chyby v přesném splněńı podmı́nek (šum modelu).

P o z n á m k a: Podmı́nky lze použ́ıt bud’ bez šumu pro konstrukci ”přesných” spline funkćı,
nebo se šumem je přidat mezi podmı́nky aproximačńı. Výsledná spline funkce bude potom
kompromisem mezi požadavky na aproximaci a spojitost.
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Spline funkce 3. stupně

Na intervalu Ii je spline-funkce definována polynomem

pi(ξi(x)) = ai + biξi(x) + ciξ
2
i (x) + diξ

3
i (x). (9.5)

Podmı́nky hladkosti jsou zde vyjádřeny podmı́nkami na spojitost a návaznost 1. a 2. derivace
(znač́ıme apostrofem ′ a ′′), tedy pro uzel xi

pi(1) = pi+1(0), p′i(1) = p′i+1(0), p′′i (1) = p′′i+1(0).

Po dosazeńı (9.5) dostáváme podmı́nky pro koeficienty polynomů

ai + bi + ci + di = ai+1, (9.6)

bi + 2ci + 3di = bi+1, (9.7)

ci + 3di = ci+1. (9.8)

Podmı́nky hladkosti lze samozřejmě použ́ıt stejně jako v př́ıpadě spline funkce 1. stupně.

9.3 Spline model intenzity dopravńıho toku

Jak jsme již uvedli, budeme modelovat jednu dopravńı veličinu (intenzitu dopravńıho toku) na
jednom mı́stě. Budeme uvažovat neř́ızený statický model ve tvaru – srv. (4.14). Protože veličiny
na veličiny v modelu pohĺıž́ıme jako na funkce času, budeme opět mı́sto symbolu x v indexu
použ́ıvat symbol času t.

yt = ft + et, (9.9)

kde
t je časový okamžik měřený od určité referenčńı hodiny (např. 5.00 hod ráno).
yt je modelovaná intenzita v časovém okamžiku t,

ft je hodnota typického pr̊uběhu intenzity v čase t,

et je porucha, odchylka okamžité intenzity od jej́ı typické hodnoty.
Typickou hodnotu intenzity budeme modelovat pomoćı zobecněné spline-funkce

ft =
m∑

i=1

pi(ξi(t))χi(t), (9.10)

kde pi je polynom (9.2) nebo (9.5) na jehož koeficienty klademe ”přibližné podmı́nky hladkosti”.
Dosad́ıme-li předchoźı vyjádřeńı typické hodnoty pr̊uběhu intenzity do modelu (9.9), můžeme

jej pro jeden den psát ve tvaru statického regresńıho modelu s proměnnou konstantou

yt = θT ϕt + et (9.11)

kde
θ je vektor parametr̊u (koeficient̊u všech polynomů tvoř́ıćıch spline funkci)

θ = [p1, p2, . . . , pm]T , kde pi je vektor koeficient̊u i-tého polynomu, řazený od abso-
lutńıho členu.
Pro 1. resp. 3. stupeň spline funkce je

pi = [ai, bi] resp. pi = [ai, bi, ci, di], i = 1, 2, . . . , m,
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ϕt je regresńı vektor
ϕt = [φ1χ1(t), φ2χ2(t), . . . , φmχm(t)].
Opět pro 1. resp. 3. stupeň spline funkce a i = 1, 2, . . . , m plat́ı

φi = [1, ξi(t)], resp. φi = [1, ξi(t), ξ2
i (t), ξ3

i (t)].

Regresńı vektor je tedy tvořen nulami, jen na mı́stě, odpov́ıdaj́ıćım právě aktuálńımu intervalu
jsou umı́stěny normované argumenty př́ıslušného polynomu. Takto konstruovaný regresńı vektor
představuje aproximačńı podmı́nky (tedy požadavek, aby spline funkce ležela bĺızko změřeným
hodnotám).

Abychom zaručili požadovanou hladkost zobecněné spline-funkce, je třeba ještě zajistit ”při-
bližné” splněńı podmı́nek hladkosti, rovněž modelovaných ve tvaru regresńıho modelu (viz (9.4)),
které pro 1. stupeň spline funkce jsou

ai + bi = ai+1 + ε (9.12)

a pro 3. stupeň

ai + bi + ci + di = ai+1 + ε spojitost (9.13)
bi + 2ci + 3di = bi+1 + ε 1. derivace (9.14)

ci + 3di = ci+1 + ε 2. derivace (9.15)

Vezmeme-li v úvahu strukturu vektoru parametr̊u, zavedenou modelem (9.11), odpov́ıdaj́ı těmto
podmı́nkám hodnoty výstupu rovny levým stranám předchoźıch rovnic (určeným z koeficient̊u
předchoźıho polynomu) a regresńı vektory, tvořené nulami a obsahuj́ıćı jedničku na př́ıslušném
mı́stě odpov́ıdaj́ıćım koeficientu z pravé strany rovnice. Tak např. pro 3. stupeň spline funkce
a druhý interval I2 bude tzv. virtuálńı regresńı vektorϕ roven:

ϕ = [0, 0, 0, 1, 0, . . .] pro spojitost

ϕ = [0, 0, 0, 0, 1, 0, . . .] pro 1. derivaci

ϕ = [0, 0, 0, 0, 0, 1, 0, . . .] pro 2. derivaci.

Hodnoty výstupu budou postupně: a1 + b1 + c1 + d1; b1 + 2c1 + 3d1 a c1 + 3d1.
Podobné vztahy plat́ı i pro daľśı intervaly, hodnoty na prvńım intervalu jsou konstruovány

na základě okrajových podmı́nek.
Odhad parametr̊u prob́ıhá např. metodou nejmenš́ıch čtverc̊u, kam jako datový vektor

dodáváme skutečný regresńı vektor ϕt podle (9.11) a podmı́nky hladkosti respektujeme přidáńım
virtuálńıch regresńıch vektor̊u s př́ıslušnými vahami. Velikost vah, s nimiž tyto regresńı vektory
použijeme určuje mı́ru přesnosti splněńı požadavk̊u na hladkost aproximuj́ıćı zobecněné spline-
funkce.

9.4 Program pro odhadováńı spline-modelu

Následuj́ıćı program generuje postupně zašuměné hodnoty funkce zadané procedurou
ym = func(t) (zde je to tlumená funkce kosinus) a provád́ı jejich aproximaci zobecněnou spline
funkćı prvého nebo třet́ıho řádu určenou metodou nejmenš́ıch čtverc̊u. Výsledek aproximace
zobrazuje program ve formě grafu. Kromě předpisu pro aproximovanou funkci je v programu
možno zadat
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xx - vektor uzl̊u zobecněné spline funkce,
ae - amplituda šumu měřeńı při vzorkováńı aproximované funkce,
h - (hustá) perioda vzorkováńı aproximované funkce,
ord - řád spline funkce (1 nebo 3),
w - váhy podmı́nek hladkosti (spojitost, prvńı a druhá derivace),
hs - perioda vzorkováńı pro zobrazeńı výsledk̊u.

Hlavńı program

% Aproximace pomocı́ zobecněné spline-funkce 1. nebo 3. řádu
% ---------------------------------------------------------
clc, clear all, randn(’seed’,1234)
xx = 0:4:16; % uzly (i neekvidistantnı́)
ae = .1; % amplituda šumu měřenı́
ff = func(xx); % konstrukce pro graf
h = .5; % perioda vzorkovánı́
ord= 3; % řád spline funkce (1|3)
w = [1000 10 0]; % váhy pro 0., 1. a 2. derivaci
s = min(xx)+h:h:max(xx); % body vzorkovánı́
no = ord+2;

% Měřenı́ hodnot a odhad
V = 1e-5*eye(no); % počátečnı́ rozšı́řená informačnı́ matice
yy=[]; y1=[]; aa=[];

% cyklus pro čas
for t=s
e = ae*randn; % šum měřenı́
ym = func(t); % výstup bez šumu
y = ym+e; % výstup se šumem
yy=[yy y]; y1=[y1 ym]; % body funkce (vektor y)
[ti, ii]=xi(t, xx); % norm. argument a interval pro y
in=n_int(t+h, xx); % interval pro přı́štı́ y
psi = datv(y,ti,ord); % datový vektor pro 1. řád
V = V+psi’*psi; % update informačnı́ matice
if in>ii % přechod na nový interval
a = inv(V(2:no,2:no))*V(2:no,1);% rozdělenı́ inf. matice
aa = [aa a]; % koef. polynomů (po sloupcı́ch)
psi= datv0(w,a,ord); % podmı́nky hladkosti
V = psi’*psi; % inf. matice - podm. hladkosti

end
end

% Výsledky
hs = .05; % krok vzorkovánı́
ss = min(xx)+hs:hs:max(xx); % body vzorkovánı́
ys = [];
for t=ss % generovánı́ spline funkce
[ti, ii]=xi(t, xx); % norm. argument a č. intervalu
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psi = datv([],ti,ord); % datový vektor
yp = psi*aa(:,ii); % hodnota spline funkce
ys = [ys yp];

end
ep = func(ss)-ys; % chyba aproximace
sde = std(ep) % směr. odch. chyby aproximace
figure(1),plot(s,yy,’rx’,s,y1,’r:’,ss,ys,’c’,xx,ff,’om’,’markersize’,5)
title(’Cistá funkce (..), funkce se šumem (x), aproximace (-), uzly (o)’)

Do p o r u č e n é e x p e r i m e n t y

1. Bezprostředńı experiment je změna aproximované funkce. Tu je možno zadat změnou
podp̊urné funkce func. Zkuste si, co aproximace ”dokáže”. Brzy ale zjist́ıte, že je třeba
měnit i daľśı parametry aproximace. O nich se zmı́ńıme v daľśım.

2. Pro stejnou funkci lze ještě měnit amplitudu šumu měřeńı pomoćı koeficientu ae = .1.
Větš́ı šum, např. ae = 1 znamená samozřejmě obt́ıžněǰśı aproximaci.

3. Změna periody spline-aproximace. Provedeme ji změnou uzl̊u aproximace, které jsou
zadány ihned na začátku programu př́ıkazem xx = 0:4:16. Zadává se počátek : krok : ko-
nec. Zkráceńı periody lze tedy provést např. př́ıkazem xx = 0:2:16, prodloužeńı př́ıkazem
xx = 0:8:16. Zkuste s p̊uvodńı funkćı a porovnejte.

4. Spline funkce je po částech polynomiálńı funkce, kde polynomiálńı úseky jsou napojeny
s určitou hladkosti. V našem pojet́ı lze dokonce určovat mı́ru požadované hladkosti, a to
prostřednictv́ım vah w = [1000 10 0]. Prvńı složka určuje mı́ru hladkosti nulté derivace
(tj. spojitost), druhá složka mı́ru hladkosti prvńı a třet́ı složka mı́ru hladkosti druhé deri-
vace. Č́ım je koeficient větš́ı, t́ım vyšš́ı mı́ra hladkosti se požaduje.

5. Změna periody vzorkováńı zašuměné funkce se provede změnou parametru h = .5. Kratš́ı
perioda vzorkováńı znamená v́ıce bod̊u pro aproximaci. Perioda uzl̊u v aproximaci může
být kratš́ı, pokud je to potřeba.

6. Parametrem ord = 3 lze změnit spline-funkci 3. řádu na řád 1. Obecně se doporučuje
3. řád, 1. řád je však velmi jednoduchý a mnohdy postač́ı. Zkuste pro r̊uzné funkce r̊uzné
řády spline-aproximace.

Podp̊urné funkce

Aproximovaná funkce

function y=func(x)
% y=func(x)
% aproximovaná funkce
%
% y hodnota funkce
% x argument funkce
%
y = cos(x).*exp(-.1*x);
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Normovaný argument polynomu

Poč́ıtá hodnotu normovaného argumentu podle vzorce (9.1).

function [xx, ii]=xi(xt, x)
% xx = xi(xt, x)
% výpočet normovaného argumentu pro spline-aproximaci
%
% xx normovaný argument
% ii pořadı́ aktuálnı́ho intervalu
% xt aktuálnı́ argument
% x vektor spline-uzlů
%
ii = n_int(xt,x);
xx = (xt-x(ii))/(x(ii+1)-x(ii));

Pořad́ı aktuálńıho intervalu spline funkce

Podle zadané aktuálńı hodnoty argumentu x a vektoru uzl̊u spline funkce urč́ı pořad́ı aktuálńıho
intervalu spline funkce. Např. pro x = 5 a uzly xi = [1, 3, 7, 10] je aktuálńı druhý interval.

function ii=n_int(xt, x)
% i = n_int(xt, x)
% pořadı́ aktuálnı́ho spline-intervalu
%
% ii pořadı́ aktuálnı́ho intervalu
% xt aktuálnı́ argument
% x vector spline-uzlů
%
ii = sum(x<xt);

Konstrukce datového vektoru pro aproximaci

Datový vektor je tvořen změřenou hodnotou aproximované funkce a př́ıslušnými mocninami
normovaného argumentu. Pro spline funkce prvého řádu je to jen nultá a prvńı mocnina (jednička
a hodnota argumentu), pro třet́ı řád mocniny řádu nula až tři.

function dv=datv(y,xi,ord)
% dv = datv(y,xi,ord)
% konstrukce datového vektoru
%
% dv datový vektor = [data, regresnı́ vektor]
% = [hodnota funkce, mocniny xi]
% y změřená hodnota dat
% xi normovaný argument
% ord řád spline-funkce
%
if isempty(y), dv=1;
else dv=[y 1];
end
for i=1:ord
dv = [dv xi^i];

end
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Konstrukce datového vektoru pro podmı́nky hladkosti

Virtuálńı regresńı vektory se konstruuj́ı podle vztah̊u (9.3) pro prvńı řád, nebo (9.6), (9.7), (9.8)
pro třet́ı řád.

function dv=datv0(w,a,ord)
% dv = datv0(w,a,ord)
% konstrukce datového vektoru pro podmı́nky hladkosti
%
% dv datový vektor
% w váhy pro podmı́nky hladkosti
% a parametry polynomu z předchozı́ho intervalu
% ord řád spline-funkce
%
dv=w(1)*[sum(a) 1 zeros(1,ord)]; % pro 1. řád
if ord==3 % pro 3. řád se přidá
dv1 = w(2)*[a(2)+2*a(3)+3*a(4) 0 1 0 0];
dv2 = w(3)*[2*a(3)+6*a(4) 0 0 2 0];
dv = dv+dv1+dv2;

end



Kapitola 10

Př́ıklady

10.1 Regresńı model se středńı hodnotou ve tvaru

polynomu

Lineárńım modelem máme na mysli model, jehož deterministickou část můžeme vyjádřit pomoćı
skalárńıho součinu ϕT

t θ (viz (4.7)), kde ϕt je regresńı vektor a θ je vektor parametr̊u. Uvažujme
regresńı vektor s deterministickou část́ı ve tvaru polynomu

p(t) = pkt
k + pk−1t

k−1 + . . . + p1t + p0.

Určete:
a) Regresńı vektor a vektor parametr̊u takového modelu.
b) Typ tohoto modelu.

Ř E Š EN Í
a) Regresńı model má tvar

yt = pkt
k + pk−1t

k−1 + . . . + p1t + p0 + et = ϕT
t θ + et

kde
ϕt = [tk, tk−1, . . . , t, 1]T a θ = [pk, pk−1, . . . , p1, p0]T .

b) Jedná se o lineárńı statický regresńı model, kde konstanta modelu je časově proměnná a
je vyjádřena pomoćı polynomu. Viz str. 55.

P o z n á m k a: Takový model je vhodný např. pro odhad závislosti intenzity dopravńıho proudu
na jeho hustotě. Tato závislost má přibližně tvar konkávńı paraboly. Připust́ıme-li odchylky od
takového tvaru, pak dobrým základem pro modelováńı je polynom.

10.2 Regresńı model popisuj́ıćı exponenciálu

Určete regresńı model popisuj́ıćı odezvu systému popsaného diferenciálńı rovnićı

y′ = −αy , y(0) = 1, α ≥ 0

143
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Ř E Š EN Í 1
Přibližné řešeńı dostaneme, nahrad́ıme-li derivace diferencemi, tedy

y′(τ) → y(τ + h)− y(τ)
h

,

kde h je délka kroku diskretizace. Zadanou diferenciálńı rovnici pak lze přibližně zapsat takto

y(τ + h)− y(τ)
h

= −αy(τ) ⇒ y(τ + h) = (1− hα)y(τ)

Zavedeme normovaný čas t tak, že označuje nejnověǰśı časový okamžik, tady t = τ + h a h = 1,
a budeme jej vyznačovat jako index př́ıslušné proměnné. Bude tedy yt = y(τ +h) a yt−1 = y(τ).
Př́ıslušná diferenčńı rovnice (hledaný regresńı model) bude

yt = ayt−1, y0 = 1,

kde a = 1− hα.

P o z n á m k a: Tato metoda selhává pro velmi malá h. Pro h → 0 bude a → 1, yt = yt−1

a odvozená diferenčńı rovnice degeneruje.

Ř E Š EN Í 2
Přesné řešeńı dostaneme tak, že urč́ıme řešeńı zadané diferenciálńı rovnice, a pak nalezneme di-
ferenčńı rovnici, která toto řešeńı generuje. Řešeńım diferenciálńı rovnice s počátečńı podmı́nkou
y(0) = 1 je funkce

y(τ) = e−ατ .

Pro posunutou hodnotu plat́ı

y(τ + h) = e−α(τ+h) = e−ατe−αh = y(τ)e−αh.

Odpov́ıdaj́ıćı diferenčńı rovnice je

yt = ãyt−1, ã = e−αh.

P o z n á m k a: Porovnáńı obou výsledk̊u zjist́ıme, že koeficient a z prvńıho přibližného postupu
je prvńım členem Taylorova rozvoje koeficientu ã z druhého přesného postupu.

10.3 Regresńı model popisuj́ıćı funkci sinus

Určete regresńı model, který popisuje funkci y(t) = sin(t).

Ř E Š EN Í
Diferenciálńı rovnici generuj́ıćı funkci y(t) = sin(t) dostaneme tak, že tuto funkci dvakrát de-
rivujeme: y′(t) = cos(t), y′′(t) = − sin(t) a v druhé derivaci dosad́ıme: y′′(t) = −y(t). Hledaná
diferenciálńı rovnice je

y′′(t) + y(t) = 0, y(0) = 0, y′(0) = 1.

Daľśı postup je obdobný jako v předchoźım př́ıkladě, proto jej jen naznač́ıme.
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Přiblǐzné řešeńı: Derivace nahrad́ıme diferencemi a dostaneme

yt − 2yt−1 + ayt−2 = 0, a = 1 + h2, y(0) = 0, y(−h) = − sin(h).

Přesné řešeńı: Vyjádř́ıme dvakrát a jednou posunutou funkci y(τ) = sin(τ):

y(τ + 2h) = sin(τ + 2h) = cos(h) sin(τ + h)− (sin(h))2 sin(τ) + sin(h) cos(h) cos(τ)
y(τ + h) = sin(τ + h) = cos(h) sin(τ) + sin(h) cos(τ)

Z druhé rovnosti vyjádř́ıme cos(τ) a dosad́ıme do prvńı. Rovněž dosad́ıme sin(τ) = y(τ)
a sin(τ + h) = y(τ + h). Tak dostaneme

yt − 2ãyt−1 + yt−2 = 0, ã = cos(h), y0 = 0, y−1 = − sin(h)

Následuje program realizuj́ıćı uvedené výpočty.

% Diferenčnı́ rovnice generujı́cı́ funkci y=sin(x)
% ---------------------------------------------
clc, clear all
N = 20; % počet kroků generovánı́
h = .05; % délka kroku generovánı́
tt= 0:h:N; % hodnoty t pro generovánı́

% přibližné řešenı́ diskretizace
a = 1+h^2; % koeficient diferenčnı́ rovnice
y1 = 0; % jednou zpožděný výstup na počátku
y2 = -sin(h); % dvakrát zpožděný výstup na počátku
yy1=[];
for t=tt
y = 2*y1-a*y2; % hodnota výstupu modelu
yy1= [yy1 y];
y2 = y1; % posun hodnot staré -> ještě staršı́
y1 = y; % nová -> stará

end

% přesné řešenı́ diskretizace
a = cos(h); % koeficient diferenčnı́ rovnice
y1 = 0; % jednou zpožděný výstup na počátku
y2 = -sin(h); % dvakrát zpožděný výstup na počátku
yy2=[];
for t=tt
y=2*a*y1-y2; % hodnota výstupu modelu
yy2=[yy2 y];
y2=y1; % posun hodnot staré -> ještě staršı́
y1=y; % nová -> stará

end

% zobrazenı́ výsledků
figure(1),plot(tt,yy1,’:’,tt,yy2,’-’)
title(’Přibližná (..) a přesná (-) simulace funkce sin(x)’)
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Do p o r u č e n é e x p e r i m e n t y

1. S rostoućım počtem krok̊u simulace N se zvětšuje rozd́ıl mezi přibližným a přesným
řešeńım.

2. S kratš́ı periodou vzorkováńı se rozd́ıly mezi přibližným a přesným řešeńım zmenšuj́ı.

3. Zkuste odvodit vzorce a pozměnit program tak, aby generoval funkci y = cos(x).

10.4 Regresńı model s rovnoměrným šumem

Určete model chyby zaokrouhlováńı uř́ıznut́ım desetinné části č́ısla

δt = yt − [yt],

kde symbol [ · ] znač́ı př́ıslušné zaokrouhleńı. Určete středńı hodnotu a rozptyl chyby δt.

Ř E Š EN Í
Chyba zaokrouhleńı může být v intervalu (0; 1) a předpokládáme-li, že zaokrouhlovaná č́ısla
přicházej́ı zcela náhodně, bude rozdělena rovnoměrně. Model tedy bude – srv. odstavec 4.1.3

δt = 0.5 + et, f(et) =

{
1 pro et ∈ (−0.5; 0.5)
0 jinde

a pro šum modelu plat́ı

E[et] =
∫ 0.5

−0.5
etf(et)det = 0; D[et] =

∫ 0.5

−0.5
e2
t det − (E(et))2 = 1/12.

Středńı hodnotu a rozptyl chyby zaokrouhleńı δt můžeme určit pomoćı modelu

E[δt] = E[0.5 + et] = 0.5 + E[et] = 0.5

a
D[δt] = D[0.5 + et] = 0 + D[et] =

1
12

.

P o z n á m k a: Výsledky, které jsme obdrželi s pomoćı modelu m̊užeme ověřit př́ımým výpočtem:
Hustotu pravděpodobnosti chyby zaokrouhleńı dt dostaneme transformaćı hp šumu podle rovnice
modelu. Tato hustota má rovněž rovnoměrné rozděleńı

f(δt) =

{
1 pro δt ∈ (0; 1)
0 jinde

Středńı hodnota (v libovolném čase)

E[δ] =
∫ 1

0
δ 1dδ = 0.5

Rozptyl (v libovolném čase)

D[δ] = E[δ2]− (E[δ])2 =
∫ 1

0
δ2 1dδ − 0.52 =

1
12

.

Výsledky se shoduj́ı s těmi, které jsme obdrželi s pomoćı modelu.
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10.5 Diskrétńı model

Sledujeme malou oblast městských komunikaćı a podle jej́ı úrovně provozu rozlǐsujeme stupně
dopravy 1, 2 a 3. Napǐste model, který popisuje tuto situaci.

Ř E Š EN Í
Vzhledem k platnosti základńıch fyzikálńıch zákon̊u (zachováńı hmoty a setrvačnosti)
předpokládáme, že bude existovat určitá vazba mezi dvěma následuj́ıćımi stavy. Zvoĺıme
proto dynamický model a pro jednoduchost jej ponecháme 1. řádu. Tento model lze vyjádřit
podmı́něnými pravděpodobnostmi – srv. odstavec 4.1.4

f(st = i|st−1 = j,Θ) = Θi,j , (10.1)

kde
st a st−1 jsou stavy dopravy v časech t a t− 1; i, j ∈ {1, 2, 3} a
Θ je matice pravděpodobnost́ı přechodu mezi jednotlivými stavy.

Uvedený model lze psát také ve tvaru

f(st = i|st−1 = j,Θ) =
∏

i

∏

j

Θδ(st,i)δ(st−1,j)
i,j ,

kde δ(s, i) je Kroneckerova funkce δ(s, i) = 1 pro s = i a δ(s, i) = 0 pro s 6= i. Toto druhé
vyjádřeńı modelu je vhodné pro daľśı odhadováńı.

10.6 Spojitý model s diskrétńı veličinou

Na jednom mı́stě dopravńı komunikace modelujeme intenzitu dopravńıho proudu. Situace je
komplikovaná t́ım, že v sousedstv́ı je určitá oblast, která bývá často uzavřena. Tato uzav́ırka
má podstatný vliv na provoz v modelovaném mı́stě, nebot’ tudy vede obj́ıžd’ka uzavřené oblasti.
Napǐste model intenzity dopravńıho proudu ve sledovaném mı́stě, jestliže
a) zanedbáme vlastńı dynamiku proudu a sledujeme jen vliv uzav́ırky v sousedstv́ı,
b) chceme postihnout současně dynamiku proudu i vliv uzav́ırky,
c) uvažujeme r̊uzné rozptyly model̊u pro jednotlivé stavy uzav́ırky.

Ř E Š EN Í
Uvažujeme situaci bez uzav́ırky st = 1, s uzav́ırkou st = 2.
a) Bez vlastńı dynamiky: Pro jeden konkrétńı stav uzav́ırky st = I, I ∈ {1, 2} bude intenzita yt

popsána statickým regresńım modelem – srv. (4.27)

f(yt|st = I, Θ) =
1√
2πr

exp
{
− 1

2r
(yt − µI)2

}
,

kde µI jsou středńı hodnoty, r̊uzné pro r̊uzné modely, a r je společný rozptyl šumu.
Tento model můžeme vyjádřit jako součin jednotlivých model̊u, umocněných na př́ıslušnou

Kroneckerovu funkci

f(yt|st = I, Θ) =
2∏

i=1

[
1√
2πr

exp
{
− 1

2r
(yt − µi)2

}]δ(i,I)

(10.2)

=
1√
2πr

exp

{
− 1

2r

2∑

i=1

(yt − µi)2δ(i, I)

}
. (10.3)
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Všimneme si sumy v exponentu modelu a doplńıme ji na úplný čtverec

(yt − µ1)2δ(1, I) + (yt − µ2)2δ(2, I) = [yt − µ1δ(1, I)− µ2δ(2, I)]2.

Při úpravách jsme použili skutečnosti, že δ(1, I)δ(2, I) = 0, nebot’ vždy právě jeden z činitel̊u je
roven nule. S touto úpravou exponentu má model tvar

f(yt|st = I,Θ) =
1√
2πr

exp
{
− 1

2r
[yt − µ1δ(1, I)− µ2δ(2, I)]2

}
.

Regresńı vektor a vektor parametr̊u takového modelu je

ϕt = [δ(1, I), δ(2, I)]T , Θ = [µ1, µ2]T

P o z n á m k a: Problematikou kombinace spojitých a diskrétńıch veličin při modelováńı a odhadu
se bĺıže zabývá článek [10].

b) S vlastńı dynamikou: Předchoźı statický model rozš́ı̌ŕıme na dynamický prvńıho řádu.
Budeme tedy uvažovat závislost intenzity yt na intenzitě yt−1, zjǐstěné v předchoźım okamžiku
měřeńı. Vzhledem k zavedeńı této dynamiky je rozumné uvažovat rovněž dynamiku v diskrétńı
proměnné – uzav́ırce oblasti v sousedstv́ı. Pro jednoduchost budeme stále uvažovat rozptyl šumu
společný všem jednotlivým komponentám modelu. Nový model bude mı́t tvar

f(yt|yt−1, st = I, st−1 = J,Θ) =
1√
2πr

exp
{
− 1

2r
(yt − aI,Jyt−1 + bI,J)2

}
,

kde I, j ∈ {1, 2} jsou hodnoty stavu uzav́ırky v současném a minulém okamžiku měřeńı. Model
lze opět vyjádřit jako součin (10.2) a (10.3)

f(yt|yt−1, st = I, st−1 = J,Θ) =
∏

i,j

[
1√
2πr

exp
{
− 1

2r
(yt − ai,jyt−1 + bi,j)2

}]δ(i,j;I,J)

=

=
1√
2πr

exp



−

1
2r

∑

i,j

[
(yt − ai,jyt−1 + bi,j)2δ(i, j; I, J)

]


 =

=
1√
2πr

exp



−

1
2r

(yt −
∑

i,j

ai,jyt−1δ(i, j; I, J) +
∑

i,j

bi,jδ(i, j; I, J))2


 ,

kde jsme opět využili skutečnosti, že
∑

i,j δ(i, j; I, J) = 1 a δ(i1, j1; I, J)δ(i2, j2; I, J) = 0 pro
(i1, j1) 6= (i2, j2).
Odtud plyne, že regresńı vektor a vektor parametr̊u budou

ϕt = [yt−1δ11, δ11, yt−1δ12, δ12, yt−1δ21, δ21, yt−1δ22, δ22]T ,

kde δi,j = δ(i, j; I, J) a

Θ = [a11, b11, a12, b12, a21, b21, a22, b22]T .

c) S r̊uznými rozptyly v jednotlivých stavech: Předchoźı dvě úlohy byly velmi zjednodušeny
t́ım, že jsme uvažovali shodné rozptyly model̊u v jednotlivých stavech. Dı́ky tomu jsme obdrželi
speciálńı řešeńı pro odhad s kompaktńım regresńım vektorem, společným pro všechny stavy. Tato
úloha ukazuje standardńı postup odhadováńı modelu se smı́̌senými (tj. spojitými i diskrétńımi)
daty. Řešeńı lze stručně shrnout takto:
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– kolik je r̊uzných hodnot diskrétńı veličiny (tj. kolik je stav̊u systému), tolik je r̊uzných
statistik pro odhad parametr̊u,

– změřená hodnota diskrétńı veličiny v okamžiku t vybere př́ıslušnou statistiku (od-
pov́ıdaj́ıćı př́ıslušnému stavu) a ta se přepočte s daty v tomto okamžiku naměřenými,

– každá statistika poskytuje odhad parametr̊u modelu pro odpov́ıdaj́ıćı stav.
Model systému poṕı̌seme hp f(yt, st = I|Θ) = fI(yt|ΘI), kde jsme vyjádřili skutečnost, že
př́ıslušný stav pouze vybere př́ıslušný model se svými parametry (index u Θ) a př́ıpadně svoj́ı
strukturou (index u f).

P o z n á m k a: V př́ıpadě, že bychom chtěli stavy modelovat, by rozklad sdruženého modelu byl
následuj́ıćı: f(yt, st = I|Θ) = f(yt|st = I,ΘI)f(st|Θ), kde druhá hp je tabulka, tady vektor,
pravděpodobnost́ı jednotlivých stav̊u, př́ıpadně parametrizovaný (s parametry zahrnutými do
vektoru Θ).

Bayes̊uv vzorec pro uvažovaný model a ns r̊uzných stav̊u má tvar

f(Θ|D(t)) ∝ f(yt, st|D(t− 1),Θ)f(Θ|D(t− 1)).

Vyjádř́ıme-li hp parametr̊u v součinovém tvaru a model systému zaṕı̌seme pro př́ıslušný změřený
stav st = I, dostaneme

ns∏

i=1

f(Θi|D(t)) ∝
ns∏

i=1

fi(yt|st = i,Θi)δ(i,I)f(Θi|D(t− 1)).

Obě strany předchoźıho výrazu můžeme integrovat přes všechna Θj , kde j 6= I. Dostaneme

f(ΘI |D(t)) ∝ fI(yt|st = I, ΘI)f(ΘI |D(t− 1)),

což je ”obyčejný” Bayes̊uv vztah pro přepočet statistik modelu, odpov́ıdaj́ıćıho stavu I.
Daľśı postup odhadováńı je již standardńı. Následuje program odhaduj́ıćı parametry sta-

tického modelu s třemi stavy a se separátńım přepočtem jednotlivých statistik.

% Odhad modelu se smı́šenými daty
% ------------------------------
% - simulovány 3 stavy s pravděp. al=0.2, 0.5, 0.3
% - model každého ze stavů je statický se
% střednı́ hodnotou mi a směrodatnou odchylkou sg
% - výsledné parametry jsou Md{i}.th
%
clc, clear all, randn(’seed’,123), rand(’seed’,456)
nd = 1000; % počet dat pro simulaci a odhad
mi = [1 3 5]; % střednı́ hodnoty modelů
sg = [1 1 1]*.6; % směrodatné odchylky modelů
al = [.2 .7]; % pravděpodobnosti stavů: al(i)-al(i-1)
y = zeros(1,nd);
nk = length(al)+1;

% struktura pro statistiky a odhady parametrů
for i=1:nk,
Md{i}.v = eye(2)*1e-5; % regularizace informačnı́ matice
Md{i}.th = 0; % apriornı́ parametry jsou 0

end
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% simulace a přepočet informačnı́ matice
for t=1:nd
k=genpt(al); % generátor aktivnı́ho stavu
y(t) = mi(k)+sg(k)*randn; % simulovaná data
fi = [y(t) 1]; % regresnı́ vektor
Md{k}.v = Md{k}.v+fi’*fi; % přepočet informačnı́ matice

end

% výpočet odhadů střednı́ch hodnot a disperzı́ modelů
for i=1:nk
Md{i}.th = Md{i}.v(1,2)/Md{i}.v(2,2);
Md{i}.sg2 = (Md{i}.v(1,1)-Md{i}.v(1,2)^2/Md{i}.v(2,2))/Md{i}.v(2,2);

end

% tisk hodnot odhadu parametrů a obrázek
disp(’Odhadnuté parametry modelů pro jednotlivé stavy:’)
disp(’ stř. hod. - sm. odch.’)
for i=1:nk
fprintf(’Stav %u’,i)
disp([Md{i}.th, sqrt(Md{i}.sg2)])

end
figure(1),hist(y,100)
title(’Histogram simulovaných dat’)

function k=genpt(al)
% k=genpt(al)
% náhodný generátor stavu
% al - kumulativnı́ pravděpodobnosti stavů
% k - ukazovátko na aktivnı́ stav
%
n=length(al);
rr=rand;
k=n+1;
for i=1:n
if rr<al(i), k=i; break, end

end

P o z n á m k a: Program odhaduje středńı hodnoty (tj. polohy) jednotlivých stav̊u, reprezento-
vaných jako kopečky ve výsledném histogramu. Kvalitu odhadu lze rychle (tj. bez ohledu na
odhadnuté rozptyly model̊u, tj. š́ı̌rky kopečk̊u) posoudit porovnáńım poloh vrcholk̊u kopečk̊u
a odhadnutých středńıch hodnot. V Daľśı fázi posuzováńı kvality odhadu je možno porovnávat
i odhadnuté směrodatné odchylky a š́ı̌rky kopečk̊u.

Do p o r u č e n é e x p e r i m e n t y

1. Změna počtu dat nd = 1000 a kontrola kvality odhadu pro malý počet dat.

2. Změna simulovaných středńıch hodnot model̊u mi = [1 3 5] a kontrola jejich odhad̊u
Md{i}.th.
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3. Změna simulovaných směrodatných odchylek model̊u sg = [1 1 1]*.6a kontrola jejich
odhad̊u Md{i}.sg2.

4. Změna pravděpodobnosti aktivit jednotlivých stav̊u soustavy, tj. změna prvk̊u vektoru
al = [.2 .7] – ten definuje pravděpodobnosti aktivit jako 0.2, 0.7-0.2=0.5 a 1-0.7=0.3.
Změny by se měly projevit např. horš́ımi odhady pro málo pravděpodobné stavy.

10.7 Regresńı model jako filtr

V základńım kurzu statistiky se hovoř́ı o regresńı př́ımce, která je proložena body s lineárńım
trendem. Chceme-li předpov́ıdat polohu daľśıch bod̊u, urč́ıme je tak, aby ležely na této odhadnuté
regresńı př́ımce. Jiná úloha, podobná předpovědi, je filtrace. Při ńı nepředpov́ıdáme hodnoty
dopředu, ale snaž́ıme se odhadnout správnou okamžitou hodnotu dat, kterou jsme naměřili se
šumem. To lze provést tak, že odhadneme model měřených dat a ”správnou hodnotu” generujeme
jako středńı hodnotu z tohoto modelu (to odpov́ıdá zmı́něnému př́ıpadu: odhad př́ımky a na ńı
předpovědi).

Pomoćı metod bayesovského odhadováńı zkonstruujte datové filtry založené na těchto mode-
lech
a) dt = a + et

b) dt = bt + a + et

c) dt = dt3 + ct2 + bt + a + et

d) dt = bdt−1 + a + et

e) dt =

{
a1 pro jt = 1
a2 pro jt = 2

, kde jt je měřená veličina.

Ř E Š EN Í
Datové vektory pro jednotlivé př́ıpady budou
a) φt = [dt, 1]
b) φt = [dt, t, 1]
c) φt = [dt, t

3, t2, t, 1]
d) φt = [dt, dt−1, 1]
e) Zde budou dvě r̊uzné informačńı matice, pro každou hodnotu j jiná. Regresńı vektor bude
φt = [dt, 1] a přepočte se s ńım vždy př́ıslušná informačńı matice.

Pro vyjádřeńı regresńıho vektoru v př́ıpadě e) lze také využ́ıt Kroneckerovu funkci δ(i, j).
Model je možno zapsat takto

dt = a1δ(1, jt) + a2δ(2, jt) + et.

Parametrický a regresńı vektor takového modelu jsou

Θ = [a1, a2]T , ϕt = [δ(1, jt), δ(2, jt)]T .

10.8 Odhad směrových vztah̊u

Uvažujme křižovatku podle obrázku
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kde symbol i znač́ı vstupńı intenzitu dopravńıho proudu do (in) křižovatky a o je výstupńı
intenzita ven (out) z křižovatky. Jednotlivým komunikaćım, tvoř́ıćım křižovatku, jsou přǐrazena
č́ısla 1, 2, 3, 4.
Symbolem αk,m znač́ıme pod́ıl intenzity, která odbočuje ze silnice m do silnice k. Předpokládáme,
že v křižovatce se nesmı́ otáčet. Potom koeficienty αk,m tvoř́ı následuj́ıćı matici

α =




0 α12 α13 α14

α21 0 α23 α24

α31 α32 0 α34

α41 α42 α43 0




Měř́ıme intenzity i1, i2, i3, i4, o1, o2, o3, o4 v časových okamžićıch t = 1, 2, . . . , N. Odhadněte
směrové koeficienty α.

Ř E Š EN Í
Budeme uvažovat dvě r̊uzné situace.
a) Předpokládáme, že celý proud vozidel, který do křižovatky po jedné silnici vjede, z ńı muśı také
okamžitě ostatńımi silnicemi vyjet. Tedy, v našem př́ıpadě, určité procento odboč́ı doprava, daľśı
procento jede rovně a zbylé procento odboč́ı doleva. Protože v křižovatce nic nesmı́ z̊ustat,muśı
platit

∑
k 6=m αkm = 1, pro m = 1, 2, 3, 4.

b) Jiný předpoklad je, že pr̊ujezd křižovatkou neńı okamžitý, a proto právě uvedený vztah pro
směrové koeficienty plat́ı jen přibližně.

P o z n á m k a: Na těchto dvou předpokladech lze demonstrovat dva r̊uzné př́ıstupy k odhadováńı
s omezeńımi. V jednom se omezeńı respektuj́ı přesně a t́ım se redukuje počet odhadovaných para-
metr̊u, v druhém se odhaduj́ı všechny parametry, ale pomoćı metody fiktivńıch dat je odhadováńı
”tlačeno” k tomu, aby vazby alespoň přibližně respektovala. Oba dva př́ıstupy lze využ́ıt také
při odhadu spline-model̊u.

Podle př́ıstupu a) pro jednotlivé výstupńı intenzity plat́ı

ok =
∑

m6=k

αk,mim + ek,

kde ek je šum modelu pro k-tou výstupńı intenzitu. Podmı́nky kontinuity dopravńıho proudu
dávaj́ı např. následuj́ıćı vazby mezi koeficienty

α12 = 1− α13 − α14, α23 = 1− α24 − α21, α34 = 1− α31 − α32, α41 = 1− α42 − α43.
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Dosad́ıme-li tyto podmı́nky do modelu, dostaneme, po roznásobeńı a úpravě, jeho jednotlivé
části ve tvaru

o1 = α13(i3 − i2) + α14(i4 − i2) + i2 + e1

o2 = α21(i1 − i3) + α24(i4 − i3) + i3 + e2

o3 = α31(i1 − i4) + α32(i2 − i4) + i4 + e3

o4 = α42(i2 − i1) + α43(i3 − i1) + i1 + e4.

Zavedeme-li společný vektor parametr̊u

Θ = [α12, α14, α21, α24, α31, α32, α42, α43]T ,

budeme k jejich odhadu v každém časovém okamžiku použ́ıvat tyto modelované veličiny yk

a regresńı vektory ϕk

y1 = o1 − i2 a ϕ1 = [i3 − i2, i4 − i2, 0, 0, 0, 0, 0, 0]T ,

y2 = o2 − i3 a ϕ2 = [0, 0, i1 − i3, i4 − i3, 0, 0, 0, 0]T ,

y1 = o3 − i4 a ϕ1 = [0, 0, 0, 0, i1 − i4, i2 − i4, 0, 0]T ,

y1 = o4 − i1 a ϕ1 = [0, 0, 0, 0, 0, 0, i2 − i1, i3 − i1]T .

Podle př́ıstupu b) uvažujeme všechny koeficienty jako nezávislé a vazby mezi nimi ”vnut́ıme”
pomoćı fiktivńıch dat. Společný vektor parametr̊u bude celá matice α (bez nul na diagonále)
a narovnaná do vektoru

Θ = [α12, α13, α14, α21, α23, α24, α31, α32, α34, α41, α42, α43].

Odpov́ıdaj́ıćı modelované veličiny yk a regresńı vektory ϕk budou

y1 = o1 a ϕ1 = [i2, i3, i4, 0, 0, 0, 0, 0, 0, 0, 0, 0]T ,

y2 = o2 a ϕ2 = [0, 0, 0, i1, i3, i4, 0, 0, 0, 0, 0, 0]T ,

y1 = o3 a ϕ3 = [0, 0, 0, 0, 0, 0, i1, i2, i4, 0, 0, 0]T ,

y1 = o4 a ϕ4 = [0, 0, 0, 0, 0, 0, 0, 0, 0, i2, i3, i4]T ,

Tyto rovnice však nerespektuj́ı vazby mezi koeficienty. Jestliže v těchto vazbách připust́ıme
určitou volnost, můžeme je s pomoćı šumu e zapsat takto

1 = α21 + α31 + α41 + e1,

1 = α12 + α42 + α32 + e2,

1 = α13 + α23 + α43 + e3,

1 = α14 + α24 + α34 + e4.

Tyto vazby přidáme jako daľśı (fiktivńı) modely s modelovanými veličinami yk a regresńımi
vektory ϕk

y1 = 1 a ϕ1 = [0, 0, 0, 1, 0, 0, 1, 0, 0, 1, 0, 0]T ,

y2 = 1 a ϕ2 = [1, 0, 0, 0, 0, 0, 0, 1, 0, 0, 1, 0]T ,

y3 = 1 a ϕ3 = [0, 1, 0, 0, 1, 0, 0, 0, 0, 0, 0, 1]T ,

y4 = 1 a ϕ4 = [0, 0, 1, 0, 0, 1, 0, 0, 1, 0, 0, 0]T ,
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Tyto rovnice přidáme do informačńı matice násobené vahou w, která vyjadřuje počet, kolikrát
byla tato fiktivńı podmı́nka ”naměřena”. V porovnáńı s počtem skutečných dat přidaných do
informačńı matice se potom tyto podmı́nky v́ıce nebo méně prosad́ı.

Pro odhad použijeme algoritmus uvedený na str. 74. Oba zp̊usoby odhadu směrových vztah̊u
jsou doloženy př́ıslušnými programy v jazyce MATLAB:

Odhad s přesnými podmı́nkami na děleńı dopravńıho proudu

% Odhadovánı́ koeficientů směrových vztahů
% s přesnými podmı́nkami na dělenı́ dopravnı́ho proudu
% ---------------------------------------------------
clc, clear all, randn(’seed’,123), rand(’seed’,456)
a=[0 .1 .2 .6; % simulované směrové koeficienty
.2 0 .4 .2;
.5 .5 0 .2;
.3 .4 .4 0];

nd=1000; % počet dat pro simulaci a odhad
v=eye(9)*.001; % počátečnı́ informačnı́ matice

for t=1:nd
% simulace vstupnı́ch a výstupnı́ch intenzit
i=3*rand(4,1)+10; % vstupnı́ intenzity
o=a*i+.01*randn(4,1); % výstupnı́ intenzity

% datové vektory pro odhad
d=[o(1)-i(2) i(3) i(4) 0 0 0 -i(2) -i(2) 0;

o(2)-i(3) -i(3) 0 i(1) i(4) 0 0 0 -i(3);
o(3)-i(4) 0 -i(4) 0 -i(4) i(1) i(2) 0 0;
o(4)-i(1) 0 0 -i(1) 0 -i(1) 0 i(2) i(3)];

v=v+d’*d; % přepočet informačnı́ matice
end

vd=v(1,1); %\
vdf=v(2:9,1); % rozdělenı́ informačnı́ matice
vf=v(2:9,2:9); %/
alf=inv(vf)*vdf; % výpočet odhadu parametrů

% konstrukce matice směrových koeficientů
disp(’Odhad matice směrových vztahů’)
al=[0 1-alf(6)-alf(7) alf(1:2)’;

alf(3) 0 1-alf(8)-alf(1) alf(4);
alf(5:6)’ 0 1-alf(2)-alf(4);
1-alf(3)-alf(5) alf(7:8)’ 0]

Odhad s volnými podmı́nkami na děleńı dopravńıho proudu

% Odhadovánı́ koeficientů směrových vztahů
% s volnými podmı́nkami na dělenı́ dopravnı́ho proudu
% --------------------------------------------------
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clc, clear all, randn(’seed’,123), rand(’seed’,456)
a=[0 .3 .1 .3; % simulované směrové koeficienty
.2 0 .5 .4;
.2 .5 0 .3;
.6 .2 .4 0];

nd= 1000; % počet dat pro simulaci a odhad
w = 1000; % váhy pro fiktivnı́ modely
v = eye(13)*.001; % počátečnı́ informačnı́ matice

for t=1:nd
% simulace vstupnı́ch a výstupnı́ch intenzit
i=rand(4,1)+10; % vstupnı́ intenzity
o=a*i+2*randn(4,1); % výstupnı́ intenzity

% datové vektory pro odhad + přepočet informačnı́ matice
d=[o(1) i(2) i(3) i(4) 0 0 0 0 0 0 0 0 0]; v=v+d’*d;
d=[o(2) 0 0 0 i(1) i(3) i(4) 0 0 0 0 0 0]; v=v+d’*d;
d=[o(3) 0 0 0 0 0 0 i(1) i(2) i(4) 0 0 0]; v=v+d’*d;
d=[o(4) 0 0 0 0 0 0 0 0 0 i(1) i(2) i(3)]; v=v+d’*d;

% fiktivnı́ datové vektory + přepočet informačnı́ matice
d=[1 0 0 0 1 0 0 1 0 0 1 0 0]*w; v=v+d’*d;
d=[1 1 0 0 0 0 0 0 1 0 0 1 0]*w; v=v+d’*d;
d=[1 0 1 0 0 1 0 0 0 0 0 0 1]*w; v=v+d’*d;
d=[1 0 0 1 0 0 1 0 0 1 0 0 0]*w; v=v+d’*d;

end

vd=v(1,1); %\
vdf=v(2:13,1); % rozdělenı́ informačnı́ matice
vf=v(2:13,2:13); %/
alf=inv(vf)*vdf; % výpočet odhadu parametrů

% konstrukce matice směrových koeficientů a jejı́ tisk
disp(’Odhad matice směrových vztahů’)
al=[[0 alf(1:3)’];

[alf(4) 0 alf(5:6)’];
[alf(7:8)’ 0 alf(9)];
[alf(10:12)’ 0]]

disp(’Kontrola součtu sloupců matice směrových vztahů’)
suma=sum(al) % kontrola podmı́nek dělenı́ dopravnı́ho proudu

Do p o r u č e n é e x p e r i m e n t y

1. Změna počtu dat nd=1000 a kontrola přesnosti odhadu matice směrových vztah̊u vzhledem
k simulované.

2. Definice vlastńı matice směrových vztah̊u (matice a) a kontrola jej́ıho odhadu. Zkuste
nastavit speciálńı typ křižovatky, např. některé ulice jednosměrné!

3. U druhé verze programu zkuste měnit váhy w=1000 pro fiktivńı modely, které zajǐst’uj́ı
rovnici kontinuity pro křižovatku (tedy co do křižovatky vjede, muśı také vyjet). Malé
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hodnoty vah modeluj́ı velkou kapacitu křižovatky (auta v ńı mohou z̊ustávat a nebo sa-
movolně vyj́ıždět).

10.9 Spojité ř́ızeńı

Uvažujme křižovatku podle následuj́ıćıho obrázku

-

¾

?

6

¾

-

?

6

i2

o2

i1o1

i4

o4

i3 o3

lS yt

Zaj́ımá nás silnice, která do křižovatky vstupuje zprava. Tady je světelná signalizace (označená
S v kroužku) a d́ıky ńı se na této silnici tvoř́ı kolona vozidel, jej́ıž délku v čase t jsme označili
yt. Naš́ım ćılem je ř́ıdit délku červené ut (při pevné délce cyklu) tak, aby provoz v křižovatce
byl optimálńı. Optimalitu definujeme takto
a) Chceme, aby si kolona v křižovatce udržovala stálou délku w.

b) Přejeme si udržet kompromis mezi délkou kolony a blokováńım př́ıčného směru, tj. na jedné
straně chceme co nejkratš́ı kolonu, na druhé straně nechceme př́ılǐs dlouhou zelenou, protože ta
blokuje př́ıčný směr.

Ř E Š EN Í
V obou př́ıpadech budeme délku kolony modelovat ř́ızeným regresńım modelem prvého řádu –
viz (4.8) s ν = 1

yt = ayt−1 + but + et,

kde okamžitou délku kolony yt modelujeme v závislosti na délce kolony v minulém okamžiku
yt−1 a nastavené délce zelené ut.

V př́ıpadě a) uvažujeme kritérium (7.2) s nulovou penalizaćı vstupu ω

Ja =
N∑

t=1

(yt − w)2 → min,

které udržuje délku kolony na předepsané velikosti w.
V př́ıpadě b) je vhodné rovněž kritérium (7.2), ale s nulovou žádanou hodnotou w

Ja =
N∑

t=1

y2
t + ωu2

t → min,
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které hledá kompromis mezi délkou kolony a blokádou př́ıčného směru. Penalizace ř́ıd́ıćı veličiny
pomoćı ω ≥ 0 udává, v jakém poměru maj́ı být protich̊udné požadavky, minimálńı délky kolony
a maximálńı pr̊ujezdnosti v př́ıčném směru, v kritériu uplatňovány.

Řešeńı obou úloh provedeme postupným středováńım a minimalizaćı podle algoritmu ř́ızeńı
ze str. 97

Et = E
[
Jt + J∗t+1|ut, D(t− 1)

]
=

∫ [
Jt + J∗t+1

]
f(yt|ut, D(t− 1))dyt,

kde
Jt znač́ı část kritéria, př́ıslušej́ıćı časovému okamžiku t a
J∗t+1 označuje minimálńı hodnotu kritéria z minulého kroku minimalizace.

Tuto funkce poč́ıtáme pro t = N,N − 1, . . . , 1, s počátečńı podmı́nkou J∗N+1 = 0. V každém
kroku urč́ıme hodnotu ut, která kritérium minimalizuje. To je hodnota optimálńıho ř́ızeńı pro
daný časový okamžik.

V př́ıpadě a) je

ET = E
[
(yT − w)2 + J∗T+1

]
= (ayT−1 + buT − w)2

Minima je dosaženo pro uT = (w − ayT−1)/b a jeho hodnota je nula. Daľśı kroky budou tedy
stejné. Dostáváme jednokrokové ř́ızeńı s ř́ıd́ıćı veličinou

ut =
w − ayt−1

b
, pro t = 1, 2, . . . , N.

V př́ıpadě b) dostáváme pro obecný čas t

Et = E
[
(yt − w)2 + ωu2

t + J∗t+1|ut, D(t− 1)
]

= (ayt−1 + but − w)2 + ωu2
t + J∗t+1.

Takovýmto typem kritéria jsme se již zabývali – viz program pro optimálńı ř́ızeńı soustavy
1. řádu na str. 31.

10.10 Řı́zeńı a odhad s diskrétńım modelem

Řı́zeńı

Budeme uvažovat křižovatku se světelnou signalizaćı. Sledujeme méně významnou vedleǰśı
př́ıjezdovou komunikaci, na které se tvoř́ı kolona vozidel. Modelovaná veličina yt je délka této
kolony, přičemž rozlǐsujeme pouze tři stavy kolony: malá (yt = 1), středńı (yt = 2) a velká
(yt = 3). Akčńı veličinou ut, ovlivňuj́ıćı délku kolony, je: světelná signalizace zapnuta (ut = 1)
a světelná signalizace vypnuta (ut = 2).

Pro konstrukci modelu pro délku kolony vezmeme v úvahu následuj́ıćı skutečnosti:
Kolona nemůže najednou celá zmizet nebo nebo vzniknout. Jej́ı délka může jen nar̊ustat

nebo se zmenšovat. Jej́ı okamžitý stav bude tedy závislý na stavu předchoźım.
Zapnuté ř́ızeńı křižovatky bude mı́t tendenci kolonu zkracovat, vypnuté (protože jsme

na vedleǰśı silnici) bude naopak kolonu prodlužovat. Stav ř́ızeńı v minulém okamžiku
bude mı́t na okamžitou kolonu také určitý vliv, ten však pro jednoduchost zanedbáme
a zahrneme jej do informace źıskané z minulé délky kolony.

Zapnuté ř́ızeńı jednak zkracuje kolonu na vedleǰśı silnici, ale také dává vznik koloně na
hlavńı silnici. Proto se zapnutému ř́ızeńı do jisté mı́ry bráńıme.
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Model délky kolony bude následuj́ıćı – viz (10.1) a (4.20)

f(yt|yt−1, ut) = P (yt = i|yt−1 = j, ut = k) = Θi|j,k, (10.4)

kde
Θ je pole známých parametr̊u modelu,
konkrétńı parametr Θi|j,k je prvek tř́ırozměrného pole s indexy i, j, k (prvńı a druhé dva

indexy jsme oddělili svislou čárou jen formálně) s významem pravděpodobnosti, že
kolona bude mı́t délku i, když před t́ım měla délku j a hodnota ř́ızeńı je k,

všechny takové parametry tvoř́ı tř́ırozměrnou tabulku (pole, tenzor) s rozměry (3, 3, 2).
Tento model budeme nyńı konstruovat z ”našich expertńıch znalost́ı”. Jeho konstrukce spoč́ıvá

v tom, že pro všechny možné kombinace hodnot yt = i, yt−1 = j a ut = k budeme definovat
jejich pravděpodobnost Θi|j,k. Konstrukce je uvedena v následuj́ıćı tabulce.

Ve stejné tabulce jsou také vyznačeny hodnoty penalizace Ωi|j,k pro jednotlivé hodnoty yt,
yt−1 a ut. Mohli bychom samozřejmě kritérium definovat v běžné kvadratické formě y2

t + ωu2
t .

Uvedený zp̊usob definice kritéria je ale obecněǰśı a konečnost r̊uzných stav̊u (kombinaćı yt, yt−1

a ut) nám tento ”komfort” dovoĺı.

č. yt = i yt−1 = j ut = k Θi|j,k Ωi|j,k
1. 1 1 1 0.7 1
2. 1 1 2 0.4 0
3. 1 2 1 0.5 0
4. 1 2 2 0.1 0
5. 1 3 1 0.5 0
6. 1 3 2 0.0 0
7. 2 1 1 0.2 3
8. 2 1 2 0.4 2
9. 2 2 1 0.4 2

10. 2 2 2 0.2 2
11. 2 3 1 0.5 1
12. 2 3 2 0.2 1
13. 3 1 1 0.1 5
14. 3 1 2 0.2 4
15. 3 2 1 0.1 3
16. 3 2 2 0.7 4
17. 3 3 1 0.0 5
18. 3 3 2 0.8 5

Tabulka: Definice modelu a kritéria ř́ızeńı.

Prvńı řádek tabulky ř́ıká: jestliže minule byla kolona malá a ř́ızeńı bylo zapnuto, pak prav-
děpodobnost, že kolona z̊ustane malá je 0.7. Tento stav penalizujeme 1, protože nebylo třeba
ř́ızeńı zaṕınat a t́ım blokovat hlavńı směr v křižovatce.

Řádky 2. až 6. představuj́ı přechod na malou kolonu podmı́něné ostatńımi kombinacemi
předchoźı kolony a stavu ř́ızeńı. Maj́ı své pravděpodobnosti a nejsou penalizovány – výsledek je
malá kolona, což se požaduje.
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Dále jsou uvedeny pravděpodobnosti a penalizace pro výslednou středńı a velkou kolonu
v závislosti na předchoźı koloně a ř́ızeńı. Penalizace jsou vyšš́ı, protože nebylo dosaženo hlavńıho
ćıle – malé kolony. Bere se rovněž ohled na zapnuté ř́ızeńı.

P o z n á m k a: Protože z jednoho výchoźıho stavu (např. yt−1 = 1 a ut = 1 – viz 1., 7. a 13.
řádek tabulky) jsou jen tři možné výsledky (yt = 1, yt = 2 nebo yt = 3), muśı být součet jejich
pravděpodobnost́ı roven jedné. V naš́ı tabulce je to 0.7, 0.2 a 0.1. Podobně je tomu i pro ostatńı
výchoźı stavy.

P o z n á m k a: Koeficienty Θi|j,k lze odhadovat – viz pokračováńı př́ıkladu na str. 162.

Úkolem této části př́ıkladu je navrhnout optimálńı ř́ızeńı pro horizont N tak, aby bylo
minimalizováno kritérium

J =
N∑

t=1

Ωyt|yt−1,ut
.

Ř E Š EN Í
Řešeńı provedeme pomoćı dynamického programováńı – viz str, 105, tj. postupným středováńım
a minimalizaćı kritéria od konce intervalu ř́ızeńı. V každém kroku budeme poč́ıtat středńı hod-
notu

Jt = E[Ωt + J∗t+1|ut, D(t− 1)] (10.5)

a provádět minimalizaci
J∗t = min

ut
Jt, (10.6)

s počátečńı podmı́nkou J∗t+1 = 0,

kde
symbolem ∗ jsme označili minimalizovanou část kritéria a
Ωt označuje penalizaci v čase t.

Minimalizaci tedy začneme od t = N .

JN = E[ΩN + J∗N+1|uN , D(N − 1)] =
3∑

i=1

[Ωi|j,k + 0]Θi|j,k =

=




∑3
i=1 Ωi|1,1Θi|1,1,

∑3
i=1 Ωi|1,2Θi|1,2∑3

i=1 Ωi|2,1Θi|2,1,
∑3

i=1 Ωi|2,2Θi|2,2∑3
i=1 Ωi|3,1Θi|3,1,

∑3
i=1 Ωi|3,2Θi|3,2


 =




JN ;1,1 JN ;1,2

JN ;2,1 JN ;2,2

JN ;3,1 JN ;3,2


 .

Posledńım vyjádřeńım jsme chtěli ukázat, že středńı hodnota kritéria JN v čase N je matice
č́ısel, kde řádky odpov́ıdaj́ı hodnotám uN a sloupce hodnotám yN−1.

Daľśım krokem ve stejném časovém okamžiku je minimalizace. V každém řádku vybereme
minimum a zapamatujeme hodnotu uN , pro kterou bylo minima dosaženo. Dostaneme tak
tř́ıprvkový sloupec – prvńı prvek odpov́ıdá hodnotě yN−1 = 1 a označuje hodnotu optimálńıho
ř́ızeńı. Druhý, resp. třet́ı prvek jsou hodnoty optimálńıho ř́ızeńı pro yN−1 = 2, resp. yN−1 = 3.
Dostáváme tak optimálńı ř́ızeńı jako funkci yN−1. Tento vektor je ř́ıd́ıćım zákonem pro čas t = N .
Až bude naměřena hodnoty yN−1, tj. v okamžiku, kdy budeme ř́ıdit na hodnotu yN , vybereme
př́ıslušnou hodnotu optimálńıho ř́ızeńı a použijeme ji. Zat́ım jsme dostali pouze předpis

u∗N =




u∗N ;1

u∗N ;2

u∗N ;3


 , kterému odpov́ıdá J∗N =




J∗N ;1

J∗N ;2

J∗N ;3


 ,
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kde u∗ označuje optimálńı ř́ızeńı.
Pro konkrétńı hodnoty z tabulky dostaneme středńı hodnotu, ř́ıd́ıćı zákon a hodnoty kritéria

po minimalizaci

JN =




1.8 1.6
1.1 3.2
0.5 4.2


 , u∗N =




2
1
1


 , J∗N =




1.6
1.1
0.5


 .

V daľśım kroku minimalizace, pro t = N − 1, bude středováńı

JN−1 = E[ΩN−1 + J∗N |uN−1, D(N − 2)] =
3∑

i=1

[Ωi|j,k + J∗N ;i]Θi|j,k =

=




∑3
i=1(Ωi|1,1 + J∗N ;i)Θi|1,1,

∑3
i=1(Ωi|1,2 + J∗N ;i)Θi|1,2∑3

i=1(Ωi|2,1 + J∗N ;i)Θi|2,1,
∑3

i=1(Ωi|2,2 + J∗N ;i)Θi|2,2∑3
i=1(Ωi|3,1 + J∗N ;i)Θi|3,1,

∑3
i=1(Ωi|3,2 + J∗N ;i)Θi|3,2


 =




JN−1;1,1 JN−1;1,2

JN−1;2,1 JN−1;2,2

JN−1;3,1 JN−1;3,2


 .

Minimalizace opět vybere v každém řádku minimálńı prvek a zapamatuje hodnotu ř́ıd́ıćı veličiny,
pro kterou bylo tohoto minima dosaženo. Tak dostaneme

u∗N−1 =




u∗N−1;1

u∗N−1;2

u∗N−1;3


 kterému odpov́ıdá J∗N−1 =




J∗N−1;1

J∗N−1;2

J∗N−1;3


 ,

a pro konkrétńı hodnoty z tabulky

JN =




3.19 2.78
2.39 3.93
1.85 4.82


 , u∗N =




2
1
1


 , J∗N =




2.78
2.39
1.85


 .

Tyto dva kroky (středováńı a minimalizace) se ve stejné formě dále opakuj́ı pro
t = N − 2, N − 3, . . . , 1. V okamžiku, kdy urč́ıme ř́ıd́ıćı zákon pro čas 1, který bude funkćı y0 –
které známe, jsme schopni skutečně realizovat prvńı akčńı zásah u1 a změřit prvńı modelovanou
(ř́ızenou) veličinu y1. S ńı lze opět určit daľśı akčńı zásah u2, atd.

Celý návrh i realizace optimálńıho ř́ızeńı je uveden v následuj́ıćım programu.

% Řı́zenı́ s diskrétnı́m modelem f(y_t|y_(t-1),u_t)
% ----------------------------------------------
% y=1 (kolona malá), 2 (kolona střednı́), 3 (kolona velká);
% u=1 (řı́zenı́ zapnuto), 2 (řı́zenı́ vypnuto)
%
% fy : parametry modelu Theta{i}(j,k)
% om : kritérium omega{i}(j,k)
% N : počet kroků řı́zenı́ (horizont)
% E : vystředovaná část kritéria
% Em : minimalizovaná část kritéria
% yy,uu : okamžité hodnoty výstupu a vstupu
% y,u : průběhy výstupu a vstupu
%
clc, clear all, rand(’seed’,123);
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% Zadánı́ hodnot Theta a omega
fy{1}=[.7 .4;.5 .1;.5 0]; % parametry pro malou kolonu
[ny nu]=size(fy{1}); % počet úrovnı́ veličiny y a řı́zenı́ u
fy{2}=[.2 .4;.4 .2;.5 .2]; % parametry pro střednı́ kolonu
fy{3}=ones(ny,nu)-fy{1}-fy{2}; % parametry pro velkou kolonu
if sum(sum(fy{3}<0))>0,
disp(’ Chybné hodnoty parametrů modelu’),

end
om={[1 0;0 0;0 0] [3 2;2 2;1 1] [5 4;3 4;5 5]};

% hodnoty penalizace omega
ny=length(fy); % počet hodnot y
nu=size(fy{1},2); % počet hodnot u
N=20; % horizont řı́zenı́
ur=[];
Em=zeros(1,ny);

% Výpočet řı́zenı́ na horizontě N
for i=1:N
E=zeros(ny,nu); % start s nulovou počátečnı́ podmı́nkou

% středovánı́
for k=1:ny, E=E+(om{k}+ones(ny,nu)*Em(k)).*fy{k}; end

% minimalizace
for k=1:ny, [Em(k) ut(k)]=min(E(k,:)); end,
ur=[ut; ur]; % hodnoty řı́zenı́ (od poslednı́ k prvnı́)

end

% Simulace a aplikace řı́zenı́
yy=2; % počátečnı́ hodnota y(0)
y=yy; u=[]; kk=0;
for t=1:N
% výpočet optimálnı́ho řı́zenı́
ut=ur(t,:); % výběr řı́zenı́ pro čas t
uu=ut(yy); % optimálnı́ řı́zenı́ u(t)=fce(y(t-1)
%uu=1; % manuálnı́ řı́zenı́ (srovnánı́ s optimálnı́m)
u=[u uu];
y1=yy;

% simulace diskrétnı́ho modelu
r=rand;
if r<fy{1}(yy,uu), yy=1;
elseif r<(fy{1}(yy,uu)+fy{2}(yy,uu)), yy=2;
else yy=3;
end
kk=kk+om{yy}(y1,uu); % skutečná hodnota kritéria
y=[y yy];

end
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% Závěry
disp(’Dosažená hodnota kriteria po minimalizaci’)
kk
figure(1),plot(0:N,y(1:N+1),’:o’,1:N,u,’:x’)
title(’Časový graf hodnot kolony (o) a řı́zenı́ (x)’)

Do p o r u č e n é e x p e r i m e n t y

1. V př́ıkladu je předevš́ım možno nastavit vlastńı model f(yt|y(t−1), ut) křižovatky změnou
hodnot jeho parametr̊u fy{1}, fy{2} a fy{3}. Vymyslete vlastńı závislosti délky kolony
na jej́ı minulé délce a ř́ızeńı a zadejte je pomoćı těchto parametr̊u.

2. Daľśı experiment se týká změny penalizačńı matice om, která vyjadřuje ćıle, jež chceme
ř́ızeńım dosáhnout. Vyslovte vlastńı požadavky na ř́ızeńı a zadejte je pomoćı nové pe-
nalizačńı matice. (Současné kritérium vyjadřuje požadavek na co nejkratš́ı kolonu, ale
s ohledem na př́ılǐsnou blokádu kolmé hlavńı silnice).

3. V mı́stě generováńı optimálńıho ř́ızeńı uu=ut(yy) je připraveno manuálńı ř́ızeńı %uu=1.
Když odstrańıme znak % bude aktivńı a výsledek lze srovnat s kvalitou optimálńıho ř́ızeńı
podle hodnoty minimalizovaného kriteria kk. Porovnejte pro obě možné hodnoty ř́ızeńı.

Odhadováńı

Proved’te odhad parametr̊u Θ modelu (10.4).

Ř E Š EN Í
Budeme postupovat podle př́ıkladu 5.4.4. Pomoćı součinu Kroneckerových funkćı δ (5.65)
vyjádř́ıme model (10.4) v součinovém tvaru

f(yt|yt−1, ut) =
∏

i,j,k

Θδ(i,yt)δ(j,yt−1)δ(k,ut)
i|j,k , (10.7)

kde součin se provád́ı přes všechny kombinace index̊u i, j, k, tj. i, j = 1, 2, 3; k = 1, 2.
Apriorńı hp zvoĺıme v konjugovaném tvaru (5.68)

f(Θ|D(0)) =
∏

i,j,k

Θ
κi|j,k(0)

i|j,k , (10.8)

kde κi|j,k(0) je apriorńı statistika př́ıslušej́ıćı stavu y0 = i, y(−1) = j a u0 = k.
Bayes̊uv vzorec (5.18) f(Θ|D(t)) ∝ f(yt|yt−1, ut, Θ)f(Θ|D(t− 1)) má tvar

∏

i,j,k

Θ
κi|j,k(t)

i|j,k ∝
∏

i,j,k

Θδ(i,yt)δ(j,yt−1)δ(k,ut)
i|j,k Θ

κi|j,k(t−1)

i|j,k , (10.9)

odkud plyne rekurze pro přepočet statistik, srv (5.70)

κyt|yt−1,ut
(t) = κyt|yt−1,ut

(t− 1) + 1, t = 1, 2, . . . , N. (10.10)

Ostatńı statistiky z̊ustávaj́ı v každém časovém okamžiku t bezezměny. Rekurze zač́ıná s apri-
orńımi statistikami κi|j,k(0) pro i, j = 1, 2, 3, k = 1, 2.
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Z vypočtené aposteriorńı hp pro t = 1, 2, . . . , N urč́ıme bodové odhady parametr̊u jako
podmı́něné středńı hodnoty – viz (5.11)

Θ̂i|j,k = E[Θi|j,k|D(N)] =
∫ 1

0
Θi|j,kf(Θ|D(N))dΘi|j,k, ∀i, j, k.

Podobně jako v (5.71) lze pro bodové odhady parametr̊u odvodit vztah, který lze očekávat

Θ̂q|j,k =
Θq|j,k∑3
i=1 Θi|j,k

, (10.11)

pro q = 1, 2, 3 a všechny kombinace index̊u j = 1, 2, 3; k = 1, 2.
Uvedené odhadováńı je realizováno v následuj́ıćım programu

% Odhad s diskrétnı́m modelem f(y_t|y_(t-1),u_t)
% ---------------------------------------------
% y=1 (kolona malá), 2 (kolona střednı́), 3 (kolona velká);
% u=1 (řı́zenı́ zapnuto), 2 (řı́zenı́ vypnuto)
%
% fy parametry modelu Theta{i}(j,k)
% N počet kroků řı́zenı́ (horizont)
% s statistika pro odhad parametrů
% Th odhady parametrů modelu
% yy,uu okamžité hodnoty výstupu a vstupu
% y,u průběhy výstupu a vstupu
%
clc, clear all, rand(’seed’,123);

% Parametry pro simulaci
N=1000; % horizont simulace a odhadu
fy{1}=[.7 .4;.5 .1;.5 0]; % simulované parametry modelu
[ny nu]=size(fy{1});
fy{2}=[.2 .4;.4 .2;.5 .2]; % pro malou, střednı́
fy{3}=ones(ny,nu)-fy{1}-fy{2}; % a velkou kolonu
if sum(sum(fy{3}<0))>0,
disp(’ Chybné hodnoty parametrů modelu’),

end
uu=1; yy=1; y=yy; u=[];

% Simulačnı́ smyčka
for t=1:N
if rand>.8, uu=3-uu; end % generovánı́ vstupu
r=rand; % generovánı́ výstupu
if r<fy{1}(yy,uu), yy=1;
elseif r<(fy{1}(yy,uu)+fy{2}(yy,uu)), yy=2;
else yy=3;
end
y=[y yy]; u=[u uu];

end
%figure(1),plot(0:N,y,’:o’,1:N,u,’:x’) % přı́padné zobrazenı́
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% Odhad
for i=1:ny, s{i}=zeros(ny,nu); end
for t=1:N
ys=y(t); yy=y(t+1); uu=u(t);

% přepočet statistiky
s{yy}(ys,uu)=s{yy}(ys,uu)+1;

end
ss=zeros(size(s{1}));
for i=1:ny, ss=ss+s{i}; end

% Výpočet bodového odhadu parametrů
for i=1:ny, Th{i}=s{i}./ss; end
disp(’ ’)
disp(’Porovnánı́ simulovaných a odhadnutých parametrů’)
fprintf(’ pro %i kroků simulace\n’,N)
disp(’ ’)
disp(’ - simulované parametry’)
disp([fy{1} fy{2} fy{3}])
disp(’ ’)
disp(’ - odhadnuté parametry’)
disp([Th{1} Th{2} Th{3}])

Do p o r u č e n é e x p e r i m e n t y

1. Podobně jako v prvé části tohoto př́ıkladu o ř́ızeńı lze experimentovat s vytvořeńım
vlastńıho modelu křižovatky pomoćı parametr̊u fy a sledovat jejich odhady.

2. Je také možno měnit počet dat N=1000 pro odhad při sledováńı kvality zobrazených bo-
dových odhad̊u ve srovnáńı s parametry simulovanými.



Kapitola 11

Dodatky

11.1 Doplněńı na čtverec

Při minimalizaci kritéria (2.5) budeme často použ́ıvat doplněńı kvadratického dvojčlenu na úplný
čtverec, a to jak pro skalárńı, tak i pro vektorové funkce. Připomeňme nyńı základńı myšlenku.

Pro skalárńı koeficienty je zřejmě

ax2 − 2bx + c = a

[
x2 − 2

b

a
x +

(
b

a

)2

−
(

b

a

)2
]

+ c = a

(
x− b

a

)2

+ c− b2

a
.

Pro maticové koeficienty je úprava poněkud méně přehledná.
Necht’ A je čtvercová, symetrická, pozitivně definitńı matice n-tého stupně, necht’ w, x jsou

n-rozměrné sloupcové vektory a necht’ c je skalár. Ukážeme, že plat́ı rovnost

xT Ax− xT w − wT x + c = (x−A−1w)T A(x−A−1w) + c− wT A−1w. (11.1)

Podle předpokladu je matice A symetrická, a tedy AT = A, (A−1)T = A−1. Roznásob́ıme součin
na pravé straně

(x−A−1w)T A(x−A−1w) = xT Ax− xT AA−1w − wT A−1Ax + wT A−1AA−1w =
= xT Ax− xT w − wT x + wT A−1w.

Nyńı přičteme k oběma stranám c− wT A−1w a dostaneme dokazovanou rovnost (11.1).

Provedená úvaha ihned ukazuje, jak lze při úpravě na úplný čtverec postupovat.
Kvadratický člen xT Ax ponecháme a do lineárńıch člen̊u vlož́ıme jednotkovou matici

A−1A = AA−1. Dostaneme

xT Ax− xT AA−1w − wT A−1Ax + c.

Nyńı stač́ı přič́ıst a odeč́ıst (A−1w)T A(A−1w) = wT A−1AA−1w = wT A−1w, abychom dostali
úplný čtverec, jak je na pravé straně rovnosti (11.1).

11.2 Operátor pr̊uměrováńı a jeho vlastnosti

Operátor pr̊uměrováńı je pro posloupnost x = [x1, x2, . . . , xN ] definován předpisem

x =
1
N

N∑

i=1

xi.

165
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Vlastnosti operátoru pr̊uměrováńı: Necht’ x, y jsou konečné posloupnosti, a konstanta. Pak
plat́ı:

Pr̊uměr násobku

ax = 1
n

∑N
i=1 axi = a 1

N

∑N
i=1 xi = ax.

Pr̊uměr součtu

x + y = 1
N

∑N
i=1(xi + yi) = 1

N

∑N
i=1 xi + 1

N

∑N
i=1 yi = x + y.

Pr̊uměr z konstanty

a = 1
N

∑N
i=1 a = 1

N Na = a.

Pr̊uměr z pr̊uměru

x = x.

Pro pr̊uměr součinu a kvadrátu obecně plat́ı nerovnosti

xy 6= x y, x2 6= x2.

Pr̊uměr kvadrát̊u odchylek od pr̊uměru

(x− x)2 = x2 − 2xx + x2 = x2 − 2xx + x2 = x2 − x2.

Pr̊uměr součin̊u odchylek od pr̊uměr̊u

(x− x)(y − y) = xy − x y.

Př́ıklad [ Střednı́ hodnota modelu pomocı́ operátoru průměrovánı́ ]
Pro N = 3 a model yτ = buτ + c + eτ plat́ı

y =
1
3

3∑

τ=1

yi =
1
3

3∑

τ=1

(bui + c + ei) = b
1
3

3∑

τ=1

ui +
1
3

3∑

τ=1

c +
1
3

3∑

τ=1

ei = bu + c + e,

nebo totéž pomoćı operátoru pr̊uměrováńı

y = bu + c + e = bu + c + e = bu + c + e.

11.3 Funkce gama a beta

Pro výpočty s diskrétńımi modely potřebujeme funkci beta, kterou lze vyjádřit pomoćı funkce
gama. Zde budeme obě funkce definovat a uvedeme některé vztahy, které pro ně plat́ı.
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Funkce Gamma

Pro z reálné (komplexńı) definujeme funkci gama jako integrál

Γ(z) =
∫ ∞

0
e−ztz−1dt. (11.2)

Pro z = n ∈ N plat́ı Γ(n + 1) = n!, proto se o funkci gama mluv́ı často i jako o zobecněném
faktoriálu.

Funkce Beta

Pro t, x, y ∈ R, 0 < t < 1, x > 1, y > 1 definujeme funkci beta vztahem

B(x, y) =
∫ 1

0
tx−1(1− t)y−1dt (11.3)

Pomoćı funkce gama můžeme vyjádřit funkci beta ve tvaru

B(x, y) =
Γ(x)Γ(y)
Γ(x + y)

, (11.4)

z něhož plyne d̊uležitá vlastnost funkce beta

B(x + 1, y) =
x

x + y
B(x, y) (11.5)

Odvozeńı tohoto vzorce ukážeme pro x = m ∈ N a y = n ∈ N

B(m,n) =
Γ(m)Γ(n)
Γ(m + n)

=
(m− 1)!(n− 1)!

(m + n− 1)!
,

B(m + 1, n) =
(m)!(n− 1)!

(m + n)!
=

m(m− 1)!(n− 1)!
(m + n)(m + n− 1)!

=
m

m + n
B(m, n).

11.4 Jednorázový výpočet hp předpovědi

Ukážeme odvozeńı vzorce pro jednorázový výpočet hp předpovědi, který jsme již bez odvozeńı
použili v (5.16) a (7.12). Vyjdeme ze vztahu (7.11) a aposteriorńı hp podle (5.17) vyjádř́ıme
jako normovaný součin hp model̊u v naměřených datech a apriorńı hp ve tvaru

f(Θ|D(t− 1)) =
[
∏t−1

τ=1 f(yτ |ϕτ , Θ)] f(Θ|D(0))∫
[
∏t−1

τ=1 f(yτ |ϕτ , ϑ)] f(ϑ|D(0)) dϑ
, (11.6)

kde ϑ je jen jiné označeńı pro parametry Θ.

Dosad́ıme-li do (7.11) můžeme vzorec pro hp předpovědi upravit do tvaru

f(yt|ut, D(t− 1)) =
∫

f(yt|ϕt, Θ)
[
∏t−1

τ=1 f(yτ |ϕτ , Θ)] f(Θ|D(0))∫
[
∏t−1

τ=1 f(yτ |ϕτ , ϑ)] f(ϑ|D(0)) dϑ
dΘ =

=
∫
[
∏t

τ=1 f(yτ |ϕτ , Θ)] f(Θ|D(0)) dΘ∫
[
∏t−1

τ=1 f(yτ |ϕτ , ϑ)] f(ϑ|D(0)) dϑ
.
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Integrál z věrohodnostńı funkce násobené apriorńı hp označ́ıme It. Hp předpovědi lze potom
psát jako pod́ıl těchto integrál̊u v časech t a t− 1

f(yt|ut, D(t− 1)) =
It

It−1
, (11.7)

kde

It(Θ) =
∫

[
t∏

τ=1

f(yτ |ϕτ , Θ)] f(Θ|D(0)) dΘ =
∫

Lt(Θ) f(Θ|D(0)) dΘ, (11.8)

kde Lt(Θ) je věrohodnostńı funkce (5.5) a f(Θ|D(0)) je apriorńı hp (5.6).

11.5 Bodová předpověd’ výstupu soustavy

Poč́ıtáme optimálńı bodovou předpověd’ ŷt výstupu soustavy, která minimalizuje kvadratické
kritérium optimality

Jpre = E[(ŷt − yt)2]

a pro kterou plat́ı, že záviśı nejvýše na ut a D(t−1), tj. předpověd’ ve tvaru ŷt = ŷt(ut, D(t− 1)).
Za těchto předpoklad̊u bude

min
ŷt

J = min
ŷt

∫
(yt − ŷt)2f(yt, ut, D(t− 1)) d(yt, ut, D(t− 1)) =

= min
ŷt

∫ ∫
(yt − ŷt)2f(yt|ut, D(t− 1))f(ut, D(t− 1)) dyt d(ut, D(t− 1)) =

=
∫

min
ŷt

[∫
(yt − ŷt)2f(yt|ut, D(t− 1)) dyt

]
f(ut, D(t− 1)) d(ut, D(t− 1)) =

= E[min
ŷt

E[(yt − ŷt)2|ut, D(t− 1)]].

Úloha se tak převád́ı z minimalizace nepodmı́něné středńı hodnoty na minimalizaci podmı́něné
středńı hodnoty. To je velice d̊uležitý krok, nebot’ podmı́něnou středńı hodnotu jsme schopni
poč́ıtat pomoćı modelu. Nepodmı́něnou středńı hodnotu př́ımo poč́ıtat neumı́me!

Minimalizaci výrazu E[(yt− ŷt)2|ut, D(t− 1)] provedeme doplněńım na čtverec a anulováńım
kvadratického členu.

E[ŷ2
t − 2ŷtyt + y2

t |ut, D(t− 1)] =

= ŷ2
t − 2ŷtE[yt|ut, D(t− 1)] + E[y2

t |ut, D(t− 1)] =

= ŷ2
t − 2ŷtE[yt|ut, D(t− 1)] + (E[yt|ut, D(t− 1)])2+

+E[y2
t |ut, D(t− 1)]− (E[yt|ut, D(t− 1)])2 =

= (ŷt − E[yt|ut, D(t− 1)])2 + D[yt|ut, D(t− 1)],

kde D[.|.] znač́ı podmı́něný rozptyl.
Minima kritéria je dosaženo pro ŷt = E[yt|ut, D(t− 1)], kdy je kvadratický člen anulován, a

tedy minimálńı. Zbytek kritéria po minimalizaci, který již na argumentu minimalizace nezáviśı,
je E[y2

t |ut, D(t− 1)]−E[yt|ut, D(t− 1)]2 = D[yt|ut, D(t− 1)] = D[yt].
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11.6 Př́ımý přepočet bodových odhad̊u

Odvozeńı provedeme pro statický model yt = θut + et. Odvozeńı pro dynamický model je po-
dobné, ale vyžaduje speciálńı maticové operace.

Přepočet kovariance parametr̊u Ct: Vyjdeme ze vztahu S2
u(t) = S2

u(t− 1) + u2
t (7.3), který

plyne z přepočtu informačńı matice V (t − 1) → V (t). Protože Ct =
1

S2
u(t)

(7.5), budeme se

snažit uvedený přepočet převést pro inverze funkćı S2
u

Ct =
1

S2
u(t)

=
1

S2
u(t− 1) + u2

t

.

Přičteme a odečteme člen
1

S2
u(t− 1)

= Ct−1 a dostaneme

Ct = Ct−1 +
1

S2
u(t− 1) + u2

t

− 1
S2

u(t− 1)
= Ct−1 − u2

t

(S2
u(t− 1) + u2

t )S2
u(t− 1)

=

= Ct−1 − 1

1 + u2
t

S2
u(t−1)

(
ut

S2
u(t− 1)

)2

.

Označme ζt = u2
t

S2
u(t−1)

. Pak
1

S2
u(t− 1)

= Ct−1 =
ζt

u2
t

, a tedy

Ct = Ct−1 − 1
1 + ζt

(Ct−1ut)2, (11.9)

což je požadovaný vztah pro Ct.

P o z n á m k a: Ve skalárńım vyjádřeńı, kterého jsme se drželi, neńı tak dobře patrný význam
uvedených vzorc̊u vzhledem k prováděným inverźım. Zat́ımco při př́ımém přepočtu informačńı
matice (algoritmus I) je třeba v každém kroku provádět výpočet kovariančńı matice C pomoćı
inverze, jediné děleńı, které provád́ıme zde, je děleńı výrazem 1 + ζt, a to je vždy č́ıslo. Pro
regresńı vektor ϕt ve tvaru sloupcového vektoru je ζt = ϕT

t Ct−1ϕt, což je skalár.

Přepočet bodových odhad̊u parametr̊u θ̂t: Pro odhad parametr̊u plat́ı

θ̂t =
Syu(t)
S2

u(t)
= CtSyu(t).

Do posledńıho výrazu dosad́ıme za Ct z předchoźı rekurze a Syu(t) = Syu(t−1)+ytut. Dostaneme

θ̂t =
[
Ct−1 − 1

1 + ζt
(Ct−1ut)2

]
[Syu(t− 1) + ytut] =

= Ct−1Syu(t− 1) + Ct−1ytut − 1
1 + ζt

[(Ct−1ut)2Syu(t− 1) + (Ct−1ut)2ytut] =

= θ̂t−1 +
1

1 + ζt
[(1 + ζt)Ct−1ytut − (Ct−1ut)2Syu(t− 1)− (Ct−1ut)2ytut],

kde jako prvńı člen jsme obdrželi minulé odhady parametr̊u, druhý člen jsme vsunuli do hranaté
závorky. Jelikož je

ζtCt−1ytut = C2
t−1u

2
t ytut,
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ruš́ı se dva sč́ıtance v hranaté závorce. Dále vytkneme Ct−1ut a využijeme rovnost
Ct−1Syu(t− 1) = θ̂t−1. Dostaneme

θ̂t = θ̂t−1 +
1

1 + ζt
[Ct−1ytut − C2

t−1u
2
t Syu(t− 1)] = θ̂t−1 +

1
1 + ζt

Ct−1ut(yt − θ̂t−1ut), (11.10)

což je hledaný vztah.

Přepočet zbytku kvadratické formy Λt: Vyjdeme ze vztahu pro Λt

Λt = S2
y(t)− Ct[Syu(t)]2.

Za všechny výrazy na pravé straně dosad́ıme z rekurentńıch vzorc̊u

Λt = S2
y(t− 1) + y2

t −
(

Ct−1 − 1
1 + ζt

(Ct−1ut)2
)

(Syu(t− 1) + ytut)2.

Jelikož je ζt = Ct−1u
2
t , prostředńı závorka je

Ct−1 − 1
1 + ζt

(Ct−1ut)2 = Ct−1

(
1− ζt

1 + ζt

)
=

Ct−1

1 + ζt
.

Abychom dostali Λt−1 odečteme a přičteme člen θ̂t−1 = Ct−1Syu(t− 1). Přidaný člen spolu s y2
t

přesuneme za zlomek a závorku za zlomkem umocńıme. Některé členy za zlomkem se po úpravě
vyruš́ı a dostaneme

Λt = S2
y(t− 1)− Ct−1[Syu(t− 1)]2 +

1
1 + ζt

[y2
t − 2ytθ̂t−1ut + (θ̂t−1ut)2].

Odtud plyne dokazovaný vztah

Λt = Λt−1 +
1

1 + ζt
(yt − θ̂t−1ut)2. (11.11)
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ř́ızeńı, 31, 97
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rozš́ı̌rená, 28
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regresńı koeficienty, 18, 24, 53
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operátor pr̊uměrováńı, 24
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jednorázová, 103, 168
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věrohodnostńı funkce, 66
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1974.

[3] V. Peterka, “Bayesian approach to system identification”, in Trends and Progress in System
Identification, P. Eykhoff, Ed., pp. 239–304. Pergamon Press, Oxford, 1981.

[4] G.J. Bierman, Factorization Methods for Discrete Sequential Estimation, Academic Press,
New York, 1977.
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[46] M. Kárný, J. Böhm, T.V. Guy, L. Jirsa, A. Kanouras, I. Nagy, P. Nedoma, A. Quinn, L.
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