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Seznam pouºitého ozna£ení

iLDP iterativní lokální dynamické programování

LQG lineán¥ kvadraticky gaussovské °ízení (Linear-Quadratic-Gaussian)

iLQG iterativní LQG
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Úvod

Skute£ný sv¥t se nikdy nechová p°esn¥ podle matematických rovnic, protoºe ty jsou
vºdy jen jakýmsi zjednodu²ením nebo p°iblíºením. V reálném sv¥t¥ se vyskytuje mnoho
neznámých veli£in, poruch, nep°edvídatelných vliv· a ani na²e m¥°ící p°ístroje nejsou
p°esné. Chceme-li efektivn¥ °ídit n¥jaký systém, musíme si být t¥chto vliv· v¥domi a
zahrnout je do na²ich uvaºování. Situace se v²ak je²t¥ m·ºe zkomplikovat, kdyº jeden
nebo více parametr· neznáme. To m·ºe nastat z r·zných d·vod·, nap°íklad p°í²lu²né
£idlo nebo m¥°ící p°ístroj nem·ºeme nebo nechceme (nap°íklad z d·vod· vysoké ceny)
instalovat a tedy o velikosti p°íslu²né hodnoty m·ºeme jen usuzovat ze známých dat.
Je²t¥ sloºit¥j²í situace nastane, kdyº uvaºujeme neznámý parametr prom¥nný.
Máme tedy dva cíle, musíme systém co nejlépe °ídit a sou£asn¥ se snaºit o co nejp°es-

n¥j²í ur£ení neznámých parametr·. Tyto dva postupy jsou v²ak obecn¥ v rozporu, protoºe
parametry se nejlépe ur£ují, kdyº je systém vybuzen a nechová se optimáln¥. Práv¥ tento
rozpor a nalezení kompromisu, který povede k jeho °e²ení, je podstatou duálního °ízení.
Pro p°iblíºení ilustrujme problém na jednoduchém p°íklad¥: Uvaºujme elektromotor s

moºností °ídit nap¥tí na vstupu motoru a m¥°it p°íslu²né proudy. Jedná se tedy o systém
se dv¥ma vstupy a dv¥ma výstupy. Cílem na²eho °ízení je dosaºení poºadovaných otá£ek
rotoru. Ov²em otá£ky a ani polohu h°ídele m¥°it nem·ºeme. Máme o nich v²ak znalost v
podob¥ st°edních hodnot a variancí. Na²í snahou je co nejp°esn¥ji ur£it hodnotu otá£ek a
polohy h°ídele a sou£asn¥ systém °ídit tak, abychom dosáhly poºadované hodnoty otá£ek.
Tyto dv¥ snahy jsou ale v rozporu, protoºe nejvíce informací o neznámých parametrech
získáme, kdyº je motor vybuzen. Tedy nap°íklad se prudce rozjíºdí, brzdí, rychle m¥ní
rychlost nebo kmitá, coº se projevuje v proudech, které máme moºnost m¥°it. Ale práv¥
vybuzení motoru je v rozporu se snahou o dobré °ízení, protoºe chyba, které se dopustíme
je v¥t²inou nep°ijatelná. Naopak, kdyº se systém snaºíme °ídit, bez dostate£né znalosti
jeho parametr·, s velkou pravd¥podobností selºeme.

Nám¥tem této bakalá°ské práce je algoritmus iterativního lokálního dynamického pro-

gramování (iLDP) jako jedna z metod pro °e²ení problému duálního °ízení. Algoritmus
byl navrºen a popsán v £lánku [7]. Jak uº prozrazuje název algoritmu, jedná se o itera£ní
metodu. Tedy stru£n¥ °e£eno, algoritmus vyjde od n¥jakého po£áte£ního °ízení, které je
ov²em nutno dodat jako apriorní informaci a v cyklech (iteracích) tuto °ídící strategii
vylep²uje, za ú£elem získání °ízení optimálního. Dále se jedná o metodu lokální, coº v
m·ºeme jednodu²e chápat tak, ºe kandidáti na �vylep²ení� °ízení jsou vybírání z jistého,
zatím blíºe nespeci�kovaného, okolí p·vodní °ídící strategie. Nakonec algoritmus vyuºívá
obecné schéma dynamického programování, které bude blíºe popsáno v dal²ím textu.

Cílem této práce bylo seznámit se s obecnou tématikou duálního °ízení a detailn¥ji
s konkrétním algoritmem - iterativním lokálním dynamickým programováním. Následn¥
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tento algoritmus implementovat a aplikovat na jednoduchý systém. Otestovat jeho funk£nost
a schopnost °ídit a to i v porovnání s jinými metodami a algoritmy. Dále se pokusit im-
plementovat algoritmus iLDP pro sloºit¥j²í systém blíºe praktické aplikaci, konkrétn¥
se jedná o synchronní motor s permanentními magnety. Otestovat funk£nost a p°ípadn¥
srovnat s dostupnými výsledky jiných °ídících strategii. Na základ¥ získaných výsledk·
posoudit výhody a nevýhody algoritmu a jeho pouºitelnost na dal²í úlohy.
Hlavním p°ínosem práce je otestování vlastností algoritmu iLDP na jiných problémech,

neº pro které byla vyvinuta autory. Objevení klad· a zápor· algoritmu a dále díky
srovnání s jinými algoritmy získání p°ehledu, pro které praktické aplikace je vhodn¥j²í
respektive mén¥ vhodný neº srovnávané metody. Prvotní o£ekávání pro srovnání algo-
ritmu iLDP a °ízení získaného pomocí principu separace jsou, ºe iLDP bude pomalej²í
co do výpo£etního £asu, av²ak p°esnost získaných výsledk· bude lep²í. Dále je o£ekávána
nezanedbatelná závislost výsledného °ízení na volb¥ pouºitých aproximací.
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1 Teorie duálního °ízení

1.1 Základní pojmy

1.1.1 Systém a °ízení

Systém

Základním pojmem, se kterým budeme v textu pracovat je systém. Obdobn¥ jako zák-
ladní pojmy zejména v matematických v¥dách (bod, mnoºina, algoritmus,. . . ), nelze tento
pojem exaktn¥ de�novat. Systém si m·ºeme p°edstavit jako jistý �objekt�, £asto bude
reprezentovat objekt skute£ného sv¥ta. Hlavní vlastností systému je, ºe má zpravidla
jeden nebo více vstup·, pomocí kterých mu m·ºeme p°edávat informaci � °ízení a je-
den nebo více výstupu, coº jsou hodnyty, které pozorujeme. Co se odehrává uvnit° sys-
tému v²ak obecn¥ nevíme. �ízení, které budeme dodávat systému na vstup bude v textu
zna£eno písmenem u. Analogicky bude písmenem y ozna£ena pozorovaná hodnota na
výstupu.
Chování systému, to je jakým výstupem reaguje na vstup, popisujeme dle [3] obecn¥

diferenciální rovnicí respektive soustavou diferenciálních rovnic vy²²ích °ád·. Jedná se
o takzvaný vn¥j²í popis. Tento druh popisu, pohlíºí na systém �zvenku� bez skute£né
znalosti, co se odehrává uvnit° systému a jaká je jeho podstata. Vn¥j²í popis obvykle
obdrºíme p°i odvození modelu systému z fyzikálních rovnic. Omezení, která z n¥j plynou,
se snaºíme odstranit zavedením vnit°ního (stavového) popisu, kdy (soustavu) diferenciál-
ních rovnic vy²²ího °ádu, p°evedeme vhodnou volbou nových prom¥nných x na soustavu
diferenciálních rovnic prvního °ádu. Prom¥nné x ozna£ujeme jako stavové prom¥nné.

�ízení

Na²ím úkolem je pro zadaný systém nalézt regulátor, tedy obecn¥ °ízení u takové,
které dodané na vstup zp·sobí, ºe systém se bude �chovat podle na²ich poºadavk·�. To
zpravidla znamená, ºe hodnoty výstupní veli£iny y dosáhnou (nebo se p°iblíºí s danou
p°esností) poºadované hodnot¥ v podob¥ referen£ního signálu, který regulátor dostavá z
vn¥j²ku a sou£asn¥ dodrºí p°edem stanovená omezení. Práce je ov²em zam¥°ena na °ízení
sloºit¥j²ích systém·, u kterých jeden nebo více parametr· neznáme p°esn¥. Tedy n¥který
(více) z koe�cient· v rovnicích popisujících systém není znám. Máme v²ak o n¥m jistou
statistickou informaci v podob¥ jeho o£ekávané hodnoty a variance. Dále je-li systém ne-
lineární, jsou výsledné rovnice p°íli² sloºité a tedy analyticky ne°e²itelné. Pro numerické
°e²ení, jsou rovnice systému zpravidla p°evád¥ny do diskrétního tvaru.
�ízení obecn¥ d¥líme podle [3] na dva typy: P°ímovazební °ízení uºíváme v p°ípad¥,

kde je k dispozici p°esný matematický model systému a je vylou£en výskyt neur£itostí.
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Toto °ízení nevyuºívá ºádné zp¥tné informace od systému a regulátor pracuje pouze s ref-
eren£ním signálem. Naproti tomu zp¥tnovazební °ízení vyuºívá i informace o skute£ném
výstupu systému a snaºí se tak eliminovat chyby v d·sledku neur£itostí a chyb zp·-
sobenych nep°esností modelu.

Duální °ízení

Chceme navrhnout regulátor pro zadaný systém s neznámými parametry. Úkoly jsou tedy
dva: 1. opatrnost - efektivn¥ systém °ídit a 2. buzení - ur£it neznáme parametry. Tyto
dva p°ístupy jsou ale obecn¥ v rozporu. Abychom mohli systém dob°e °ídit, pot°ebujeme
znát parametry co nejp°esn¥ji. Nejvíce informací o parametrech v²ak získáme, kdyº je
systém vybuzen a nechová optimáln¥. Tyto pojmy není snadné kvanti�kovat, ale velmi
£asto se projevují v konkrétních °ídících schématech. Na²ím úkolem je pokusit nalézt
n¥jaký kompromis mezi ob¥ma úkoly. Práv¥ tento p°ístup je ozna£ován jako duální °ízení
[2].

1.2 Dynamické programování

1.2.1 Formulace problému

V textu budeme pracovat zpravidla s diskrétním systémem, ve smyslu systému s diskrét-
ním £asem, protoºe výpo£ty jsou provád¥ny ve v¥t²in¥ p°ípad· problematiky duálního
°ízení numericky. Rovnice popisující systém jsou v²ak zpravidla ve spojitém tvaru, (model
£asto vychází ze skute£nosti, pop°ípad¥ fyzikálních zákon·). V tomto p°ípad¥ provádíme
diskretizaci.
Základní problém je formulován podle [2] následovn¥:

Uvaºujme stavový popis diskrétního dynamického systému

xk+1 = fk(xk, uk, wk), k = 0, . . . , N − 1 , (1.1)

kde xk je stavová prom¥ná, uk °ízení a wk náhodná porucha, v²e v £ase k p°i celkovém
£asovém horizontu N . Na °ízení uk klademe omezení, ºe m·ºe nabývat pouze hodnot z
neprázdné monoºiny Uk(xk) závislé na stavu xk. Náhodná porucha wk je charakterizována
rozd¥lením pravd¥podobnosti Pk, které m·ºe explicitn¥ záviset na xk a uk, ne v²ak na
p°edchozích poruchách wk−1, . . . , w0.
Dále uvaºujme mnoºinu °ízení, jedná se o posloupnost funkcí

π = {µ0, . . . , µN−1},

kde µk p°i°azuje stavu xk p°ípustné °ízení uk = µk(xk), to je takové, ºe µk(xk) ∈ Uk(xk),
mnoºinu p°ípustných °e²ení ozna£me Π. Máme-li dány po£áte£ní stav x0 a p°ípustné
°e²ení π m·ºeme stavy xk a poruchy wk povaºovat za náhodné veli£iny s rozd¥lemím
de�novaným systémem rovnic 1.1, kde za °ízení uk dosadíme hodnotu funkce µk v xk.
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Pro dané ztráty v jednotlivých £asech � funkce gk, pak de�nujeme o£ekávanou ztrátu
π v x0 jako

Jπ(x0) = E

{
gN (xN ) +

N−1∑
k=0

gk (xk, µk(xk), wk)

}
kde je o£ekávaná hodnota po£ítána p°es náhodné veli£iny wk a xk. Optimální °ízení π∗je
práv¥ to, které minimalizuje ztrátu

Jπ∗(x0) = min
π∈Π

Jπ(x0).

Optimální ztrátu ozna£me J∗(x0).

1.2.2 P°ístup dynamického programování

Dynamické programovní dle [9] je jedním ze zp·sob· návrhu algoritm· pro °e²ení jistých
typu optimaliza£ních problém·. Konkrétn¥ se uplat¬uje v p°ípad¥, ºe jde o diskrétní opti-
maliza£ní úlohu, na °e²ení daného problému m·ºeme nahlíºet jako na kone£nou posloup-
nost rozhodnutí a platí princip optimality.

Princip optimality

°íká, ºe optimální posloupnost rozhodnutí musí mít následující vlastnost: Jestliºe jsme

uº ud¥lali k rozhodnutí, musí být v²echna následující rozhodnutí optimální vzhledem k

výsledk·m rozhodnutí p°edchozích, jinak nem·ºeme dostat optimální °e²ení [9].

Princip optimality v teorii °ízení

Nech´ π∗ =
{
µ∗0, µ

∗
1, . . . , µ

∗
N−1

}
je optimální °ídící strategie pro základní problém a p°ed-

pokládejme, ºe kdyº aplikujeme °ízení π∗, daný stav xi se vyskytne v £ase i s pozitivní
pravd¥podobností. Uvaºujme podproblém, kdy ve stavu xi a £ase i chceme minimalizovat
náklady na pokra£ování (v anglické literatu°e ozna£ováno jako �cost-to-go�) od £asu i do
N

E

{
gN (xN ) +

N−1∑
k=i

gk(xk, µk(xk), wk)

}
Potom úsek strategie

{
µ∗i , µ

∗
i+1, . . . , µ

∗
N−1

}
je optimální pro tento podproblém.

Intuitivn¥ je princip optimality velmi jednoduchý. Jestliºe úsek strategie
{
µ∗i , µ

∗
i+1, . . . , µ

∗
N−1

}
nebude optimální, budeme schopni dále zredukovat cenu p°echodem k optimální strategii
pro podproblém.
Princip optimality umoº¬uje optimální strategii konstruovat postupn¥. Nejd°íve nalezneme

optimální strategii pro koncový podproblém zahrnující poslední krok. Poté roz²i°ujeme
podproblém od konce p°idáním p°edposledního kroku a tak dále. Takto m·ºe být vytvo°ena
optimální strategie pro celý problém.
Algoritmus dynamického programování je tedy zaloºen na následující my²lence: Al-

goritmus pracuje iterativn¥ a °e²í koncové podproblémy pro daný £asový úsek, p°i tom
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vyuºívá °e²ení p°edchozích koncových podproblém· pro krat²í £asové úseky. P°evzato z
[2].

Formulace algoritmu dynamického programování

Podle [2], pro kaºdý po£áte£ní stav x0, je optimální cena J∗(x0) základního problému
rovna J0(x0), získané z posledního kroku následujícího algoritmu, který prochází zp¥t
£asy od N − 1 do 0:

JN (xN ) = gN (xN )

Jk(xk) = min
uk∈Uk(xk)wk

E {gk(xk, uk, wk) + Jk+1(fk(xk, uk, wk))} (1.2)

k = 0, 1, . . . , N − 1

kde je o£ekávaná hodnota po£ítána podle náhodné veli£iny wk, která obecn¥ závisí na
xk a uk. Dále, kdyº u∗k = µ∗k(xk) minimalizuje pravou stranu rovnice (1.2) pro kaºdé xk
a k, stretegie π∗ =

{
µ∗1, . . . , µ

∗
N−1

}
je optimální.

Hodnotu Jk(xk) je moºno interpretovat jako optimální cenu pro (N −k)-tý krok prob-
lému za£ínajícího ve stavu xk a £ase k, a kon£ícího v £ase N . Následn¥ ozna£ujeme Jk(xk)
náklady na pokra£ování (�cost-to-go�) ve stavu xk a £ase k, a Jk ozna£ujeme jako funkci
náklad· na pokra£ování (�cost-to-go function�) v £ase k.
Ideáln¥ bychom cht¥li vyuºít algoritmus dynamického programování k získání Jk vyjád°ené

v uzav°eném tvaru nebo k získání optimální strategie. Existuje mnoho p°ípad·, kdy je
daná úloha °e²itelná analyticky, obzvlá²t¥ za zjednodu²ujících p°edpoklad·. To je velmi
uºite£né zejména pro lep²í náhled do problematiky a jako vodítko pro sloºit¥j²í modely.
Av²ak ve v¥t²ín¥ p°ípad· není analytické °e²ení moºné, pak je t°eba pouºít numerické
°e²ení pomocí algoritmu dynamického programování. Tento p°ístup m·ºe být £asov¥ velmi
náro£ný, zejména minimalizaci v rovnici (1.2) je t°eba provést pro kaºdou hodnotu xk.
Stavový prostor musí být diskretizován, nejedná-li se o kone£nou mnoºinu a výpo£etní
nároky pak nar·stají proporcionáln¥ k po£tu moºných hodnot xk. Nicmén¥ dynamické
programování je pouze obecný p°ístup pro iterativní optimalizaci p°i uvaºování nejistoty
v systému.

1.3 Vliv neznalosti na systém

1.3.1 Úplná a neúplná stavová informace

V optimálním p°ípad¥ by bylo moºno m¥°it v²echny stavové veli£iny systému a na jejich
základ¥ libovolným zp·sobem upravovat jeho dynamické vlastnosti. Ve skute£nosti ale
zpravidla není moºné v²echny stavy zm¥°it a musíme se rozhodovat pouze na základ¥
informací, které máme k dispozici, pak mluvíme o neúplné informaci o stavu systému

[5, 2]. M·ºe to být zp·sobeno nap°íklad nedostupností hodnot n¥kterých stav·, pouºité
m¥°ící p°ístroje mohou být nep°esné nebo náklady na získání p°esné hodnoty stavu mo-
hou být p°íli² omezující. P°ípady tohoto typu modelujeme zpravidla tak, ºe v kaºdém
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kroku regulátor obdrºí jisté pozorování skute£né hodnoty stavu, které ov²em m·ºe být
ovlivn¥no a naru²eno stochastickou nejistotou. Teoreticky se v²ak problém s neúplnou in-
formací o stavu neodli²uje od úloh s úplnou stavovou informací, protoºe existují zp·soby,
jak p°evést (redukovat) systém s neúplnou informací na systém s úplnou. Tyto postupy
obecn¥ vedou na algoritmy vyuºívající dynamické programování, ale jsou výpo£etn¥ mno-
hem náro£n¥j²í, neº v p°ípad¥ úplné informace. Dva moºné postupy redukce p°evzaté z
[2] budou následovat po formulaci problému:

Formulace problému s neúplnou informací o stavu

Nejd°íve formulujme základní problém s neúplnou stavovou informací, který následn¥
redukujeme na systém s informací úplnou. Uvaºujme roz²í°ení základního problému 1.1,
kde ale regulátor, namísto p°ístupu ke stavu systému, získává pouze pozorování zk ve
tvaru

z0 = h0(x0, v0), zk = hk(xk, uk−1, vk), k = 1, 2, . . . , N − 1, (1.3)

kde vk reprezentuje náhodnou poruchu pozorování charakterizovanou rozd¥lením pravd¥podob-
nosti Pvk , která závisí na sou£asném stavu a v²ech p°edchozích stavech, °ízeních a poruchách.
Dále také po£áte£ní stav x0 povaºujeme za náhodnou veli£inu s rozd¥lením Px0 .
Soubor informací dostupných regulátoru v £ase k ozna£me Ik informa£ním vektorem.

Tedy

Ik = (z0, . . . , zk, u0, . . . , uk−1), k = 1, . . . , N − 1,

I0 = z0.

Uvaºujme mnoºinu p°ípustných °ízení jako posloupnost funkcí π = {µ0, . . . , µN−1}, kde
kaºdá funkce µk p°i°azuje informa£nímu vektoru Ik °ízení µk(Ik) ∈ Uk, pro v²echna Ik,
kde k = 0, . . . , N − 1. Chceme najít p°ípustnou °ídící strategii, to jest posloupnost π,
která minimalizuje o£ekávanou ztrátu

Jπ = E

{
gN (xN ) +

N−1∑
k=0

gk (xk, µk(Ik), wk)

}
,

kde je o£ekávaná hodnota po£ítána p°es náhodné veli£iny x0 a wk, vk pro k = 0, . . . , N−1.
Veli£iny xk a zk se vypo£ítají z rovnic 1.1 respektive 1.3, p°i£emº v nich poloºíme uk =
µk(Ik).

Redukce na systém s úplnou stavovou informací

Tento postup je zaloºen na my²lence de�novat nový systém, jehoº stav v £ase k je mnoºina
v²ech hodnot, kterých m·ºe vyuºít regulátor p°i tvorb¥ °ízení. Jako stav nového systému
tedy volíme informa£ní vektor Ik a získáme systém

Ik+1 = (Ik,zk+1, uk), I0 = z0, k = 0, . . . , N − 2. (1.4)

Na tento systém povahy základního problému s úplnou informací m·ºeme pohlíºet tak, ºe
Ik je stav. �ízení uk a pozorování zk lze pak chápat jako náhodné poruchy. Dále rozd¥lení
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pravd¥podobnosti zk+1 závisí explicitn¥ pouze na stavu Ik a °ízení uk. Ztrátovou funkci
vyjád°enou pro nový systém je moºno zapsat jako

E {gk (xk, uk, wk)} = E {Exk,wk
{gk (xk, uk, wk) | Ik, uk}} .

Tedy ztráta b¥hem jednoho kroku vyjád°ená jako funkce nového stavu Ik a °ízení uk je

g̃k(Ik,uk) = Exk,wk
{gk (xk, uk, wk) | Ik, uk} . (1.5)

P·vodní základní problém s neúplnou stavovou informací byl tedy p°eveden na úlohu s
úplnou stavovou informací s rovnicí popisující systém 1.4 a ztrátou b¥hem jednoho kroku
1.5. Nyní je pro n¥j moºno napsat algoritmus dynamického programování.

Posta£ující statistika

P°i uºití algoritmu dynamického programování za neúplné stavové informace je hlavní
problém v jeho vyhodnocování ve stavovém prostoru, jehoº dimenze neustále roste. S
kaºdým dal²ím m¥°ením dimenze stavu a tedy informa£ní vektor Ik nar·stá, proto se
snaºíme redukovat mnoºství dat skute£n¥ pot°ebných pro ú£ely °ízení. Hledáme tedy
popis známý jako posta£ující statistika, který bude mít men²í dimenzi neº Ik ale sou£asn¥
zahrne ve²kerý d·leºitý obsah Ik pot°ebný pro °ízení. Jako posta£ující statistiku ozna£me
funkci Sk informa£ního vektoru Ik, tedy Sk(Ik) takovou, ºe minimalizuje ztrátu v algo-
ritmu dynamického programování p°es v²echna p°ípustná °ízení. Coº m·ºeme zapsat pro
vhodnou funkci Hk jako

Jk(Ik) = min
uk∈Uk

Hk(Sk(Ik), uk).

Po funkci Sk samoz°ejm¥ chceme, aby byla charakterizována men²í mnoºinou £ísel, neº
informa£ní vektor Ik, abychom získaly výhody z jejího pouºití. Obecn¥ existuje mnoho
funkcí, které mohou slouºit jako posta£ující statistika. Triviálním p°íkladem m·ºe být
identita Sk(Ik) = Ik.
Závisí-li rozd¥lení pravd¥podobnosti poruchy pozorování vk explicitn¥ pouze na bezprost°edn¥

p°edcházejícím stavu, °ízení a poru²e systému, tedy na xk, uk, wk a nezávisí na p°ed-
chozích hodnotách xk−1, . . . , x0, uk−1, . . . , u0, wk−1, . . . , w0, vk−1, . . . , v0 m·ºeme za posta£u-
jící statistiku volit podmín¥né rozd¥lení pravd¥podobnosti Pxk|Ik , o kterém lze ukázat (viz
[2]), ºe

Jk(Ik) = min
uk∈Uk

Hk(Pxk|Ik , uk) = Jk(Pxk|Ik),

kde Hk a Jk jsou vhodné funkce. Optimální °ízení pak získáme ve tvaru funkcí pod-
mín¥ného rozd¥lení pravd¥podobnosti µk(Ik) = µk(Pxk|Ik) pro k = 0, . . . , N − 1. Tato
reprezentace m·ºe být velmi uºite£ná, protoºe nám umoº¬uje rozloºit optimální °ízení
na dv¥ nezávislé £asti:

1. pozorovatel (estimátor), který v £ase k pouºije m¥°ení zk a °ízení uk−1 k vygen-
erování rozd¥lení pravd¥podobnosti Pxk|Ik
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2. regulátor (akurátor), který generuje vstupy (°ízení) pro systém jako funkci rozd¥lení
pravd¥podobnosti Pxk|Ik

Tento rozklad pak umoº¬uje navrhovat kaºdou z £ástí samostatn¥ podle charakteru
konkrétní úlohy.

1.3.2 Kalman·v �ltr

Chceme °e²it následující problém, viz [5]: Máme lineární systém s neúplnou stavovou
informací a snaºíme se odhadnout (rekonstruovat, estimovat) stav systému z m¥°itelných
vstupních a výstupních veli£in. Dále p°edpokládejme, ºe m¥°ení výstupu a pop°ípad¥ i
vstupu je zatíºeno chybou m¥°ení. Tyto nep°esnosti m¥°ení m·ºeme modelovat jako adi-
tivní ²um. Odhadování (rekonstrukci, estimaci) potom navrhujeme pomocí stochastických
metod. �e²ení vede na takzvaný Kalman·v �ltr.

Následující formulace problému a popis algoritmu Kalmanova �ltru je p°evzat z [2],
kde lze také nalézt odvození p°íslu²ných rovnic: Máme dva náhodné vektory x a y, které
jsou svázány sdruºeným rozd¥lením pravd¥podobnosti tak, ºe hodnota jednoho poskytuje
informaci o hodnot¥ druhého. Známe hodnotu y a chceme ur£it (odhadnout) hodnotu x
tak, aby st°ední kvadratická odchylka mezi x a jeho odhadem byla minimální.
Takový odhad m·ºeme zístat v nejjednodu²²ím p°ípad¥ metodou nejmen²ích £tverc·,

ale pro tento zp·sob je t°eba velkého po£tu m¥°ení. Jako lep²í zp·sob se ale jeví vyuºít
sekven£ní struktury problému a iterativn¥ pouºít Kalman·v �ltr, kdy odhad v £ase k+ 1
získáme na základ¥ jednoduchých rovnic pouze z p°edchozího odhadu a nového m¥°ení v
£ase k, ºádná p°edchozí m¥°ení nejsou explicitn¥ zahrnuta.
V dal²ím textu ozna£me x̂k|k−1 apriorní odhad stavu, tedy odhad stavu v £ase k na zák-

lad¥ informací aº do £asu k− 1. Analogicky Σk|k−1 ozna£uje apriorní kovarian£ní matici.
Aposteriorní odhad stavu ozna£me x̂k|k, to jest odhad v £ase k na základ¥ informa£í aº
do £asu k. Aposteriorní kovarian£ní matice je pak ozna£ena Σk|k.

System

Uvaºujme lineární dynamický systém bez °ízení (uk ≡ 0) ve tvaru

xk+1 = Akxk + wk, k = 0, 1, . . . , N − 1,

kde xk je vektor stavu, wk vektor náhodné poruchy a matice Ak p°edpokládáme známé.
Dále rovnice m¥°ení je

zk = Ckxk + vk, k = 0, 1, . . . , N − 1,

kde zk je vektor pozorování (m¥°ených veli£in) a vk vektor ²umu. Nech´ x0, w0, . . . , wN−1, v0, . . . , vN−1

jsou vektory nezávislých náhodných veli£in s daným rozd¥lením pravd¥podobnosti, takovým,
ºe

E{wk} = E{vk} = 0, k = 0, 1, . . . , N − 1.
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Ozna£me

S = E
{

(x0 − E{x0}) (x0 − E{x0})T
}
, Mk = E{wkwTk }, Nk = E{vkvTk },

a nech´ matice Nk pozitivn¥ de�nitní pro v²echny £asy k.

Algoritmus Kalmanova �ltru

P°edpokládejme, ºe máme spo£ítaný odhad x̂k|k−1 spole£n¥ s kovarian£ní maticí Σk|k−1 =

E
{(
xk − x̂k|k−1

) (
xk − x̂k|k−1

)T}. V £ase k získáme dal²í m¥°ení zk = Ckxk + vk. Nyní
m·ºeme získat aposteriorní odhad stavu x̂k|k v £ase k jako

x̂k|k = x̂k|k−1 + Σk|k−1C
T
k

(
CkΣk|k−1C

T
k +Nk

)−1 (
zk − Ckx̂k|k−1

)
, (1.6)

dále pak apriorní odhad stavu x̂k+1|k v £ase k + 1, tedy x̂k+1|k = Akx̂k|k. Apriorní
kovarian£ní matici v £ase k + 1 vypo£ítáme z

Σk+1|k = AkΣk|kA
T
k +Mk,

kde aposteriorní kovarian£ní matici Σk|k = E
{(
xk − x̂k|k

) (
xk − x̂k|k

)T} m·ºeme získat
z rovnice

Σk|k = Σk|k−1 − Σk|k−1C
T
k

(
CkΣk|k−1C

T
k +Nk

)−1
CkΣk|k−1.

P°idáním po£áte£ních podmínek x̂0|−1 = E{x0} a Σ0|−1 = S získáme algoritmus Kalmanova

�ltru, který ve své podstat¥ rekurzivn¥ generuje posloupnost lineárních odhad· zaloºených
na metod¥ nejmen²ích £tverc·.
Dále je moºno vyjád°it rovnici 1.6 ve tvaru

x̂k|k = Ak−1x̂k−1|k−1 + Σk|kC
T
k N

−1
k

(
zk − CkAk−1x̂k−1|k−1

)
,

který p°i uvaºování systému se vstupem

xk+1 = Akxk +Bkuk + wk, k = 0, 1, . . . , N − 1,

umoº¬uje vypo£ítat rekurzivn¥ aposteriorní odhady stav· x̂k|k v £asech k z rovnice

x̂k|k = Ak−1x̂k−1|k−1 +Bk−1uk−1 + Σk|kC
T
k N

−1
k

(
zk − CkAk−1x̂k−1|k−1

)
,

p°i£emº rovnice pro výpo£et aposteriorní kovarian£ní matice Σk|k z·stávají nezm¥n¥ny.

1.4 Spojité systémy

1.4.1 Deterministické systémy se spojitým £asem

I kdyº zpravidla pracujeme s diskrétními systémy, zejména z d·vod· výpo£t· na po£í-
ta£i, teorie optimálního °ízení spojitých systém· m·ºe být velmi uºite£ná. Poskytuje
totiº d·leºité principy, které jsou velmi £asto pouºívány p°i návrhu algoritm· pro duální
°ízení. Konkrétn¥ se jedná o Hamilton-Jacobi-Bellmanovu rovnost a Pontryagin·v princip
minima.
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Spojitý systém

Dynamický systém se spojitým £asem uvaºujeme dle [2] ve tvaru

ẋ(t) = f(x(t), u(t)), 0 ≤ t ≤ T, (1.7)

x(0) = x0,

kde x(t) je stavový vektor v £ase t, ẋ(t) je vektor prvních derivací podle £asu v £ase t,
u(t) ∈ U je °ídící vektor v £ase t, U je mnoºina omezení °ízení a T je £asový horizont. O
funkci f p°edpokládáme, ºe je spojit¥ diferencovatelná vzhledem k x a spojitá vzhledem k
u. Rovnice 1.7 p°edstavuje soustavu n diferenciálních rovnic prvního °ádu. Na²ím cílem je
nalézení p°ípustné °ídící trajektorie {u(t) | t ∈ [0, T ]} a odpovídající stavové trajektorie
{x(t) | t ∈ [0, T ]} takové, ºe minimalizují ztrátovou funkci ve tvaru

h(x(T )) +

ˆ T

0
g (x(t), u(t)) dt,

o funkcích g a h p°edpokládáme, ºe jsou spojit¥ diferencovatelné vzhledem k x a g je
spojitá vzhledem k u.

Hamilton-Jacobi-Bellmanova rovnost

Hamilton-Jacobi-Bellmanova rovnost je parciální diferenciální rovnicí, která je spln¥na
optimální funkcí náklad· na pokra£ování J∗(t, x). Tato rovnice je analogií algoritmu
dynamického programování ve spojitém £ase. Rovnici lze psát podle [2] ve tvaru

0 = min
u∈U

[
g(x, u) +∇tJ∗(t, x) +∇xJ∗(t, x)T f(x, u)

]
, ∀t, x, (1.8)

J∗(T, x) = h(x).

Jedná se tedy o parciální diferenciální rovnici s okrajovou podmínkou. O funkci J∗(t, x)
jsme p°edpokládali diferencovatelnost, apriorn¥ ale její diferencovatelnost neznáme a tedy
nevíme, jestli J∗(t, x) °e²í rovnici 1.8. M·ºeme v²ak pouºít následující tvrzení, jehoº
formulaci i d·kaz lze nalézt v [2]:

V¥ta o dostate£nosti:
Nech´ je funkce V (t, x) spojit¥ diferencovatelná vzhledem k t a x a nech´ je °e²ením
Hamilton-Jacobi-Bellmanovy rovnosti:

0 = min
u∈U

[
g(x, u) +∇tV (t, x) +∇xV (t, x)T f(x, u)

]
, ∀t, x, (1.9)

V (T, x) = h(x), ∀x.

P°edpokládejme dále, ºe µ∗(t, x) dosáhne minima v rovnosti 1.9 pro v²echna t a x.
Nech´ {x∗(t) | t ∈ [0, T ]} ozna£uje stavovou trajektorii získanou p°i dané po£áte£ní
podmínce x∗(0) = x0 a °ídící trajektorii u∗(t) = µ∗(t, x∗(t)), t ∈ [0, T ]. Pak V je
rovno optimální funkci náklad· na pokra£ování, tedy

V (t, x) = J∗(t, x), ∀t, x.

Navíc °ídící trajektorie {u∗(t) | t ∈ [0, T ]} je optimální.
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Pontryagin·v princip minima

Pontryagin·v princip minima je d·leºitým teorémem optimálního °ízení. Poskytuje nut-
nou (ne v²ak posta£ující) podmínku pro optimální trajektorii, je úzce sp°ízn¥n s Hamilton-
Jacobi-Bellmanovou rovností a lze ho z ní podle [2] také odvodit. Princip minima je
výhodné formulovat pomocí Hamiltoniánu. Ozna£me p gradient optimální funkce nák-
lad· na pokra£ování pro optimální stavovou trajektorii p(t) = ∇xJ∗ (t, x∗(t)) a de�nujme
Hamiltonián jako funkci zobrazující trojice vektor· (x, u, p) do reálných £ísel

H(x, u, p) = g(x, u) + pT f(x, u).

Rovnice pro systém pak m·ºe být zapsána v kompaktním tvaru

ẋ∗(t) = ∇pH (x∗(t), u∗(t), p(t)) .

Obdobn¥ m·ºe být zapsána pro p takzvaná adjungovaná rovnice

ṗ(t) = −∇xH (x∗(t), u∗(t), p(t)) .

Pontryagin·v princip minima je podle [2] formulován následovn¥:

Princip minima:
Nech´ {u∗(t) | t ∈ [0, T ]} je optimální °ídící trajektorie a nech´ {x∗(t) | t ∈ [0, T ]}
je odpovídající stavová trajektorie, to jest

ẋ∗(t) = f (x∗(t), u∗(t)) , x∗(0) = x0.

Nech´ dále p(t) je °e²ením adjungované rovnice

ṗ(t) = −∇xH (x∗(t), u∗(t), p(t)) ,

s okrajovou podmínkou p(T ) = ∇h (x∗(T )). Pak pro v²echna t ∈ [0, T ]

u∗(t) = arg min
u∈U

H (x∗(t), u, p(t)) .

Navíc existuje konstanta C taková, ºe

H (x∗(t), u∗(t), p(t)) = C, ∀t ∈ [0, T ].

1.5 Algoritmy pro duální °ízení

Metody pro nalezení optimálního °ízení lze obecn¥ rozd¥lit do dvou základních kategorií
na globální a lokální viz [8, 7].
Globální metody, pouºívané zejména v posilovaném u£ení (�Reinforcement Learning�),

jsou zaloºeny na na Bellmanov¥ principu optimality, Hamilton-Jacobi-Bellmanov¥ rovnosti
a dynamickém programování. Tyto algoritmy hledají globáln¥ optimální zp¥tnovazební
°ízení pro v²echny stavy obecného stochastického systému a proto podléhají nebezpe£í
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�problému dimenzionality� nebo také rozm¥rnosti (z anglického �curse of dimensionality�
doslovn¥ - kletba rozm¥rnosti). Jednodu²e m·ºeme tento problém chápat tak, ºe p°i num-
erickém °e²ení úlohy jsou po£íta£em procházeny v²echny body diskretizovaného stavového
a °ídícího prostoru jejichº po£et s rostoucím po£tem dimenzí extrémn¥ (exponenciáln¥)
rychle roste. Výpo£et pro mnohadimenzionální úlohy se pak stává co do pam¥´ových
nárok·, ale hlavn¥ z hlediska výpo£etního £asu prakticky nerealizovatelným.
Lokální metody, £ast¥ji studované v teorii °ízení, souvisí s Pontryaginovým principem

maxima. Jejich podstatou je nalezení °ízení, které je pouze lokáln¥ optimální v okolí n¥-
jaké �extremalní� trajektorie. V¥t²inou je uºito deterministických prost°edk· jako °e²ení
soustavy oby£ejných diferenciálních rovnic (nap°íklad st°elbou nebo relaxací). Tento
p°ístup ale vede na p°ímovazební °ízení a nezle uºít pro stochastické úlohy, vyhýbá se ale
problému dimenzionality, coº umoº¬uje °e²it i komplexn¥j²í problémy.
V poslední dob¥ je snaha vyvíjet nové algoritmy, které kombinují výhody obou vý²e

zmín¥ných p°ístup·. P°íkladem m·ºe být iterativní LQG (iLQG). Tento algoritmus je za-
loºen na linearizaci nelineární úlohy v kaºdém bod¥ reprezentativní trajektorie a násled-
ném °e²ení modi�kované Riccatiho rovnice. Výhodou iLQG je, ºe jejím výsledkem je
zp¥tnovazební °ízení. Metoda je ale stále deterministická a nedokáºe se vypo°ádat s nek-
vadratickými ztrátovými funkcemi a poºadavky na omezené °ízení.
S vý²e zmín¥nými problémy se snaºí vypo°ádat modi�kovaná iLQG, která bude pouºita

pro srovnání s úst°ední metodou této práce iLDP. Dále pak do kategorie smí²ených metod
spadá práv¥ i metoda iLDP, která bude podrobn¥ popsána v následující kapitole.
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2 Algoritmy pro návrh °ízení

2.1 Výb¥r algoritm· pro srovnání

2.1.1 Princip separace

Princip separace nebo také separa£ní teorém pro lineární systémy s kvadratickou ztrátovou

funkcí zaujímá d·leºité místo v moderní teorii °ízení. Intuitivn¥ je velmi jednoduchý.
Podle [2] je formulován následovn¥:
Optimální °ízení pro lineární systém m·ºe být rozd¥leno do dvou £ástí:

1. pozorovatel (estimátor), který vyuºívá m¥°ená data k odhadu stavu systému,

2. regulátor (akurátor), který generuje ze stavu, respektive jeho odhadu, °ízení pro
systém.

Navíc £ást optimálního °ízení ozna£ená jako pozorovatel je optimálním °e²ením problému
ur£ování (estimace) stavu nezávisle na uvaºování °ízení a £ást ozna£ená jako regulátor je
optimální °e²ení °ídícího problému za p°edpokladu úplné stavové informace. Kaºdá £ást
tedy m·ºe být navrhována nezávisle na sob¥ jako optimální °e²ení p°íslu²ných problém·
estimace a regulace.

2.1.2 LQG

�ízení LQG (z anglického �Linear-Quadratic-Gaussian�) je primárn¥ navrºeno pro °ízení
lineárních systém· s kvadratickou ztrátovou funkci a Gaussovským ²umem. Existují v²ak
r·zné modi�kace i pro nelineární systémy. Algoritmus LQG je zaloºen práv¥ na principu

separace kdy pozorovatel a regulátor jsou navrhovány zvlá²´. Optimálním pozorovatelem
je zde Kalman·v �ltr a lze jej uºít nap°íklad ve tvaru, jak byl uveden v £ásti 1.3.2.
Optimálním regulátorem pak °ízení ozna£ované jako LQ regulátor, které m·ºe být for-
mulováno podle [2] následovn¥:

LQ regulátor pro lineární systém

xk+1 = Akxk +Bkuk + wk, k = 0, 1, . . . , N − 1,

s kvadratickou ztrátovou funkcí

E

{
xTNQNxN +

N−1∑
k=0

(
xTkQkxk + uTkRkuk

)}
,
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p°i uvaºování neúplné stavové informace je optimálním °ízením v kaºdém £ase rovno

µ∗k(Ik) = LkE {xk | Ik} ,

kde matice Lk je dána rovností

Lk = −
(
Rk +BT

kKk+1Bk
)−1

BT
kKk+1Ak,

p°i£emº matice Kk získáme rekurzivn¥ z Riccatiho rovnice

KN = QN ,

Kk = ATk

(
Kk+1 −Kk+1Bk

(
Rk +BT

kKk+1Bk
)−1

BT
kKk+1

)
Ak +Qk.

2.1.3 Zobecn¥né iterativní LQG °ízení

V £lánku [8] je popsán algoritmus zobecn¥ného iterativního LQG °ízení (iLQG) pro ú£ely
nalezení lokálního zp¥tnovazebního °ízení nelineárních stochastických systém· s kvadrat-
ickou ztrátou, ale navíc lze poºadovat i omezené vstupy. Obecn¥ zahrnutí poºadavku na
omezené vstupy do ztrátové funkce zp·sobí poru²ení její kvadrati£nosti, zmi¬ovaný algo-
ritmus v²ak °e²í problém jinak, konkrétn¥ následnou korekcí rovnic pro výpo£et °ízení.
Dále s nelinearitou se algoritmus vypo°ádává tak, ºe systém v kaºdém £asovém kroku
linearizuje vzhledem k reprezentativní trajektorii. Linearizovaný systém je pak °e²en kla-
sickým p°ístupem LQG, av²ak v jeho pr·b¥hu je do výpo£t· je²t¥ zasahováno. Jsou
provád¥ny úpravy díl£ích výsledk· a opravy chyb z d·vodu práce s linearozovaným ne-
lineárním systémem pro zaji²t¥ní konvergence algoritmu. Samotný algoritmus je odvozen
a detailn¥ popsám v [8] odkud je p°evzat následující zestru£n¥ný popis:

iLQG lokální °ízení pro obecn¥ nelineární stochastický systém

xk+1 = xk + f(xk, uk) ·∆k + F (xk, uk) · ek, k = 0, 1, . . . , N − 1, (2.1)

x(k=0) = x0,

se ztrátovou funkcí

E

{
h(xN ) +

N−1∑
k=0

l(k, xk, uk)

}
je lokáln¥ optimální °ízení, které konstruujeme iterativn¥. Kaºdá iterace za£íná s posloup-
ností p°ímovazebních °ízení uk a odpovídající bez²umovou trajektorií xk získanou ap-
likací uk na systém 2.1 s nulovým ²umem. To je moºno provést nap°íklad pomocí Eu-
lerovy integrace. Pak linearizujeme systém a kvadratizujeme ztrátu podél trajektorií xk
a uk. Následn¥ získaný lineární systém s kvadratickou ztrátou vyjád°íme v odchylkách
stavových a °ídících veli£in od bez²umové trajektorie δxk = xk − xk a δuk = uk − uk.
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Veli£iny charakterizující modi�kovaný problém získané v kaºdém £ase k z (xk, uk) jsou

Ak = I +
∂f

∂x
·∆k, Bk =

∂f

∂u
·∆k,

ci,k = F [i] ·
√

∆k, Ci,k =
∂F [i]

∂u
·
√

∆k,

qk = l ·∆k, qk =
∂l

∂x
·∆k,

Qk =
∂2l

∂x∂x
·∆k, Pk =

∂2l

∂u∂x
·∆k,

rk =
∂l

∂u
·∆k, Rk =

∂2l

∂u∂u
,

kde F [i] ozna£uje i-tý sloupec matice F a veli£iny �q� se po£ítají v £ase k = N z funkce
h namísto l.
Dále zave¤me ozna£ení

gk = rk +BT
k sk+1 +

∑
i

CTi,kSk+1ci,k,

Gk = Pk +BT
k Sk+1Ak,

Hk = Rk +BT
k Sk+1Bk +

∑
i

CTi,kSk+1Ci,k.

Zp¥tnovazební °ízení pak hledáme ve tvaru δuk(δx) = lk + Lkδx, kde lk = −H−1
k gk a

Lk = −H−1
k Gk. P°i£emº parametry Sk a sk jsou po£ítány rekurzivn¥ z rovnic

Sk = Qk +ATk Sk+1Ak + LTkHkLk + LTkGk +GTkLk, (2.2)

sk = qk +ATk sk+1 + LTkHklk + LTk gk +GTk lk.

V d·sledku linearizace obecn¥ nelineárního systému mohou vyjít n¥která vlastní £ísla
matice H nulová nebo záporná. �e²ení tohoto problému spolu s o²et°ením poºadavku na
omezené vstupy u je detailn¥ popsáno v [8]. Pokud v²ak nepot°ebujeme vyhov¥t poºa-
davku na nekladná vlastní £ísla matice H a omezené vstupy, lze rovnice 2.2 zjednodu²it
a pokud dále ²um nezávisí na °ízení (tedy Ci,k = 0) rovnice 2.2 se redukuje na Riccatiho
rovnici klasického LQ regulátoru.

2.2 Algoritmus iterativního lokálního dynamického

programování

Algoritmus iLDP byl vytvo°en pro ú£ely nalezení stochastického optimálního °ízení v
mnohadimenzionálních stavových a °ídících prostorech. Tento p°ípad je £astý zejména
p°i °ízení biologických pohyb·. Metoda je popsána autory v £lánku [7] a z tohoto zdroje
je také p°evzata.
Základní popis algoritmu, tak jak ho auto°i podali, je v²ak pouze ²ablonou a mnoho

detail· a díl£ích £ástí je ponecháno na vy°e²ení p°i konkrétní realizaci. To se týká hlavn¥
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pouºitých aproximací pro jednotlivé funkce, zejména aproximace Bellmanovy funkce a
aproximace hledaného regulátoru. Dále, protoºe algoritmus vyuºívá hledání minima, není
v základním popisu algoritmu vy°e²en konkrétní typ minimalizace. Pouºitý minimaliza£ní
algoritmus se samoz°ejm¥ li²í podle konkrétního problému, zejména jedná-li se o mini-
malizaci omezenou nebo neomezenou. Je²t¥ je t°eba zmínil, ºe pro algoritmus je nutno
zvolit parametr �velikosti� okolí, protoºe se jedná o lokální metodu.

2.2.1 Formulace problému

Na²ím úkolem je nalézt °ízení u = π(t, x), které minimalizuje o£ekávanou ztrátu

J(π) = Eω

(
h(x) +

ˆ T

0
l(x, π(t, x))dt

)
,

obecn¥ pro spojitý systém:

dx = f(x, u)dt+ F (x, u)dω,

x(0) = x0, (2.3)

t ∈ [0, T ],

v diskrétním tvaru:

xk+1 − xk = f(x, u) ·∆k + F (x, u)ek,

x(k=0) = x0, (2.4)

k ∈ {0, 1, . . . , N},

∆k =
T

N
,

kde hledáme °ízení u = π(k, x), které minimalizuje o£ekávanou ztrátu

J(π) = E

(
h(x) +

N−1∑
k=0

lk(x, π(k, x)) ·∆k

)
.

2.2.2 Osnova algoritmu

Algoritmus pracuje itera£n¥, kaºdá iterace za£ne s °ízením π a vytvo°í zlep²ení π′. P°i£emº
prvotní °e²ení π0 musíme algoritmu dodat jako apriorní informaci. Pro zaji²t¥ní globální
konvergence je moºno nové °e²ení hledat jako konvexní kombinaci starého a algoritmem
nalezeného °e²ení

πnové = απ′ + (1− α)π; 0 < α ≤ 1; J(πnové) < J(π).
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V kaºdé iteraci prob¥hne nejprve p°ípravná fáze, kdy z °ízení π(k, x) generuje pr·m¥rnou
trajektorii x̄(k) °e²ením rovnice 2.3 respektive 2.4. Následn¥ se po£ítá aproximace Ṽ (k, x)
Bellmanovy funkce V (k, x) v £ase odzadu, tj. od N k 1. Sou£asn¥ po£ítáme i aproximaci
°ízení π′(k, x) . . . π′(N − 1, x). Tedy pro kaºdý £as k takový, ºe k = N − 1 . . . 1 jdeme
zp¥t, p°i£emº pokládáme v koncovém £ase N hodnotu aproximace Bellmanovy funkce
Ṽ (N, x) = h(x) a provádíme následující £ty°i kroky:

1. Generujeme mnoºinu stav·
{
x(n)

}
n=1...M

shromáºd¥ných kolem pr·m¥rného stavu
x̄(k).

2. Pro kaºdé x(n) vypo£ítáme optimální °ízení u(n) minimalizací Hamiltoniánu

H(k, x, u) = l(x, u) + f(x, u)T Ṽx(k + 1, x) +
1

2
tr
(∑

(x, u)Ṽxx(k + 1, x)
)

s inicializa£ním bodem π(k, x(n)). Kde Σ(x, u) = F (x, u)F (x, u)T . Tedy optimální
°ízení v £ase k pro stav n hledáme jako

u(n) = arg min
u
H(k, x, u).

3. Pro kaºdé x(k) aproximovat v(n) = V (k, x(n)) pouºitím Hamolton-Jacobi-Bellmanovi
rovnosti

V (k, x(n)) ≈ ∆k ·H(k, x(n), u(n)) + Ṽ (k + 1, x(n)).

4. Vypo£ítat novou aproximaci funkce Ṽ (k, x) z mnoºiny bod·
{
x(n), v(n)

}
a aproxi-

maci °ízení π′(k, x(n)) de�nované pro v²echna x jako z mnoºiny bod·
{
x(n), u(n)

}
.

2.2.3 Detaily implementace

Uvedený obecný popis algoritmu m·ºe být aplikován mnoha zp·soby v závislosti na
konkrétních volbách v kaºdém z krok· algoritmu. Jedná se zejména o následující p°ípady:

Volba okolí v bod¥ 1.

Zde se projevuje lokálnost metody. Mnoºina stav·
{
x(n)

}
je vybrána z okolí pr·m¥rného

stavu x̄(k). Toto okolí a zp·sob výb¥ru mnoºiny je t°eba konkrétn¥ speci�kovat. Pro
ú£ely implementace algoritmu bylo okolí speci�kováno parametrem ρ2. Mnoºina
stav·

{
x(n)

}
pak byla generována náhodn¥ jako náhodná veli£ina s normálním

rozd¥lením se st°ední hodnotou rovnou pr·m¥rnému stavu x̄(k) a rozptylem speci-
�kovaným parametrem ρ2.
Po£et vzork· M je nutno zvolit p°i implementaci algoritmu. Obecn¥ je nejlep²í
volit maximální moºné £íslo, ov²em s rostoucím po£tem vzork· rostou i pam¥´ové
nároky a výpo£etní £as algoritmu.

Minimalizace v bod¥ 2.

Pro minimalizaci lze pouºít nap°íklad minimaliza£ní funkce programu Matlab z
balíku Optimization Toolbox, konkrétn¥ se jedná o funkce fminunc respektive fmincon
pro neomezenou respektive omezenou minimalizaci. V p°ípad¥, kdy je moºno spo£í-
tat minimalizaci analyticky, jedná se samoz°ejm¥ o nejlep²í zp·sob.
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Pouºití aproximací v bod¥ 4.

Aproximace je t°eba zvolit je²t¥ p°ed zahájením výpo£tu algoritmu, av²ak práv¥
v bod¥ 4. je t°eba je vypo£ítat z mnoºiny pár· hodnot. Konkrétn¥ se jedná o
aproximaci Bellmanovy funkce Ṽ a aproximaci °ízení π. Volíme aproximace v
jednodu²²ím tvaru z d·vodu výpo£etní náro£nosti, protoºe jsou po£ítány opako-
van¥. Dále je nutno vygenerovat dostate£ný po£et M vzork·

{
x(n)

}
v bod¥ 1.

abychom m¥li dostatek dat pro ur£ení koe�cient· aproximací. I kdyº nám vol-
nost ve volb¥ aproximací p°iná²í relativn¥ velkou svobodu p°i návrhu algoritmu
iLDP, jedná se sou£asn¥ i o nejv¥t²í slabinu, protoºe auto°i explicitn¥ neuvad¥jí
jaké aproximace volit. Následn¥, p°i implementaci algoritmu pro systém s v¥t²ím
po£tem dimenzí, m·ºe být Bellmanova funkce velmi sloºitá a práv¥ její vhodnou
aproximaci se nemusí poda°it nalézt.

2.2.4 Konkrétní pouºité aproximace

Výpo£et hodnot a aproximace Ṽ (Ṽx, Ṽxx) je opakovaný. Je tedy t°eba vysoké optimal-
izace, proto je pouºita lineární aproximace ve tvaru lineární kombinace dvakrát diferen-
covatelných základních funkcí φ(x) ∈ RP kde P < N . Jako základní funkce mohou být
voleny nap°íklad funkce 1, xi, xixj , x

2
ixj . Aproximace je volena jako £asov¥ prom¥nná,

kdy Ṽ (k, x) = φ(x− x̄(k))Tw(k), kde w(k) je parametrický vektor závislý na £ase k.
Ozna£me Ṽx = φTxw a Ṽxx = φTxxw první a druhou derivaci aproximace Bellmanovy

funkce podle prom¥nné x respektive vektor a matici parciálních derivací podle sloºek
vektoru x. Parametry aproximace pro jednotlivé £asy w se ur£í lineární regresí. Pro v =[
v(1) . . . v(M)

]
vektor cílových hodnot a matici Φ =

[
φ(x(1) − x̄(k)) . . . φ(x(M) − x̄(k))

]
je

minimální kvadratická odchylka ‖ v −ΦTw ‖2 pro volbu parametru w =
(
ΦΦT

)−1
Φv.

Protoºe je pr·m¥rná trajektorie x̄(k) konstantní v iteraci algoritmu, je z d·vodu
urychlení výpo£tu aproximace vycentrována v tomto bod¥. Mnoºina

{
x(n)

}
je £asov¥

prom¥nná, abychom nemuseli v kaºdém kroku po£ítat
(
ΦΦT

)−1
Φ, poloºíme x(n) =

x̄(k) + ε(n), kde
{
ε(n)

}
je stejná pro v²echny £asy k. Mnoºina

{
x(n)

}
se pak jakoby po-

hybuje podél trajektorie x̄(k). Tedy Ṽ (k, x(n)) = φ(ε(n))Tw(k) a Φ je konstantní v nejen
£ase, ale i v iteracích algoritmu a matici

(
ΦΦT

)−1
Φ je moºno p°edpo£ítat (coº by ne²lo

p°i závislosti na stavech).

2.2.5 P°edb¥ºný odhad vlatností algoritmu

V tomto odstavci jsou uvedeny p°edb¥ºné odhady vlastností algoritmu, jeho výhody a
nevýhody. Tyto odhady byly u£in¥ny na základ¥ popisu algoritmu, dále podle samotného
hodnocení autor· v £lánku [7] a následn¥ i v pr·b¥hu implementace metody. Pozd¥ji
budou konfrontovány s pozorováními získaných výsledk· a záv¥ry simulací, aby bylo
z°ejmé, která o£ekávání byla napln¥na, a která nikoliv. Tento postup m·ºe být velmi
uºite£ný zejména z d·vodu posouzení, které charakteristické vlastnosti algoritmu iLDP

jsou patrny pouze p°i letmém prostudovaní a naopak, pro které je nutno algoritmus
implementovat a otestovat.
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Výhody

• duální metoda (lépe se vypo°ádá s neznalostí oproti neduálním metodám, nap°íklad
LQG)

• lep²í zvládnutí ²umu

• rychlej²í dosaºení poºadované hodnoty

• moºnost aplikace na mnoharozm¥rové stavové a °ídící prostory

• univerzálnost (vychází z obecných princip·) a svoboda výb¥ru konkrétních aprox-
imací a minimalizací

Nevýhody

• vy²²í £asová náro£nost

• numerické výpo£ty (minimalizace)

• nep°esnost v d·sledku aproximace klí£ových funkcí v algoritmu a problémy s jejich
volbou

• implementa£ní sloºitost

• lokálnost metody a tedy i nalezeného °e²ení

• volba okolí (lokální metoda)
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3 Systémy pro testování

3.1 Jednoduchý systém

3.1.1 Popis problému

Tato úloha byla p°evzata z £lánku [6]. Sami auto°i [6] pak p°ejali tento problém z [1].
Jedná se o integrátor s neznámým ziskem, tedy lineární £asov¥ invariantní systém s

jedním vstupem a jedním výstupem

yk+1 = yk + buk + σek,

b ∼ N(b̂, P ), (3.1)

ek ∼ N(0, 1),

cov(ek, bk) = 0, ∀k.

kde yk je výstup nebo také stav procesu v £ase k, uk je °ízení v £ase k. Varianci ²umu
σ2 p°edpokládáme známou, stejn¥ jako po£áte£ní hodnoty systému y0, b̂0 a P0. Úkolem
je nalézt zp¥tnovazební °ízení

u∗k = u∗k(yk, yk−1, . . . , y0, uk−1, uk−2, . . . , u0), 0 ≤ k ≤ N − 1

minimalizující o£ekávanou ztrátu

J0 =

{
N−1∑
k=0

gk

}
,

gk = (yk+1 − rk+1)2, (3.2)

pro daný £asový horizont N a referen£ní signál, tj. poºadovanou hodnotu výstupu, ve
form¥ posloupnosti {rk}Nk=1. Diskrétní £asový krok ∆k pokládáme roven jedné £asové
jednotce, tedy ∆k = 1.

3.1.2 Úpravy rovnic

P°i °e²ení tohoto problému je výhodné podle [1] nahlíºet na systému jako úlohu s posta£u-
jící statistikou Hk = [yk, b̂k, Pk]. Kde yk reprezentuje stav p·vodní yk, dále b̂k je st°ední
hodnota neznámého parametru b a Pk jeho variance.
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Pak první rovnici v 3.1 doplníme rovnicemi, ze kterých mohou být rekurzivn¥ napo£ítány
parametry b̂k a Pk

b̂k+1 = b̂k +Kk(yk+1 − yk − b̂kuk),
Pk+1 = (1−Kkuk)Pk, (3.3)

Kk =
ukPk

u2
kPk + σ2

.

Ztráta v £ase k je

Jk = min
uk

Eek,b {gk + Jk+1 | yk, yk−1, . . . , uk−1, uk−2, . . .} ,

kde se stredni hodnota pocita pres ek a b. Systém 3.1 je lineární, Gaussovský a máme k
dispozici sdruºenou hustotu rozd¥lení pravd¥podobnosti f(bk) = N(b̂k, Pk) jejíº parame-
try se vyvíjejí rekurzivn¥ podle 3.3. Je tedy moºno upravit ztrátovou funkci Jk dosadíme-li
za gk = (yk+1 − rk+1)2 z 3.2 a následn¥ z 3.1 za yk+1 = yk + buk + σek:

Jk = min
uk

Eek,b
{

(yk + buk + σek − rk+1)2 + Jk+1 | yk, yk−1, . . . , uk−1, uk−2, . . .
}

= min
uk

Eek

{
(yk + b̂uk + σek − rk+1)2 + Pku

2
k | yk, yk−1, . . . , uk−1, uk−2, . . .

}
+

+ min
uk

Eek,b {Jk+1 | yk, yk−1, . . . , uk−1, uk−2, . . .}

A ztráta v £ase k je pak vyjád°ena ve tvaru

gk = (yk − rk+1)2 + Pku
2
k.

Následn¥ lze zadání úlohy formulovat jako:

Rovnice systému :

 yk+1

b̂k+1

Pk+1

 =

 yk + b̂kuk
b̂k + ukPk

u2kPk+σ2 (yk+1 − yk − b̂kuk)
(1− ukPk

u2kPk+σ2uk)Pk

+

 σek
0
0


Ztráta v čase k: gk = (yk − rk+1)2 + Pku

2
k (3.4)

3.1.3 Aplikace metody CE

Princip metody ozna£ené jako CE (z anglického �Certainty Equivalence�) je velmi jednoduchý.
Neznámé parametry v systému nahradíme jejich o£ekávanými hodnotami a dále v²echny
výpo£ty provádíme, jako kdyby byly parametry známé. Takto získáné °ízení samoz°ejm¥
není duální a pokud se skute£ná hodnota neznámého parametru výrazn¥ji odchyluje od
o£ekávané hodnoty, se kterou po£ítáme, dopou²tíme se zna£né chyby. Zmi¬ovaná metoda
je pouºita jako první p°iblíºení a hlavn¥ pro srovnání s dal²ími algoritmy.
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Triviální CE regulátor

P°i návrhu prvního, nejjednodu²²ího regulátoru uvaºujeme pouze rovnici 3.1 a nahradíme
v ní parametr b jeho o£ekávanou hodnotou b̂, coº vede na

yk+1 = yk + b̂uk + σek.

Se ztrátovou funkcí nebudeme explicitn¥ po£ítat. Místo toho p°edpokládáme, ºe ztráta
bude minimální, dosáhlneme-li poºadované hodnoty rk+1 v jednom kroku. Poloºíme tedy
yk+1 = rk+1, ²um neuvaºujeme (respektive jej nahradíme jeho st°ední hodnotou, coº je
nula) a z rovnice vyjád°íme °ízení uk v £ase k jako

uk =
rk+1 − yk

b̂
.

Zde je samoz°ejm¥ nutné p°edpokládat, ºe o£ekávaná hodnota b̂ není rovna nule. Tento
p°edpoklad m·ºe být omezující, protoºe z pohledu p·vodní rovnice s neznámým parame-
trem b nastane problém pouze, kdyº samotný parametr b nabývá hodnoty nula. To pak
z°ejm¥ °ízení nemá na systém ºádný vliv. Chceme-li tento p°ístup pouºít pro libovolné
b̂ (tedy i pro b̂ = 0), je moºno nap°íklad volit jmenovatel zlomku ve výrazu pro °ízení
místo b̂ jako b̂+ ε s vhodným parametrem ε, následn¥ pak

uk =
rk+1 − yk
b̂+ ε

, b̂+ ε 6= 0.

3.1.4 Algoritmus LQG

Algoritmus LQG (�Linear-Quadratic-Gaussian�) je vhodný k nalezení °ízení pro lineární
systémy s kvadratickou ztrátovou funkci a gaussovským ²umem. To je sice p°ípad zde
uvaºovaného jednoduchého systému, ale algoritmus LQG není duální. Nedokáºe si tedy
poradit s neznámým parametrem b a je nutné pouºít n¥jaké aproximace. Op¥t tedy vyuºi-
jeme principu CE a nahradíme parametr b jeho o£ekávanou hodnotou b̂. LQG algoritmus
vyuºívá Kalmanova �ltru a dokáºe tedy lépe zvládat ²umy a nep°esnosti m¥°ení.

LQG regulátor

Jak jiº bylo zmín¥no v p°edchozím textu, °ízení LQG je zaloºeno na principu separace,
tedy estimátor a regulátor jsou navrhovány zvlá²´. Máme-li k dispozici matice, popisující
systém, sta£í pro nalezení °ízení pouze dosadit do rovnic v £ástech 1.3.2 a 2.1.2. Tento
postup m·ºeme aplikovat na matice získané z rovnice 3.1, pak získáme jednoduché °ízení,
které ale p°edpokládá parametr b známý a jedná se tedy o princip CE. Matice systému
budou v tomto p°ípad¥

A = 1, B = b̂,

C = 1, N = σ.
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A úpravou ztrátové funkce

E

{
N−1∑
k=0

gk

}
= E

{
N−1∑
k=0

(yk+1 − rk+1)2

}

= E

{
N−1∑
k=0

ψ2
k+1

}
= E

{
N−1∑
k=0

(
ψTk+1Qkψk+1

)}
,

kde ψk reprezentuje rozdíl yk − rk, získáme matice Q a R ve tvaru

Q = 1, R = 0.

Nebo se m·ºeme pokusit o aplikaci na systém 3.4, který vznikl úpravou systému 3.1
a odhaduje o£ekávanou hodnotu a varianci neznámého parametru b, ale není lineární. Je
tedy t°eba systém 3.4 linearizovat, nejlépe v kaºdém £asovém kroku k. Pot°ebujeme tedy
n¥jakou reprezentativní trajektorii a systém následn¥ linearizujeme rozvojem do prvního
°ádu do Taylorovy °ady se st°edem v této trajektorii a tento postup opakujeme pro kaºdý
£as k. Následn¥ získáme matice linearizovaného systému

Ak = ∂
∂(yk,b̂k,Pk)

 yk+1

b̂k+1

Pk+1

 =


1 uk 0

− ukPk

u2kPk+σ2 1− u2kPk

u2kPk+σ2

ukσ
2(yk+1−yk−b̂uk)
(u2kPk+σ2)

2

0 0 1− u2kPk(u2kPk+2σ2)
(u2kPk+σ2)

2

 ,

Bk = ∂
∂uk

 yk+1

b̂k+1

Pk+1

 =


b̂

(Pkσ
2−u2kP

2
k )(yk+1−yk+2b̂uk)

(u2kPk+σ2)
2

− 2ukP
2
kσ

2

(u2kPk+σ2)
2

 .

Matice pro výpo£et Kalmanova �ltru jsou v £ase konstantní a rovny

Ck =
(

1 0 0
)
, Nk = σ.

Pro ztrátovou funkci upravíme ztrátu systému 3.4 následovn¥

E

{
N−1∑
k=0

gk

}
= E

{
N−1∑
k=0

(
(yk − rk+1)2 + Pku

2
k

)}

= E

{
N−1∑
k=0

(
ψ2
k + Pku

2
k

)}
= E

{
N−1∑
k=0

(
ψTkQkψk + uTkRkuk

)}
kde ψk reprezentuje rozdíl yk − rk+1. Pak matice pro kvadratickou ztrátovou funkci Q a
R jsou

QN = θ

Qk =

 1 0 0
0 0 0
0 0 0


Rk = Pk

32



3.1.5 iLQG

Metoda iLQG je v podstat¥ roz²í°ením základního algoritmu pro nalezení LQ °ízení a v
triviálním p°ípad¥ se na tento algoritmus i redukuje. Proto v¥t²inu z veli£in charakter-
izujících systém, pot°ebných pro výpo£et iLQG °ízení, m·ºeme p°evzít z p°edchozí £ásti
o aplikaci LQG regulátoru. Postup jejich výpo£tu je totiº prakticky totoºný.

iLQG °ízení

Veli£iny budou uvedeny pouze pro p°ípad jednoduchého systému s posta£ující statistikou,
odhadující parametr b. P°i£emº obecný tvar parametr· vychází z systému de�novaného
v 2.1.

Ak = I +
∂f

∂x
·∆k =


1 uk 0

− ukPk

u2kPk+σ2 1− u2kPk

u2kPk+σ2

ukσ
2(yk+1−yk−b̂uk)
(u2kPk+σ2)

2

0 0 1− u2kPk(u2kPk+2σ2)
(u2kPk+σ2)

2

 ,

Bk =
∂f

∂u
·∆k =


b̂

(Pkσ
2−u2kP

2
k )(yk+1−yk+2b̂uk)

(u2kPk+σ2)
2

− 2ukP
2
kσ

2

(u2kPk+σ2)
2

 ,

ci,k = F [i] ·
√

∆k =

 σ
0
0

 ,

Ci,k =
∂F [i]

∂u
·
√

∆k = 0,

qk = l ·∆k = (yk − rk+1)2 + Pku
2
k,

qk =
∂l

∂x
·∆k =

 2(yk − rk+1)
0
u2
k

 ,

Qk =
∂2l

∂x∂x
·∆k =

 2 0 0
0 0 0
0 0 0

 ,

Pk =
∂2l

∂u∂x
·∆k =

 0
0

2uk

 ,

rk =
∂l

∂u
·∆k = 2Pkuk,

Rk =
∂2l

∂u∂u
= 2Pk.
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3.1.6 iLDP

Algoritmus implementujeme podle základní osnovy uvedené v 2.2.2 p°i£emº detaily im-
plementace jsou voleny následovn¥:

Volba okolí
Mnoºina stav·

{
x(n)

}
je volena jako náhodná veli£ina s normálním rozd¥lením

se st°ední hodnotou rovnou pr·m¥rnému stavu x̄(k) a rozptylem speci�kovaným
parametrem ρ2. Tedy x(n)

k = x(k) + ε
(n)
k , kde ε(n)

k ∼ N(0, ρ2) . Samotný parametr
ρ2 pak volíme v °ádu ²umu, pop°ípad¥ o °ád v¥t²í, aby okolí postihlo moºné zm¥ny
trajektorie v d·sledku ²umu, ale sou£asn¥ nezasahovalo p°íli² daleko.
Po£et vzork·M je zde konkrétn¥ volen 100 coº se ukazuje jako dostate£né mnoºství
dat pro výpo£et koe�cient· aproximací.

Minimalizace
Zde pouºitá minimalizace je neomezená, je tedy uºito minimaliza£ní funkce pro-
gramu Matlab (Optimization Toolbox ) fminunc.

Aproximace °ízení
Aproximace zp¥tnovazebního °ízení v tomto p°ípad¥ vychází z triviálního CE reg-

ulátoru navrºeného v 3.1.3, který roz²i°uje

CE regulátor : uk =
rk+1 − yk
b̂+ ε

, b̂+ ε 6= 0,

Aproximace ř́ızenı́: π(k, x) =
rk+1 −K1yk

K2b̂k +K3Pk +K4

.

Koe�cienty aproximace K1...4 vypo£ítáme v kaºdém £ase k z mnoºiny hodnot{
x(n), u(n)

}
lineární regresí, tedy metodou nejmen²ích £tver·. Provedeme násle-

dující úpravy (
K2b̂k +K3Pk +K4

)
π(k, x) = rk+1 −K1yk,

(
yk b̂kπ(k, x) Pkπ(k, x) π(k, x)

)
K1

K2

K3

K4

 = rk+1.

Rovnici ozna£íme jako
ΨK = R.

Následn¥ dosadíme do Ψ vypo£ítaná xk za
(
yk b̂k Pk

)T
a odpovídající vypo£í-

taná u za π(k, n), kdy dosazujeme celé vektory v n. Tedy výsledné Ψ je maticí
rozm¥ru n×4. Aby mohla být rovnice spln¥na, poloºímeR = rk+1

(
1 1 . . . 1

)T ,
tedy sloupcový vektor ze samých rk+1. A koe�cienty K vypo£ítáme metodou nej-
men²ích £tverc· jako

K =
(
ΨTΨ

)−1
ΨR.
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Aproximace Bellmanovy funkce
Aproximace Bellmanovy funkce je volena po vzoru dle 2.2.4 jako lineární kombinace
devíti základních funkcí

1, yk, b̂k, lnPk, y
2
k, yk b̂k, yk lnPk, b̂

2
k, b̂k lnPk.

Kdy se koe�cienty aproximace ur£ují lineární regresí podle vzorce uvedeného v
2.2.4. Prom¥nná Pk vystupuje v souboru základních funkcí v logaritmu z výpo£et-
ních d·vod·. Nejd°íve bylo uºito základnich funkcí pro Pk bez logaritm·, ale
výpo£et koe�cient· aproximace selhával, protoºe matice ΦΦT vystupující ve vzorci
pro lineární regresi byla blízko singulární matici. To zp·sobilo problémy, p°i její
následné inverzi, proto bylo Pk nahrazeno v bázových funkcích lnPk.

3.2 Synchronní motor s permanentními magnety

3.2.1 Popis systému

Následující model popisuje synchronní elektromotormotor s rotorem tvo°eným perma-
nentními magnety. Systém je popsán standartními rovnicemi synchronního stroje s per-
manentními magnety ve stacionárním tvaru

diα
dt

= −Rs
Ls
iα +

ΨPM

Ls
ω sinϑ+

uα
Ls
,

diβ
dt

= −Rs
Ls
iβ −

ΨPM

Ls
ω cosϑ+

uβ
Ls
, (3.5)

dω

dt
=

kpp
2
pΨPM

J
(iβ cosϑ− iα sinϑ)− B

J
ω − pp

J
TL,

dϑ

dt
= ω.

Zde iα,β reprezentují proudy a uα,β nap¥tí na statoru. Poloha (úhel oto£ení) rotoru je
ozna£en ϑ a ω je pak rychlost otá£ení. Dále Rs je rezistance a Ls induktance statoru.
ΨPM má význam magnetického toku permanentních magnet· rotoru, B t°ení a TL je
zat¥ºovací moment. Konstanta pp ozna£uje po£et pár· pol· a kp Parkovu konstantu.
Cílem je návrh °ízení bez senzor·, kdy £idla pro m¥°ení polohy a otá£ek nejsou (z

r·zných d·vod·) p°ítomna. Tedy jediné m¥°itelné veli£iny jsou:

y(t) = (iα(t), iβ(t)) , uα(t), uβ(t).

Které samoz°ejm¥ m·ºeme m¥°it jen s ur£itou p°esností. Dále p°edpokládáme, ºe vstupy
uα a uβ jsou omezené a tato omezení jsou známa. Nyní chceme dosáhnout poºadovaných
otá£ek rotoru ω(t) (skute£nou hodnotu ω(t) neznáme, pouze ji odhadujeme ze známých
hodnot y(t)).
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3.2.2 Úprava rovnic

Diskretizace

Provedení diskretizace modelu 3.5 pomocí Eulerovy metody vede na následující diskrétní
popis:

iα,k+1 =

(
1− Rs

Ls
∆k

)
iα,k +

ΨPM

Ls
∆kωk sinϑk +

∆k

Ls
uα,k,

iβ,k+1 =

(
1− Rs

Ls
∆k

)
iβ,k −

ΨPM

Ls
∆kωk cosϑk +

∆k

Ls
uβ,k,

ωk+1 =

(
1− B

J
∆k

)
ωk +

kpp
2
pΨPM

J
∆k (iβ,k cosϑk − iα,k sinϑk)−

pp
J
TL∆k,

ϑk+1 = ϑk + ωk∆k.

Kde ∆k ozna£uje diskrétní £asový okamºik. P°edpokládáme, ºe paremetry modelu známe,
m·ºeme tedy provést následující substituci za ú£elem zjednodu²ení: a = 1 − Rs

Ls
∆k,

b = ΨPM
Ls

∆k, c = ∆k
Ls

, d = 1− B
J ∆k, e =

kpp2pΨPM

J ∆k. Pro jednoduchost uvaºujme model
bez zatíºení, tedy zat¥ºovací moment TL je nulovy a zjednodu²ený model je:

iα,k+1 = aiα,k + bωk sinϑk + cuα,k,

iβ,k+1 = aiβ,k − bωk cosϑk + cuβ,k, (3.6)

ωk+1 = dωk + e (iβ,k cosϑk − iα,k sinϑk) ,

ϑk+1 = ϑk + ωk∆k.

Tyto rovnice m·ºeme chápat jako popis systému se stavem xk = (iα,k, iβ,k, ωk, ϑk), kde
p°edchozí soustavu rovnic zapí²eme jako xk+1 = g(xk, uk).

Odhad stavu

O skute£ném stavu systému xk máme informaci pouze v podob¥ m¥°ení yk = (iα,k, iβ,k).
Vlastní vývoj stavových prom¥nných m·ºe být ovlivn¥n ²umem, pro jednoduchost p°ed-
pokládáme Gaussovský ²um s nulovou st°ední hodnotou a kovarian£ní maticí Mk. Po-
zorování stavu, tedy výstup yk je zatíºen chybou m¥°ení, která je zp·sobena zaokrouh-
lením skute£né hodnoty na rozli²ovací hodnotu stupnice p°ístroje. Z d·vodu zjednodu²ení
ale p°edpokládáme, ºe chyba m¥°ení bude mít ve výsledku normální rozd¥lení s nulovou
st°ední hodnotou a kovarian£ní maticí Nk. K stejnému záv¥ru bychom mohli dojít i
pouºitím centrální limitní v¥ty z teorie pravd¥podobnosti. Tedy na vnit°ní stav systému
i na výstup m·ºeme pohlíºet jako na náhodné veli£iny s normálním rozd¥lením

xk+1 ∼ N (g(xk),Mk) ,

yk ∼ N

((
iα,k
iβ,k

)
, Nk

)
.

Nyní vyuºijeme toho, ºe Kalman·v �ltr je optimálním pozorovatelem lineárního sys-
tému s Gaussovským ²umem. Zde uvaºovaný systém 3.6 není lineární, ale m·ºeme vyuºít
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nelineární verze Kalmanova �ltru, ozna£ované jako roz²í°ený Kalman·v �ltr (Extended
Kalman �lter), který systém linearizuje v kaºdém £asovém kroku. Rovnice pro výpo£et
odhadu stavu pak budou následující

x̂k+1 = g(x̂k)−K (yk+1 − h(x̂k)) ,

K = PkC
T
k

(
CkPkC

T
k +Nk

)−1
, (3.7)

Pk+1 = Ak

(
Pk − PkCTk

(
CkPkC

T
k +Nk

)−1
CkPk

)
ATk +Mk,

kde funkce h je h(xk) = (iα,k, iβ,k)
T a matice Ak a Ck získáme linearizecí systému v

kaºdém kroku, tedy

Ak =
d

dxk
g(xk, uk) =


a 0 b sinϑk bωk cosϑk
0 a −b cosϑk bωk sinϑk

−e sinϑk e cosϑk d −e (iα,k cosϑk + iβ,k sinϑk)
0 0 ∆k 1

 ,

Ck =
d

dxk
h(xk) =

(
1 0 0 0
0 1 0 0

)
.

Ztrátová funkce

Cílem je dosáhnout poºadovaných otá£ek rotoru ω. Pro zjednodu²ení uvaºujme aditivní
kvadratickou ztrátovou funkci

J = E

{
N−1∑
k=0

l(xk, uk)

}
,

kdy ztráta v kaºdém £asovém kroku k je

l(xk, uk) = (ωk − ωk)2 + r(u2
α,k + u2

β,k),

kde r je vhodný parametr penalizace za vstupy, který je ov²em pot°eba doladit. Tento
výraz m·ºeme upravit do maticové podoby

l(xk, uk) = (ωk − ωk)Q (ω − ωk) + (uα,k, uβ,k)

(
r 0
0 r

)(
uα,k
uβ,k

)
= ψTkQψk + uTkRuk,

kde ψk zna£í rozdíl vektoru stavu a po°adované hodnoty ψk = xk − xk a matice Q a R
pak mají tvar

Q =


0 0 0 0
0 0 0 0
0 0 1 0
0 0 0 0

 ,

R =

(
r 0
0 r

)
.
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3.2.3 Aplikace iLDP

K implementaci iLDP algoritmu, je nutno podotknout, ºe jsem zatím nevytvo°il funk£ní
verzi. Je to zejména z d·vodu, ºe se nepoda°ilo nalézt vhodnou aproximaci Bellmanovy
funkce. P°esto je zde uveden postup aplikace tohoto algoritmu.

Posta£ující statistika

Pro aplikaci iLDP metody je vhodné nejd°íve zavést posta£ující statistiku. Volme tedy
S̃k = (x̂k, Pk), kde x̂k má význam odhadu stavu a Pk kovarian£ní matice, p°i£emº tyto
parametry se vyvíjejí v £ase podle rovnic 3.7. Následn¥, kdybychom cht¥li zahrnout do
aproximace Bellmanovy funkce v²echny £leny S̃k, jednlo by se o p°íli² velké mnoºství
dat. Samotný vektor x̂k má v kaºdém £ase k £ty°i sloºky a kovarian£ní matice Pk pak
²estnáct sloºek. Hledáme-li aproximaci Bellmanovy funkce po vzoru 2.2.4, získáme dvacet
£len· prvního °ádu a mnohonásobn¥ víc £len· druhého °ádu. V takovémto p°ípad¥ je
implementace algoritmu prakticky nemoºná, omezíme se tedy na posta£ující statistiku
ve tvaru Sk =

(
x̂k, P

(3,3)
k , P

(4,4)
k

)
, odhadu stavu a variancí odhad· sloºek rychlosti a

otá£ek, které práv¥ nem·ºeme m¥°it.

Detaily implementace algoritmu

Základní návrh implementace vychází z verze algoritmu pro jednoduchý systém viz 3.1.6,
kterou modi�kuje a roz²i°uje.
Okolí

{
x(n)

}
je voleno op¥t jako náhodná veli£ina s normálním rozd¥lením se st°ední

hodnotou rovnou pr·m¥rnému stavu x̄(k) a rozptylem speci�kovaným parametrem ρ2.
Po£et vzork· M je ponechán na hodnot¥ 100, i kdyº byly testovány i jiné hodnoty.
Protoºe se úloha °ízení synchronního motoru snaºí do jisté míry p°iblíºit realit¥, uvaºu-

jeme vstupy jako omezené. Tedy p°edpokládáme, ºe zdroj nem·ºe dodat na vstup libo-
volné nap¥tí, ale je t°eba dodrºet jistá omezení. Zde budou omezení vstup· reprezen-
tována podmínkou

u2
α + u2

β ≤ u2
max,

kde umax p°edpokládáme jako zadanou konstantu. Pro minimalizaci v algoritmu iLDP

je tedy t°eba uºít omezené minimalizace, zde je pouºita minimaliza£ní funkce programu
Matlab (Optimization Toolbox ) fmincon.

Volba aproximací

Aproximaci Bellmanovy funkce vytvo°íme na základ¥ posta£ující statistiky Sk =
(
x̂k, P

(3,3)
k , P

(4,4)
k

)
,

tedy dle 2.2.4 volíme lineární kombinace základních funkcí a na základ¥ zku²eností s
jednoduchým systémem pouºijeme místo variancí jejich logaritmy. Soubor základních

38



funkcí je pak

1, x̂
(1)
k , . . . , x̂

(4)
k , lnP

(3,3)
k , lnP

(4,4)
k ,

(
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(1)
k

)2
, x̂

(1)
k x̂
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(3,3)
k , x̂

(1)
k lnP

(4,4)
k ,

(
x̂

(2)
k

)2
, x̂

(2)
k x̂

(3)
k , x̂

(2)
k x̂

(4)
k ,

x̂
(2)
k lnP

(3,3)
k , x̂

(2)
k lnP

(4,4)
k ,

(
x̂

(3)
k

)2
, x̂

(3)
k x̂

(4)
k , x̂

(3)
k lnP

(3,3)
k ,

x̂
(3)
k lnP

(4,4)
k ,
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(3,3)
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(4)
k lnP

(4,4)
k .

Ale i takový soubor základních funkcí m·ºe být p°íli² velký, proto byla zkou²ena i moºnost
s vynecháním prvních dvou £len· x̂k, tedy proud· iα a iβ . Naopak byly p°idány kvadráty
logaritm· variancí. Druhý moºný soubor je tedy

1, x̂
(3)
k , x̂

(4)
k , lnP

(3,3)
k , lnP

(4,4)
k ,

(
x̂

(3)
k

)2
, x̂

(3)
k x̂

(4)
k ,
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(4,4)
k ,

(
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(4)
k

)2
, x̂

(4)
k lnP

(3,3)
k ,

x̂
(4)
k lnP

(4,4)
k ,

(
lnP

(3,3)
k

)2
, lnP

(3,3)
k lnP

(4,4)
k ,

(
lnP

(4,4)
k

)2
.

Aproximace °ízení byly volena a zkou²ena v n¥kolika r·zných tvarech. Jednalo se o p°í-
movazební °ízení π(k, x) = uk, kde hodnotu °ízení uk získáme jako st°ední hodnotu p°es
vzorky n v²ech °ízení

{
u(n)

}
v £ase k. Dále, protoºe se jedná o to£ivý stroj, byla testována

zp¥tnovazební aproximace °ízení ve tvaru lineární kombinace funcí sinϑ, cosϑ, sin2 ϑ, cos2 ϑ.
Nakonec byla je²t¥ zkou²ena aproximace získaná vyjád°ením veli£iny uk z rovnic systému
a dopln¥ní o koe�cienty po vzoru nalezení aproximace °ízení v 3.1.6.

Problém aplikace iLDP

�ádný z vý²e uvedených postup· nevedl k nalezení funk£ního °ízení, pro zadaný problém
synchronního motoru s permanentními magnety. Jako zásadní problém zde shledávám
netriviální úkol nalezení vhodných aproximací. V p°ípad¥ vícerozm¥rného nelineárního
systému to m·ºe být velmi náro£né a nahodilé zkou²ení volby r·zných aproximací z°ejm¥
nemusí vést k cíli. Jednou z moºností je, vyjít z jednodu²²í metody, nap°íklad LQG nebo
modi�kované iLQG, a aproximace vytvo°it po vzoru jejích funkcí. Pak bychom v²ak
obdrºeli v podstat¥ stejn¥ �p°esnou� metodu, jako je ta, ze které jsme vy²li, jenom by
byl ná² algoritmus iLDP £asov¥ náro£n¥j²í z d·vodu numerických výpo£t·. Vhodným
kandidátem na metodu z níº by bylo moºné vyjít je algoritmus LQG, pomocí kterého se
poda°ilo implementovat funk£ní °ízení.

3.2.4 Algoritmus LQG

Zde navrºený algoritmu LQG není duální, neur£itosti v systému tedy zvládá h·°e neº
p°ípadná duální metoda. Dále algoritmus p°edpokládá lineární systém a kvadratickou
ztrátu. Ztrátu jsme, z d·vodu jednoduchosti, jako kvadratickou volili jiº na po£átku, je
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ale t°eba linearizovat systém v kaºdém £asovém kroku. Dále LQG je zaloºeno na principu
separace, tedy estimátor a regulátor navrhujeme zvlá²´. Estimátorem zvolíme roz²í°ený
Kalman·v �ltr, jehoº rovnice jsou uvedeny v £ásti 3.2.2. Jako regulátor pouºijeme LQ
regulátor, který je popsán v 2.1.2.

Poºadovaná hodnota

Protoºe jednoduchý systém v 3.1 byl lineární, bylo prakticky jedno, na jakou poºadovanou
hodnotu jej °ídíme. Díky linearit¥ m·ºeme totiº hodnoty vºdy posunout. Regulátor LQ je
navrºen pro lineární systém, p°edpokládá tedy linearitu a hledá °ízení pouze na nulovou
hodnotu. Tedy snaºí se minimalizovat odchylku od nuly. Zde uvaºovaný systém je ale
nelineární a kdyº chceme °ídit na nenulovou poºadovanou hodnotu, v tomto p°ípad¥ jde
o poºadované otá£ky ω, nelze pouze nalézt LQ °ízení na nulu a následn¥ °e²ení posunout.
Je proto t°eba poºadovanou hodnotu jiº od po£átku zahrnout do na²ich uvaºování a
p°idat ji do systému jako novou stavovou prom¥nou, by´ m·ºe být v celém £asovém
vývoji systému konstantní.
Provedeme tedy substituci. Chceme °ídít na nulu ωk−ωk rozdíl skute£ných a poºadovaných

otá£ek, tuto veli£inu tedy ozna£íme jako ψk a následn¥ ψk = ωk − ωk. Z tohoto výrazu
si m·ºeme vyjád°it stavovou prom¥nou otá£ek jako ωk = ψk + ωk. Nyní v rovnicích
3.6 dosadíme za ωk a p°idáním dal²í rovnice pro vývoj poºadované hodnoty ωk získáme
rovnice nového systému v p¥ti stavových prom¥nných

iα,k+1 = aiα,k + b (ψk + ωk) sinϑk + cuα,k,

iβ,k+1 = aiβ,k − b (ψk + ωk) cosϑk + cuβ,k,

ψk+1 = d (ψk + ωk)− ωk+1 + e (iβ,k cosϑk − iα,k sinϑk) ,

ϑk+1 = ϑk + (ψk + ωk) ∆k,

ωk+1 = ωk.

Sou£asn¥ se nám ale ztráta v kaºdém £asovém kroku k zm¥ní na

l(xk, uk) = ψ2
k + r(u2

α,k + u2
β,k) = ψTkQψk + uTkRuk.

LQG °ízení

Nyní m·ºeme na matice popisující systém

Ak =
d

dxk
g(xk, uk)

=


a 0 b sinϑk b (ψk + ωk) cosϑk b sinϑk
0 a −b cosϑk b (ψk + ωk) sinϑk −b cosϑk

−e sinϑk e cosϑk d −e (iα,k cosϑk + iβ,k sinϑk) (d− 1)
0 0 ∆k 1 ∆k
0 0 0 0 1

 ,
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Bk =
d

duk
g(xk, uk) =


c 0
0 c
0 0
0 0
0 0

 ,

Ck =
d

dxk
h(xk) =

(
1 0 0 0 0
0 1 0 0 0

)
,

Q =


0 0 0 0 0
0 0 0 0 0
0 0 1 0 0
0 0 0 0 0
0 0 0 0 0

 ,

R =

(
r 0
0 r

)
,

aplikovat rovnice pro roz²í°ený Kalman·v �ltr a LQ regulátor. P°i£emº konkrétní hodnoty
po£áte£ních hodnot a parametr· budou speci�kovány v kapitole 4.
Je²t¥ je t°eba zmínit, ºe pro nalezení °ízení synchronního motoru není vyuºito LQG

návrhu p°esn¥ tak, jak byl popsán v kapitole 2, ale algoritmus je zde drobn¥ vylep²en
pomocí takzvaného �ubíhajícího horiznontu� (v anglické literatu°e ozna£ováno jako �re-
ceding horizon�). Princip spo£ívá v tom, ºe °ízení není p°edpo£teno pro celý £asový hor-
izont, pro který jej navrhujeme, ale vypo£teme jej pouze pro pevn¥ stanovený pomocný
£asový horizont. Tento pomocný horizont pak v kaºdém £asovém kroku posouváme po
p·vodní celkové £asové ose, tak aby pomocný horizont za£ínal vºdy v £asovém kroku k
celkové £asové osy, pro který chceme navrhnout °ízení.
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4 Výsledky

4.1 Metodika zpracování a získávání výsledk·

Pro testované systémy viz kapitola 3, byly jednotlivé algoritmy implementovány jako
funkce programu Matlab. Vstupními hodnotami byla nastavení jednotlivých po£áte£ních
podmínek a parametr· pro výpo£et. Jednotlivé algoritmy pak byly volány ze skriptu
programu Matlab se stejným nastavením hodnot. Návratovými hodnotami jednotlivých
funkcí reprezentujících algoritmy pak byla dosaºená hodnota ztráty a posloupnost reprezen-
tující diskrétní trajektorii systému ve stavovém prostoru. Hodnota ztráty Jalg byla pro
ú£ely porovnání algoritm· formulována stejn¥, jako sou£et kvadrát· odchylek výstupu
od poºadované hodnoty, tedy

Jalg =
K−1∑
k=0

(yk+1 − rk+1)2 .

P°i porovnávání jednotlivých algoritm· nebyly samoz°ejm¥ uvaºovány výsledky jednoho
b¥hu výpo£tu, ale provedlo se b¥h· více a následn¥ byla pro výsledky vypo£tena jejich
st°ední hodnota.

4.1.1 Funkce pro jednoduchý systém

V²echny konkrétní funkce programu Matlab reprezentující jednotlivé algoritmy mají ste-
jnou strukturu. Na po£átku dostanou jako své vstupní hodnoty parametry:

y0 po£áte£ní hodnota prom¥nné y, tedy hodnota yk v £ase k = 1;

yr poºadovaná hodnota y, referen£ní signál;

b̂ st°ední hodnota neznámého parametru b;

P variance neznámého parametru b;

σ2 variance ²umu;

K £asový horizont, pro který navrhujeme °ízení;

N po£et vzorkových trajektorií pro simulaci.

Následn¥ prob¥hne výpo£et °ízení na základ¥ konkrétního algoritmu, zpravidla podle
rovnic a vzorc· popsaných v £ásti 3.1. Dále je provedena simulace b¥hu systému s
pouºítím °ízení získaného v p°edchozím kroku. V pr·b¥hu této simulace je vypo£ítána
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hodnota dosaºené ztráty a posloupnost odpovídající trajektorie systému. Tyto veli£iny
charakterizující pouºití daného algoritmu na jednoduchý systém jsou na záv¥r vráceny
jako návratové hodnoty funkce.

4.1.2 Testovací shémata jednoduchého systému

Pro porovnání jednotlivých algortim· sta£í zadat do skriptu konkrétní hodnoty parametr·,
které budou pro jednotlivá schémata uvedena dále.
Jednotlivé algoritmy z £ásti 3.1 budou v následujícím textu ozna£eny po °ad¥ zkratkami:

CE triviální CE regulátor;

sLQ jednoduchá verze LQ regulátoru;

LQ druhá verze LQG °ízení s odhadem parametru b;

iLQG °ízení iLQG;

iLDP algoritmus iterativního lokálního dynamického programování.

4.2 Výsledky algoritm· pro jednoduchý systém

4.2.1 R·zná po£áte£ní nastavení

Volba po£áte£ní nastavení, tedy parametr· skriptu pro volání funkcí byla v jednotlivých
testovacích schématech následující:
Po£áte£ní hodnota a referen£ní signál byly voleny jako

y0 = 0,

yr = 1.

Z d·vodu linearity úlohy je moºné je libovoln¥ posunout a p°e²kálovat, není tedy uvaºováno
testování pro jiné hodnoty. Variance ²umu σ2 je volena pomocí odchylky

σ = 0, 1.

Pro metodu iLDP je pak parametr okolí poloºen ρ = 0, 5, není-li uvedeno jinak. �asový
horizont pro výpo£ty jeK = 5, coº se jeví dostate£ným pro dosaºení poºadované hodnoty.
Dále je v testovacích schématech pouºit po£et vzorkových trajektorií N = 100.
St°edem na²eho zájmu je volba st°ední hodnoty a variance neznámého parametru b.

Zejména volbou variance P ur£ujeme míru neznalosti parametru a tedy i nutnost uºití
duální metody. Bude-li P velmi malé, skute£ná hodnota b se p°iblíºí st°ední hodnot¥ b̂
a dobré °ízení nám poskytnou i neduální metody zaloºené na p°edpokladu, ºe b = b̂.
S rostoucí variancí P se v²ak za£nou vyskytovat realizace, kdy se skute£ná hodnota b
výrazn¥ odli²uje od st°ední hodnoty b̂ a práv¥ tam neduální metody dosáhnou p°íli²
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velké ztráty, nebo úpln¥ selºou v úkolu °ízení. Z tohoto d·vodu byly testovány v²echny
kombinace pro volby parametr·

b̂ = 0; 1; 10;

P = 0, 01; 0, 1; 1; 10.

4.2.2 Výsledky porovnání algoritm·

Nyní porovnáme výsledky jednotlivých algoritm· a to hlavn¥ podle dosaºené hodnoty
pr·m¥rné ztráty. Pr·m¥rná ztráta pro kaºdý algoritmus je po£ítáma jako aritmetický
pr·m¥rN ztrát Jalg dosaºených pro kaºdou zN vzorkových simula£ních trajektorií. Tento
postup, zaloºený na pr·m¥rné ztrát¥, je volen p°edev²ím z d·vodu omezení vlivu ²umu,
který se pro kaºdou konkrétní realizaci m·ºe nagenerovat jinak, více £i mén¥ �p°ízniv¥�
pro daný algoritmus. Pro srovnání, je minimální ztráta, které algoritmus m·ºe dosáhnout
rovna 1. Je to zp·sobeno tím, ºe po£áte£ní nastavení v prvním £asovém kroku je voleno
jako po£áte£ní podmínka y1 = 0, p°i£emº ale poºadovaná hodnota yr = 1. Ideální °ízení
m·ºe dosáhnout poºadované hodnoty nejd°íve v £ase 2 a tedy vºdy bude ztráta nejmén¥
1. Dále je t°eba uvaºovat chybu v d·sledku ²umu, který se generuje náhodn¥. �ízení se
s ním ale vypo°ádává aº následn¥, tedy nelze chyb¥ v d·sledku ²umu p°edcházet a je
ji nutno zahrnout do úvaºování o minimální moºné ztrát¥. Naopak, pro srovnání, kdyº
uvaºujeme nulové °ízení na celém £asovém horizontu, hodnota yk se drºí p°ibliºn¥, aº
na odchylky v d·sledku ²umu, na nulové hodnot¥. Tento stav m·ºeme z°ejm¥ ozna£it
za nespln¥ní na²eho cíle °ízení, protoºe veli£ina yk z·stává konstantn¥ na nule i kdyº
se chceme dostat na yr = 1. P°itom ztráta dosaºená v tomto negativním p°ípad¥ je na
zvoleném £asovém horizontu rovna J = 5.
P°i porovnávání výsledk· pro v²echny volby parametr· b̂ a P je postupováno s rostoucí

variancí, od nejniº²ího P aº k P nejvy²²ímu, tedy ve sm¥ru r·stu pot°eby duálního
p°ístupu.

Volba variance P = 0, 01

P°i porovnání pr·m¥rných ztrát pro b̂ = 10 a b̂ = 1 v grafu Obrázek 4.1, kde je volena
malá variance P = 0, 01, je vid¥t, ºe i neduální metody poskytují dobré °ízení. Rozdíly
ztrát jsou tém¥° zanedbatelné, a která metoda dosáhla nepatrn¥ vy²²í nebo niº²í ztráty
je ovlivn¥no prakticky jen konkrétní realizací ²umu.
Velký problém v²ak nastává p°i volb¥ b̂ = 0, tedy st°ední hodnota neznámého parametru

b je nulová a jeho variance je velmi malá. Z tohoto d·vodu je naprostá v¥t²ina skute£ných
realizací parametru b velmi blízko nule, a práv¥ to zp·sobuje n¥kterým algoritm·m zna£né
problémy. Jedná se zejména o algoritmus sLQ jehoº °e²ení a následn¥ i ztráta jsou nede�-
novány (�NaN� v grafu je z anglického Not-a-Number; tuto hodnotu produkuje program
Matlab p°i nede�nované operaci, nej£ast¥ji typu 0 ·∞). Dále zna£n¥ velké ztráty dosahuje
algoritmus CE. Jak bylo zmín¥no v £ásti 3.1.3, tato metoda má problematické chování,
kdyº se skute£ná hodnota b blíºí k 0. �áste£n¥ tento problém °e²í p°ídání pomocného
parametru ε, av²ak ztráta stále dosahuje velmi vysokých hodnot a algoritmus se v tomto
p°ípad¥ jeví nepouºitelným.
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Vy²²í hodnoty pr·m¥rné ztráty dosahuje i algoritmus iLDP, který v implementaci
pouºité v této práci vykazuje obecn¥ ²patné chování v blízkosti nulové hodnoty pro
neznámý parametr b. Tento problém bude je²t¥ podrobn¥ji rozebrán v diskuzi k této
metod¥.

Volba variance P = 0, 1

Dosaºené pr·m¥rné ztráty na grafu Obrázek 4.2 pro vy²²í hodnutu variance P = 0, 1 jsou
pro st°ední hodnoty b̂ = 10 a b̂ = 1 op¥t p°ibliºn¥ stejné u v²ech algoritm·. Je zde ale
jiº patrný vliv v¥t²í variance, kdy nejjednodu²²í algoritmy CE a sLQ dosahují pr·m¥rné
ztráty nepatrn¥ vy²²í.
V p°ípad¥ st°ední hodnoty neznámého parametru rovné b̂ = 0 selhává °ízení sLQ stejn¥

jako pro varianci P = 0, 01. Podobn¥ ztráta dosaºená metodou CE je je²t¥ o n¥kolik °ád·
vy²²í neº v p°edchozím p°ípad¥. Nejznateln¥j²í zhor²ení je v²ak na stran¥ algoritmu iLDP,
který pro b̂ = 0 v·bec nenalezne °e²ení. Dokonce ani v jednom z testovacích spu²t¥ní
skriptu pro uvaºované hodnoty nedob¥hl algoritmus iLDP do konce a vºdy zhavaroval v
pr·b¥hu výpo£tu, zpravidla kv·li po£ítání s hodnotami NaN.

Volba variance P = 1

Graf Obrázek 4.3 zobrazuje hodnoty dosaºených pr·m¥rných ztrát pro hodnotu variance
P = 1. P°i volb¥ st°ední hodnoty b̂ = 10 jsou pr·m¥rné ztráty velmi nízké a pom¥rn¥
vyrovnané.
St°ední hodnota b̂ = 1 jiº m·ºe být pro n¥které algoritmy problematická, protoºe

sou£asn¥ je variance volena jako P = 1 a tedy zna£n¥ nar·stá pravd¥podobnost konkrétní
realizace parametru b jehoº skute£ná hodnota bude velmi blízko nuly. Práv¥ to se ne-
jvýrazn¥ji projevuje u algoritm· CE, sLQ a iLDP.
Volba b̂ = 0 pak dává prakticky stejné výsledky jako p°edchozí p°ípad pro P = 0, 1, kdy

metoda CE dosahuje nep°ijateln¥ velké ztráty a algortimy sLQ a iLDP v·bec nenaleznou
°e²ení.

Volba variance P = 10

Pro relativn¥ velkou hodnotu variance P = 10 jsou pr·m¥rné dosaºené ztráty jed-
notlivých algoritm· zachyceny na grafu Obrázek 4.4. P°i st°ední hodnot¥ b̂ = 10 je
dosaºeno nízkých a vyrovnaných hodnot ztráty.
Volba b̂ = 1 je op¥t problematická pro metody CE a sLQ a algoritmus iLDP v tomto

p°ípad¥ v·bec nenalezne °e²ení. Jako jediné pouºitelné se v tomto p°ípad¥ jeví algoritmy
LQ a iLQG.
Problematická volba st°ední hodnoty b̂ = 0 pak dává výsledky analogické p°edchozím

dv¥ma volbám variance P = 1 a P = 0, 1, tedy algoritmy sLQ a iLDP nenalézají °e²ení
a CE dosahuje extrémní pr·m¥rné ztráty.
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4.2.3 Chování jednotlivých algoritm·

Oproti porovnání ztrát algoritm· mezi sebou, v této £ásti porovnáme pr·m¥rné ztráty
kaºdého konkrétního algorimu pro r·zné volby parametr· b̂ a P . Tímto postupem získáme
lep²í p°edstavu, pro jaké volby parametr· je algoritmus vhodn¥j²í, mén¥ vhodný, pop°í-
pad¥ nepouºitelný.

CE

Následující tabulka obsahuje hodnoty pr·m¥rných ztrát dosaºených pomocí metody CE

pro r·zné volby parametr· b̂ (°ádek) a P (sloupec).

P \ b̂ 10 1 0

0,01 1.0432 1.0909 4.4083e+17
0,1 1.0851 1.2129 1.3361e+22
1 1.0609 103.4646 6.2953e+25
10 1.2402 2.2735e+06 7.8254e+29

Z tabulky je patrno, ºe °ízení CE dosahuje nízké ztráty p°i dostate£né znalosti neznámého
parametru b, tedy p°i nízké varianci P , ov²em za p°edpokladu, ºe se se st°ední hodnotou
parametru b nacházíme dostate£n¥ daleko od nuly. Práv¥ nulová hodnota je pro metodu
CE kritická, coº se snaºíme do jisté míry kompenzovat p°idáním malého parametru ε. Jak
je ale vid¥t v posledním sloupci tabulky, pro volbu b̂ = 0 se jeví CE jako nepouºitelné.
Dále se jedná o neduální metodu a tedy p°i velké varianci a tedy neznalosti o skute£né
hodnot¥ parametru b dosahujeme velké ztráty.

sLQ

P \ b̂ 10 1 0

0,01 1.0485 1.0325 NaN
0,1 1.0635 1.2078 NaN
1 1.0729 18.6880 NaN
10 1.1987 5.7873e+05 NaN

Pro algortimus sLQ je z tabulky pr·m¥rných ztrát z°ejmé, ºe algoritmus zcela selhává
pro st°ední hodnotu b̂ = 0 a v tomto p°ípad¥ v·bec nenalézá °ízení. Pro st°ední hodnoty
b̂ = 1 a b̂ = 10, které jsou dostate£n¥ daleko od nuly, jiº metoda nalézá ve v¥t²in¥
p°ípad· pouºitelné °ízení a ztráta je pak vyrovnaná, zejména p°i konkrétní volb¥ b̂ = 10.
V d·sledku neduálnosti algoritmu se v²ak projevuje nár·st variance zvý²ením pr·m¥rné
ztráty. P°i volb¥ b̂ = 1 je ztráta jiº p°íli² vysoká pro variance P = 1 a P = 10 a °ízení
dosahuje nep°ijateln¥ velké ztráty.
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LQ

P \ b̂ 10 1 0

0,01 1.0323 1.0461 1.0237
0,1 1.0447 1.0994 1.0592
1 1.0626 1.0252 1.0622
10 1.0762 1.0329 1.0472

Algoritmus LQ se jeví jako nejlep²í ze zde testovaných algoritm·. A to ve srovnání s
ostatnímí, ale i jak je patrno z tabulky pr·m¥rných ztrát. Dosaºená hodnota pr·m¥rné
ztráty je velmi nízká a to pro v²echny p°ípady volby parametr· b̂ a P . Uvaºujeme samoz°e-
jm¥ verzi LQ °ízení pro upravený systém, kdy je zahrnut do stavových prom¥ných i odhad
skute£ného parametru b v podob¥ jeho st°ední hodnoty a variance jako posta£ující statis-
tiky. Jedná se tedy v podstat¥ o duální p°ístup, který je v²ak narozdíl od sloºit¥j²ích algo-
ritm·, °e²en pouze linearizací v kaºdém £asovém kroku, ale bez aproximací a numerických
výpo£t·.

iLQG

P \ b̂ 10 1 0

0,01 1.0374 1.0418 1.9138
0,1 1.0372 1.0663 2.1010
1 1.0445 1.5009 2.2043
10 1.0691 1.9873 2.2035

Ztráty dosaºené aplikací iLDP na jednoduchý systém, jak je vid¥t v tabulce, jsou
celkov¥ relativn¥ nízké. Problemati£t¥j²í chování vykazuje metoda p°i volb¥ st°ední hod-
noty b̂ = 0, kdy se ztráta pro v²echny volby variance P pohybuje okolo 2. I kdyº hod-
nota ztráty v tomto p°ípad¥ není ideální, nemusí to v²ak p°ímo znamenat nedosaºení
poºadované hodnoty. Chování výstupní trajektorie je patrné z uvedených graf· v £ásti
4.2.4. Pro b̂ = 1 za£ne ztráta znateln¥ r·st aº p°i volb¥ variance P = 1 a více, tedy
kdyº se za£nou vyskytovat realizace skute£ného parametru b blízko problematické nuly.
St°ední hodnota b̂ = 10 pak není problematická pro ºádnou hodnotu P .

iLDP

P \ b̂ 10 1 0

0,01 1.0571 1.0820 6.4312
0,1 1.0423 1.1202 NaN
1 1.0432 1.5862e+016 NaN
10 1.1097 NaN NaN

Algoritmus iLDP se vyzna£uje problematickým chováním, jak uº bylo uvedeno v
porovnání s ostatními metodami, pro skute£nou hodnotu neznámého parametru b blízko
nuly. V tabulce pr·m¥rných ztrát m·ºeme vypozorovat, ºe ztráta je p°íli² vysoká práv¥ v
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p°ípad¥ kdy je st°ední hodnota b̂ = 0, a dále je-li b̂ = 1 a sou£asn¥ je variance P = 1 nebo
P = 10, tedy je vy²²í pravd¥podobnost výskytu realizací skute£né hodnoty b blízkých
nule. V ostatních p°ípadech dosahuje °ízení získané pomocí algoritmu iLDP relativn¥
nízké pr·m¥rné ztráty.

4.2.4 Pr·b¥h skute£né hodnoty

Pro ilustraci vývoje hodnoty veli£iny y, kterou chceme °ídit z y0 na poºadovanou hodnotu
yr, jsou v této £ásti uvedeny p°íklady graf· pr·b¥h· y pro jednotlivé algoritmy.

• Na grafech Obrázek 4.5 je moºné porovnat pr·b¥hy y jako °e²ení jednotlivých
algoritm·. V obou p°ípadech je volena st°ední hodnota b̂ = 1 a variance je na
prvním grafu P = 0, 01 a na druhém P = 0, 1. Je moºno pozorovat, jak s rostoucí
variancí poskytují n¥které algoritmy hor²í výsledek.

• Grafy Obrázek 4.6 zobrazují pr·b¥hy hodnot y p°i uºití °ízení CE. Je volena st°ední
hodnota b̂ = 1 a postupn¥ v²echny testované variance P . Kaºdá z barevných £ar
pak reprezentuje jednu vzorkovou trajektorii, kterých bylo celkem 100. �um zp·-
sobuje, ºe kaºdá z generovaných trajektorií má trochu jiný pr·b¥h a tedy v²echny
nesplývají v jednu, ale tvo°í jakousi �trubici�. To je nejvíce patrné zejména pro
volbu variance P = 0, 01. Pr·m¥rováním této �trubice� je pak získávána pr·m¥rná
trajektorie pouºitá nap°íklad v grafu Obrázek 4.5. P°i vy²²ích variancích P se pak
jiº projevuje i vliv chyby v d·sledku neznalosti skute£né hodnoty parametru b,
protoºe jej p°edpokládáme rovný jeho st°ední hodnot¥. Pro P = 0, 1 lze pozorovat,
ºe n¥které trajektorie, jedná se o ty, kdy je skute£ná hodnota b blízko st°ední hod-
not¥ b̂, mají poºadovaný pr·b¥h. Naopak lze z°eteln¥ odli²it p°ípady, kdy do²lo k
nep°íznivé realizaci b. V t¥chto p°ípadech y v·bec nedosahuje poºadované hodnoty
yr a naopak kolem ní osciluje. P°i volb¥ je²t¥ v¥t²ích variancí pak nar·stá £etnost
trajektorií, které místo p°íblíºení poºadované hodnot¥ dokonce divergují.

• Pr·b¥hy y p°i volb¥ b̂ = 1 s sLQ °ízením jsou zobrazeny na grafech Obrázek 4.7.
Význam jednotlivých barevných £ar je v tomto i následujících bodech analogický
jako v p°edchozím bod¥. Podobn¥ je moºno pozorovat r·st po£tu �nevyhovujících�
trajektorií y s r·stem variance P .

• P°i LQ °ízení, s pr·b¥hy y na grafech Obrázek 4.8, je dosaºeno dobrých výsledk·,
kdy y jiº od £asu 2 sleduje poºadovanou hotnotu yr. Samoz°ejm¥ je zde nutno
p°ihlédnout k chyb¥ v d·sledku ²umu, tedy jednotlivé vzorkové trajektorie op¥t
tvo°í �trubici� okolo poºadované hodnoty.

• Grafy Obrázek 4.9 zobrazují trajektorie y pro iLQG °ízení. Zde je zajímavé, ºe
narozdíl od p°ípad· pro CE a sLQ °ízení, kdy docházelo k oscilacím a diver-
gujícím trajektoriím, v tomto p°ípad¥, dochází spí²e k odchýlení trajektorie od
poºadovaného pr·b¥hu. První dv¥ °ízení totiº nejsou duální a uºíváme principu
�certainty equivalence�. Tedy algoritmy navrhnou °ídící zákrok, ten je ale vzhledem
k chybnému p°edpokladu o hodnot¥ parametu b ²patný a y nabude jiné hodnoty, neº

48



jsme zamý²leli. V dal²ím kroku se snaºíme vrátit, ale °ídící zákrok je op¥t ²patný.
Následn¥ m·ºe dojít k oscilacím nebo dokonce k divergenci. Chyby jsou zde zp·-
sobeny velkým rozdílem skute£né hodnoty parametu b od jeho st°ední hodnoty, se
kterou po£ítáme. Naproti tomu v p°ípad¥ iLQG odhadujeme neznámý parametr b
a chyby jsou zde v d·sledku nep°esných výpo£t· a následné linearizace v·£i ²patné
trajektorii. Zejména p°i skute£né hodnot¥ b blízko nuly.

• Na záv¥r grafy pr·b¥h· y pro algoritmus iLDP jsou na Obrázku 4.10. Pro tento al-
goritmus je problematická skute£ná hodnota parametru b = 0. A protoºe algoritmus
vyuºívá výpo£t· na vzorkových trajektoriích reprezentujících okolí, dokonce i jedna
z trajektorií, která se výrazným zp·sobem odchýlí od ostatních, a tedy od o£eká-
vaného pr·b¥hu y, m·ºe naru²it výsledek, nebo dokonce samotný b¥h algoritmu.
To je moºno pozorovat pro volbu P = 1, kdy y výrazn¥ diverguje od poºadované
hodnoty yr. A dále v p°ípad¥ P = 10 algroritmus v·bec nedokon£í výpo£et.

4.3 Výsledky pro synchronní motor

V této £ásti jsou uvedeny výsledky pro úlohu nalezení °ízení synchronního motoru s
permanentními magnety. Funk£ní °ízení se v²ak poda°ilo nalézt pouze pomocí algoritmu
LQG. Pouºitelnou implementaci algoritmu iLDP se nepoda°ilo vytvo°it, tento problém
bude rozebrán v diskuzi (£ást 4.4), a tedy budou uvedeny výsledky pouze pro metodu
LQG.

4.3.1 Speci�kace parametr· a konstant

Pro výpo£et °ízení modelu synchronního motoru s permanentními magnety byly v £ásti
3.2 uvedeny p°íslu²né rovnice. Následn¥ byly odvozeny detaily konkrétních implementace
pro pouºité algoritmy. Pro získání výsledk· a ov¥°ení pouºitelnosti °ízení je v²ak je²t¥
t°eba speci�kovat konkrétní hodnoty jednotlivých konstant a parametr·.

Konstanty v rovnicích motoru

Pro ú£ely testování algoritm· volíme konstanty následovn¥:

Rs = 0, 28;

Ls = 0, 003465;

ΨPM = 0, 1989;

B = 0;

TL = 0;

kp = 1, 5;

pp = 4, 0;

J = 0, 04;

∆k = 0, 000125.
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Coº vede na zjednodu²ené koe�cienty:

a = 0, 9898;

b = 0, 0072;

c = 0, 0361;

d = 1;

e = 0, 0149.

Kovarian£ní matice

Kovarian£ní matice Mk a Nk p°edpokládámé známe a pro ú£ely testování je volíme
následovn¥:

Mk = diag (0, 0013; 0, 0013; 5e− 6; 1e− 10) ,

Nk = diag (0, 0006; 0, 0006) .

Omezení na vstupy

Na vstupy uk klademe omezení u2
α + u2

β ≤ u2
max, kde volíme

umax = 100.

Ztrátová funkce

Do ztrátové funkce je t°eba zvolit jediný parametr a to prvek r na diagonále matice R.
Tento parametr odpovídá penalizaci za vstupy, ale vstupy chceme upravit pouze tak, aby
spl¬ovaly vý²e uvedenou podmínku. Je tedy t°eba parametr r experimentáln¥ naladit.
Jako vhodná volba se na základ¥ experiment· jeví hodnota

r = 0, 000001.

�asový horizont a vzorky

�asový horizont je volen K = 20 a vzorkových trajektorií je podobn¥ jako v p°edchozím
p°ípad¥ jednoduchého systému zvoleno N = 100.

Poºadovaná hodnota

Jako hodnotu poºadovaných otá£ek volíme

ω = 1, 15.

Uváºíme-li relativn¥ malou periodu vzorkování ∆k, tato hodnota se jeví jako dosaºitelnou
z po£áte£ní hodnoty ω0 p°i pouºitém £asovém horizontu K.
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Po£áte£ní podmínky

Poslední, co je t°eba zvolit, jsou po£áte£ní podmínky pro testovaný systém. Ty samoz°e-
jm¥ neznáme p°esn¥. Nem·ºeme totiº m¥°it stav, zejména polohu a otá£ky h°ídele. Aby-
chom mohli testovat chování algoritmu p°i rostoucí pot°eb¥ duálního p°ístupu, podobn¥
jako pro jednoduchý systém, budeme volit stejné st°ední hodnoty, ale postupn¥ rostoucí
varianci. To se bude týkat variance polohy h°ídele, to jest úhlu nato£ení. Volíme tedy
po£áte£ní st°ední hodnoty:

îα,0 = 0,

îβ,0 = 0,

ω̂0 = 1,

ϑ̂0 =
π

2
.

A po£áte£ní variance variance postupn¥:

P0 = diag (0, 01; 0, 01; 0, 01; 0, 01) ,

P0 = diag (0, 01; 0, 01; 0, 01; 0, 1) ,

P0 = diag (0, 01; 0, 01; 0, 01; 1) ,

P0 = diag (0, 01; 0, 01; 0, 01; 10) .

4.3.2 Pozorované výsledky

Algoritmus LQG implementovaný pro ú£ely nalezení °ízení synchronního motoru v této
práci je sice navrºen tak, aby dob°e zvládal ²um (pomocí roz²í°eného Kalmanova �l-
tru), ale nejedná se o duální metodu. Tedy s rostoucí variancí neznámých hodnot stavu,
zejména polohy h°ídele motoru, kterou sledujeme, poskytuje algoritmus hor²í °ízení a
dosahuje tedy i vy²²í ztráty. O tom se m·ºeme p°esv¥d£it v tabulce pr·m¥rných ztrát
sestavené na základ¥ simulací.
Simulace byly provedeny analogickým postupem jako pro jednoduchý systém, kdy

pr·m¥rná ztráta je st°ední hodnotou ze ztrát dosaºených pro kaºdou z N vzorkových
trajektorií s r·znou náhodnou realizací po£áte£ních podmínek a ²umu. Ztráta pro jed-
notlivou vzorkovou trajektorii je op¥t po£ítána pouze na základ¥ odchylky od poºadované
hodnoty, tedy jako

J =

K−1∑
k=0

(ωk+1 − ωk+1)2 =
K−1∑
k=0

ψ2
k+1.

Dále ozna£íme Pϑ = P
(4,4)
0 , tedy práv¥ po£áte£ní varianci polohy h°ídele, kterou budeme

m¥nit a v závislosti na této zm¥n¥ pozorovat dosaºené ztráty. Pak jsou dosaºené pr·m¥rné
ztráty J pomocí algoritmu LQG následující:

Tabulka pr·m¥rných ztrát

Pϑ 0,01 0,1 1 10
J 0,0776 0,1074 3,3982 NaN
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Pr·b¥hy stavových veli£in

Je²t¥ lépe je moºno pozorovat výsledky algoritmu p°i rostoucí varianci na grafech pr·b¥h·
stavových veli£in systému. Podobn¥ jako pro jednoduchý systém jsou zde r·znými bar-
vami zobrazeny jednotlivé vzorkové trajektorie, které tvo°í �trubici� v d·sledku ²umu.
Protoºe je algoritmus LQG neduální, s rostoucí variancí poskytuje ²patné °ízení a to
zpravidla v t¥ch p°ípadech, kdy skute£né hodnoty polohy h°ídele ϑ jsou vzdáleny st°ední
hodnot¥, se kterou po£ítáme. Jednotlivé pr·b¥hy jsou zachyceny v grafech: Obrázek 4.11
pro volbu variance Pϑ = 0, 01, Obrázek 4.12 pro Pϑ = 0, 1, pro Pϑ = 1 pak Obrázek 4.13
a nazáv¥r pro Pϑ = 10 je Obrázek 4.14.

4.4 Diskuze

Nyní srovnáme dosaºené výsledky pro jednotlivé algortimy a budeme diskutovat jejich
p°ednosti, nedostatky a pouºitelnost na °e²ení konkrétních úloh. Pro úlohu nalezení °ízení
synchronního motoru s permanentními magnety byly implementovány dva algoritmy.
Konkrétn¥ se jednolo o algoritmy iLDP a LQG, p°i£emº je t°eba podotknout, ºe funk£ní
implementaci iLDP se nepoda°ilo vytvo°it. K dispozici je pro tuto úlohu pouze jeden
algoritmus, který nalezne °ízení a srovnání tedy není moºné. Z tohoto d·vodu budou
tedy jendotlivé algoritmy srovnány pouze na základ¥ výsledk· pro jednoduchý systém.
Algoritmus iLDP, na který je zam¥°ena tato práce, bude diskutován v samostatné £ásti.

4.4.1 Porovnání algoritm·

Algoritmy jsou porovnány na základ¥ výsledk· simulací pro jednoduchý systém. Jedná
se o integrátor s neznámým ziskem, tedy lineární a £asov¥ invariantní systém. Jde v²ak
o systém na mezi stability, coº m·ºe být p°í£inou problém· n¥kterých algoritm·. Dal²í
problém m·ºe nastat, kdyº by hodnota neznámého parametru b byla nulová. Z rovnice
jednoduchého systému

yk+1 = yk + buk + σek,

pak plyne, ºe neexistuje ºádné °ízení uk, které by dosáhlo zm¥ny stavu yk na poºadovanou
hodnotu (není-li jiº tato hodnota triviáln¥ dosaºena). P°i£emº neznámý parametr b
povaºujeme za náhodnou veli£inu s normálním rozd¥lením a tedy neuvaºujeme-li de-
generované rozd¥lení, je pravd¥podobnost dosaºení p°esné hodnoty b = 0 nulová. De-
generované rozd¥lení ale dostáváme, kdyº povaºujeme hodnotu b za známou nap°íklad
pouºítím principu �certainty equivalence�, kdy p°edpokládáme hodnotu parametu rovnou
jeho st°ední hodnot¥. Je-li sou£asn¥ st°ední hodnota rovna nule, nastává kritický p°ípad,
kdy °ízení zaloºeno na tomto p°edpokladu musí selhat.

CE

�ízení CE je nejjednodu²²í metodou pouºitou v této práci. Vyuºíváme p°edpokladu,
ºe skute£nou hodnotu neznámého parametru b známe a tedy ji pokládáme rovnu jeho
st°ední hodnot¥ Eb. Je-li ale skute£ná hodnota neznámého parametru b p°íli² vzdálená
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od st°ední hodnoty, se kterou po£ítáme, °ízení samoz°ejm¥ selhává. Tento p°ístup tedy
není duální a jak bylo moºno pozorovat na výsledcích simulací, s rostoucí variancí P
parametru b dosahuje v¥t²í ztráty.
Dal²ím problémem tohoto p°ístupu je volba st°ední hodnoty 0, kdy z°ejm¥, z tvaru

rovnice regulátoru hrozí d¥lení nulou. P°i£tením malého parametru ε sice m·ºeme prob-
lém d¥lení nulou odstranit, ale pouºitelné °ízení nezískáme. Pot°ebovali bychom tedy
p°i£íst v¥t²í hodnotu ε, coº ale zp·sobí nep°esnost p°i st°ední hodnot¥ Eb dále od nuly.
Ideální by tedy bylo vºdy �naladit� parametr ε podle konkrétní volby st°ední hodnoty
Eb, coº ale velmi sniºuje univerzálnost metody. Dal²ím moºným zp·sobem je, místo
malého parametu ε p°i£ítat varianci P . Na základ¥ tohoto postupu byl pak vytvo°en
návrh aproximace regulátoru pro algoritmus iLDP. Zdokonalování návrhu °ízení CE v²ak
nebylo p°edm¥tné v této práci, protoºe zám¥rem bylo vyuºít CE jako nejjednodu²²ího
neduálního p°ístupu pro srovnání s ostatními �dokonalej²ími� algoritmy.
Návrh °ízení CE tedy m·ºeme stru£n¥ zhodnotit tak, ºe je sice velmi jednoduchý, ale

neduální a vykazuje zna£n¥ problematické chování pro st°ední hodnotu Eb = 0.

sLQ

Ozna£ení sLQ bylo pouºito pro klasické LQ °ízení aplikováno na základní verzi jednoduchého
systému bez dodate£ných úprav. Protoºe je ale skute£ná hodnota parametru b v rovnicích
neznámá a není nijak odhadována algoritmem, vyuºívá se zde principu �ceratinty equiva-
lence� a p°edpokládáme, ºe skute£ná hodnota parametru b je rovna jeho st°ední hodnot¥
Eb.
LQ °ízení je primárn¥ navrºeno pro °ízení lineárních systém· s kvadratickou ztrátovou

funkcí. Tomuto zadání základní verze jednoduchého systému pln¥ vyhovuje. �ízení je
pak hledáno ve tvaru lineární funkce, kde °ízení je lineární funkcí stavu.
Jiº z tvaru rovnice základní verze jednoduchého systému je z°ejm¥, ºe p°edpokládáme-

li parametr b rovný st°ední hodnot¥ Eb = 0, úloha nemá smysl, protoºe libovolné °ízení
uk nem·ºe dosáhnout zm¥ny stavu. V tomto p°ípad¥ °ízení sLQ nelze pouºít, jak je také
vid¥t v tabulce pr·m¥rných ztrát.
Je t°eba uvést, ºe se nejedná o duální metodu a tedy s rostoucí variancí neznámého

parametru dosahujeme vy²²í ztráty. Dosaºené výsledky jsou pak podobné jako u CE.
Krom¥ p°ípadu Eb = 0, kdy sLQ zcela selhává, je v²ak dosaºeno nepatrn¥ niº²í pr·m¥rné
ztráty.

LQ

P°ístupem LQ je ozna£ena verze lineárn¥-kvadratického °ízení, aplikovaného na upravené
rovnice jednoduchého systému. Upravená verze rovnic jiº odhaduje neznámý parametr b
pomocí odhad· jeho st°ední hodnoty b̂ a variance P , kdy se tyto dva parametry spolu se
stavem yk vyvíjejí v £ase. Získané rovnice pak jiº nejsou lineární, linearizujeme je tedy v
kaºdém £asovém kroku a následn¥ aplikujeme výpo£et klasického LQ °ízení.
Narozdíl od sloºit¥j²ích algoritm·, nevyuºívá LQ, krom¥ linearizace, ºádné dal²í nep°esné

p°ístupy, jako aproximace nebo výpo£ty na vzorkových trajektoriích. To se v simulacích
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ukazuje velmi výhodným, kdy algoritmus LQ dosahuje ve srovnání s ostatními p°ístupy
nejlep²ích výsledk· a dosahuje nízké ztráty ve v²ech p°ípadech volby parametr·.

iLQG

Algoritmus iLQG je roz²í°ením základního LQG °ízení a je ur£en i pro sloºit¥²í sys-
témy. Lze jej aplikovat i na nelineární systémy s nekvadratickou ztrátovou funkcí v
d·sledku poºadavku na omezení vstup·. V této práci je iLQG pouºit jako mezikrok
mezi jednodu²²ím p°ístupem LQ a sloºit¥j²ím algoritmem iLDP.
Základní postup vyuºívaný iLQG je nejprve linearizace a pak vyjád°ení vztah· pomocí

matic, které mohou být je²t¥ dále upravovány z d·vodu, nap°íklad omezení vstup· nebo
zaji²t¥ní regularity. Dále je t°eba zmínit, ºe se v podstat¥ jedná o lokální metodu, protoºe
linearizace je provád¥na vzhledem k reprezentativní trajektorii a následn¥ se pak po£ítá v
odchylkách od této trajektorie. Reprezentativní trajektorii m·ºeme získat nap°íklad sim-
ulací bez²umového vývoje systému nebo pr·m¥rováním dostate£ného po£tu vzorkových
trajektorií. Algoritmus iLQG pak aplikujeme na upravenou verzi rovnic jednoduchého
systému, podobn¥ jako v p°ípad¥ LQ.
Jak je moºné p°esv¥d£it se v tabulce pr·m¥rných ztrát, iLQG dosahuje velmi dobrých

výsledk· (to jest nízké ztráty), je-li zaji²t¥n nízký výskyt realizací skute£né hodnoty b
blízko nuly. Konkrétn¥ se jedná o p°ípad volby b̂ = 10, a b̂ = 1 a sou£asn¥ P = 0, 01
nebo P = 0.1. V opa£ném p°ípad¥, pro b̂ = 0 nebo b̂ = 1 a sou£asn¥ P = 1 nebo
P = 10, je dosaºeno vy²²í pr·m¥rné ztráty (okolo hodnoty 2). Z graf· pr·b¥hu pro iLQG
je pak z°ejmé, ºe v t¥chto negativních p°ípadech mají n¥které trajektorie dobrý pr·b¥h
a n¥které naopak ²patný. To je ov²em z hlediska °ízení nep°ijatelné, aby regulátor n¥kdy
poskytl dobré °ízení a n¥kdy naopak tém¥° nepouºitelné.
S velkou pravd¥podobností je tento problém op¥t zp·soben problematickým chováním

algoritmu iLQG v okolí nuly. Výpo£et °ízení je totiº p°i pouºití tohoto algoritmu zna£n¥
závislý na volb¥ reprezentativní trajektorie, kterou, kdyº vygenerujeme ²patn¥, dostaneme
i ²patné °ízení. Práv¥ v blízkosti nuly m·ºe dochjít k nep°íznivému generování reprezen-
tativní trajektorie. Vycházíme z y0 = 0 a tedy, p°i kladném parametru b, generujeme tra-
jektorii do kladných hodnot, nebo se naopak dostáváme do záporných £ísel, je-li skute£ná
hodnota parametru b záporná. Tento rozpor pak m·ºe zp·sobit problémy, jako ²patné
°ízení a dosaºení vy²²í ztráty.

4.4.2 Hodnocení algoritmu iLDP

Algoritmu iterativního lokálního dynamického programování (iLDP) je hlavním nám¥tem
této práce. Jeho výsledky tedy popí²eme detailn¥ji. Nejd°íve uve¤me výsledky v porovnání
s ostatními algoritmy pro jednoduchý systém. Dále bude za°azena diskuze negativních
vlastností algoritmu, které mohli vést k tomu, ºe se nepoda°ilo vytvo°it funk£ní imple-
mentaci pro sychronní motor. Na záv¥r bude v samostatné £ásti za°azeno porovnání
pozorovaných vlastností iLDP s prvotními o£ekáváními.
Algoritmus iLDP je nejsloºit¥j²í ze zde prezentovaných metod pro nalezení optimálního

°ízení, zejména p°i nutnosti duálního p°ístupu. Je zaloºen na obecných principech, jmen-
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ovit¥ Hamilton-Jacobi-Bellmanova rovnost a Pontryagin·v princip minima. Jedná se o
itera£ní metodu, kdy vycházíme od jistého po£áte£ního °ízení a to v iteracích �vylep²uje�
za ú£elem dosaºení optima. Po£áte£ní °ízení v²ak musíme dodat algoritmu jako apriorní
informaci a ²patné °ízení m·ºe zp·sobit nutnost velkého po£tu iterací k nalezení optimál-
ního °ízení nebo v extrémním p°ípad¥ dokonce nenalezení vhodného °ízení. Dále algorit-
mus iLDP je lokální metoda a tedy výpo£ty probíhají na okolí n¥jaké reprezentativní tra-
jektorie. Toto okolí je t°eba zvolit p°i konkrétní implementaci algoritmu a jeho volba m·ºe
mít nezanedbatelný vliv, na výsledky, které následn¥ iLDP poskytne. Algoritmus pak
odpovídá obecnému schématu dynamického programování, kde se v diskrétních £asových
okamºicích napo£ítávají od nejvý²²ího £asu zp¥t optimální hodnoty Hamiltonián·, které
se postupn¥ uchovávají v Bellmanov¥ funkci. Z nich je také následn¥ odvozeno i optimální
°ízení.

Srovnání pro jednoduchý systém

P°i srovnání výsledk· pro jednoduchý systém s ostatními algoritmy poskytuje iLDP do-
bré °ízení ve v²ech p°ípadech, kdy se skute£né realizace neznámého parametru b vyskytují
dostate£n¥ daleko od nuly. Tento bod je práv¥ pro algoritmus iLDP kritický a výpo£et
°ízení tam zpravidla selhává. Tedy pro volby b̂ = 10 a sou£asn¥ P = 0, 01, P = 0, 1 a
P = 1, dále pak pro b̂ = 1 a sou£asn¥ P = 0, 01 dosahuje iLDP velmi nízké pr·m¥rné
ztráty. Nízké pr·m¥rné ztráty dosahuje pak je²t¥ pro volbu b̂ = 10 a sou£asn¥ P = 10
a b̂ = 1 a sou£asn¥ P = 0, 1. Je-li parametr b̂ = 1, pak p°i P = 1 je dosaºeno extrémní
hodnoty ztráty a p°i P = 10 algoritmus dokonce v·bec nenalezne °e²ení. Podobn¥ pro
b̂ = 0 p°i volb¥ P = 0, 01 je dosaºeno nep°ijatelné pr·m¥rné ztráty a pro ostatní vobly
P jiº v·bec nenalézáme °e²ení.
Tedy ve srovnání s ostatními poskytuje iLDP sice výsledky, které pat°í mezi nejlep²í,

ale pouze za p°edpokladu, ºe je zaru£eno realizování skute£ných hodnot b dostate£n¥
daleko od nuly. P°i srovnávání konkrétních hodnot pr·m¥rných ztrát je t°eba mít na
v¥domí, ºe se hodnoty mohou nepatrn¥ li²it v závislosti na realizaci ²umu.

Diskuze negativních vlastností algoritmu

V pr·b¥hu implementace a testování iLDP se objevily jisté komplikace a projevili se
negativní vlastnosti tohoto algoritmu. Jedná se zejména o problematické chování p°i
realizaci skute£né hodnoty neznámého parametru b blízko nuly pro jednoduchý systém.
Dal²ím problémem je pak otázka vhodné volby aproximací funkcí pro synchronní motor.

Problematické chování p°i b blízko nuly

Nejprve se tedy zam¥°me na obtíºe týkající se jednoduchého systému. Jedním z d·vod·,
pro£ se systém vykazuje problematické chování pro b blízko hodnoty 0, by mohla být
volba aproximace regulátoru. Ten je totiº volen jako

π(k, x) =
rk+1 −K1yk

K2b̂k +K3Pk +K4

.
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Algoritmus iLDP je duální a odhaduje skute£nou hodnotu neznámého parametru b po-
mocí jeho st°ední hodnoty b̂ a variance P . Za p°edpokladu, ºe by odhadování prob¥hlo
dob°e a efektivn¥, odhad b̂ se bude blíºit skute£né hodnot¥ b, která je ov²em blízko u nuly.
Dal²í vlastností p°edpokládaného dobrého odhadu je, si jím budeme tém¥° jisti a tedy
variance P se bude také blíºit nule. A vyhodnotil-li algoritmus v p°edchozí iteraci koe�-
cient K4 jako nepodstatný pro tvar funkce regulátoru, to jest K4 je op¥t tém¥° nulový,
dostáváme ve jmenovateli velmi malé £íslo, tém¥° nulové. Funkce regulátoru π pak vrací
i pro malou odchylku y od poºadované hodnoty (nap°íklad v d·sledku ²umu) velký °ídící
zásah. To je ale principiáln¥ dob°e, protoºe p°i b blízko 0 musíme volit extrémn¥ vysoké
°ídící zásahy, a to tém¥° blíºící se nekone£nu. Na druhou stranu si je ale t°eba uv¥domit,
ºe uvaºovaná funkce regulátoru je pouze aproximací a tedy se dopou²tí jisté chyby. Tato
chyba samoz°ejm¥ pak p°i velkém °ídícím zásahu také nar·stá. Dal²ím problémem je, ºe
výpo£ty jsou provád¥ny na po£íta£i, ten je p°i výpo£tech s malými £ísly blízko nuly nebo
naopak s velkými £ísly zna£n¥ nep°esný.
Moºností jak se vyhnout tomuto problému by bylo volit jiný tvar funkce regulátoru,

otázkou by pak ale bylo jaký. Zvolený tvar regulátoru má totiº n¥kolik výhod. Za prvé ko-
e�cienty Ki je moºno ur£it metodou nejmen²ích £tverc· a tedy jejich výpo£et z mnoºiny
dvojic

{
x(n), u(n)

}
je pom¥rn¥ jednoduchý. Dal²í výhodou je, ºe obecný tvar funkce reg-

ulátoru vznikl na základ¥ vyjád°ení °ízení u z rovnice jednoduchého systému, p°i poºa-
davku dosaºení poºadované hodnoty v jednom £asovém kroku. Získaná funkce by pak
m¥la relativn¥ dob°e aproximovat skute£né optimální °ízení.

Druhým z moºných d·vod· problematického chování u nuly je lokalita metody. Výpo£ty
jsou totiº provád¥ny na okolí tvo°enémmnoºinou reprezentativních trajektorií. Generujeme-
li reprezentativní trajektorie pro parametr b blízko nuly, s velkou pravd¥podobností dojde
k tomu, ºe £ást trajektorií se vygeneruje s p°edpokladem kladného b a £ást p°edpokláda-
jící b záporné. Ov²em pro malé, tém¥° nulové, hodnoty parametru b je optimální °ídící
zásah, jak uº bylo zmín¥no, extrémn¥ vysoký a v závislosti na tom, je-li p°edpokládáno b
kladné nebo záporné, m¥ní se odpovídajícím zp·sobem i znaménka °ídících zásah·. Jako
shrnutí popsané situace dostáváme £ást reprezentativních trajektorií navrhující extrémn¥
vysoký kladný °ídící zásah a pak druhou £ást navrhující naopak extrémn¥ vysoký záporný
°ídící zásah. Z°ejm¥ z takovýchto dat nelze získat pouºitelnou a uº v·bec ne správnou
hodnotu optimálního °ízení.
Vyhnout se vý²e popsanému problému by bylo moºno pouze jinou volbou okolí. Naráºíme

zde ale op¥t na obtíºe, jak jiné okolí zvolit, abychom se vyhli vý²e popsanému problému.
Protoºe ale spolu ob¥ navrºené moºnosti zp·sobující problematické chování p°i b blízko

0 do ur£ité míry souvisí, je pravd¥podobný i vliv kombinace obou dvou.

Obtíºe s volbou aproximací

Jiº byla diskutována problematika volby aproximace okolí a aproximace funkce °ízení.
Problémy byly popsány pro konkrétní p°ípad jednoduchého systému. Dal²í aproximací,
kterou je t°eba volit, je aproximace Bellmanovy funkce. Jedná se o skalární funkci více
prom¥nných, která v sob¥ zachycuje v podstat¥ celou dynamiku a vývoj systému. Je
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zpravidla velmi sloºitá, ale pro pot°eby algoritmu se ji snaºíme aproximovat lineární kom-
binací zvolených základních funkcí. Má-li být tato aproximace dostate£n¥ jednoduchá pro
výpo£ty jejích hodnot, ale i koe�cient·, m·ºe být velmi nep°esnou aproximací skute£né
Bellmanovy funkce.
Protoºe Bellmanova funkce je základní £ástí algoritmu iLDP chyby, kterých se do-

pustíme její aproximací se následn¥ p°ená²ejí prakticky do v²ech ostatních £ástí algo-
ritmu.
Na druhou stranu se ale chyby v d·sledku aproximace dopustíme velmi snadno. Bell-

manova funkce m·ºe být totiº u sloºit¥j²ích systému zna£n¥ komplikovaná na to, aby
ji bylo moºno aproximovat lineární kombinací základních funkcí. Dal²ím problémem je
pak po£et t¥chto funkcí. Ten s rostoucí dimenzí stavového prostoru rychle nar·stá a
následn¥ je t°eba zajistit dostatek dat v podob¥ vzorkových trajektorií pro vypo£tení
jejich koe�cient·.
Volba vhodné aproximace Bellmanovy funkce se tedy jeví jako nejkomplikovan¥j²í z

díl£ích problém· ponechaných autory algoritmu iLDP k do°e²ení p°i konkrétní imple-
mentaci. V £lánku [7] je sice poskytnut návod volby aproximace ve tvaru lineární kom-
binace základních funkcí, ale tato volba nemusí být vºdy správná. Kdybychom si cht¥li
ud¥lat p°edstavu o pr·b¥hu skute£né Bellmanovy funkce, abychom mohli snadn¥ji ur£it¥
vhodnou aproximaci, naráºíme na problém, ºe Bellmanovu funkci máme zadanou pomocí
Hamilto-Jacobi-Bellmanovy rovnosti.

Shrnutí vý²e zmi¬ovaných problém· nám tedy dává následující záv¥r: Svoboda ve
výb¥ru aproximací nám poskytuje zna£nou volnost a £iní algoritmus univerzálním. Na
druhou stranu je ale zna£n¥ omezující, zejména kdyº se nám nepoda°í vhodnou aproxi-
maci nalézt.

4.4.3 Konfrontace s prvotními o£ekáváními

Nyní porovnáme dosaºené výsledky algoritmu iLDP s prvotními o£ekáváními uvedenými
v £ásti 2.2.5. Vºdy je uvedeno nejd°íve prvotní o£ekávání a následn¥ je komentováno,
jestli bylo potvrzeno:

Výhody

• duální metoda (lépe se vypo°ádá s neznalostí oproti neduálním metodám)

� toto o£ekávání bylo potvrzeno, iLDP dosahuje lep²ích výsledk· neº neduální
metody, coº je patrné p°i rostoucí neznalosti

� je v²ak t°eba podotknout, ºe musíme mít zaji²t¥nu dostate£nou vzdálenost od
kritických bod· pro iLDP, kde pak samoz°ejm¥ algoritmus selhává

• lep²í zvládnutí ²umu

� zvládání ²umu lze z provedených simulací t¥ºko posoudit, ov²em lze p°edpok-
ládat, ºe iLDP zvládne ²um lépe neº metody, které p°ítomnost ²umu v·bec
neuvaºují
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• rychlej²í dosaºení poºadované hodnoty

� na rychlost dosaºení poºadované hodnoty lze na základ¥ výsledk· pro jednoduchý
systém t¥ºko usuzovat, protoºe prakticky v²echny pouºité metody dosahují
poºadované hodnoty (v p°íznivém p°ípad¥, kdy nalézají pouºitelné °ízení)
hned v £ase k = 2, tedy v prvním moºném °íditelném kroce

� pro sloºit¥j²í systém synchronního motoru, kde by bylo srovnání z°eteln¥j²í se
nepoda°ilo implementovat funk£ní verzi iLDP algoritmu

• moºnost aplikace na mnoharozm¥rové stavové a °ídící prostory

� tuto vlastnost uvád¥jí sami auto°i algoritmu iLDP, protoºe se jedná o lokální
metodu, je moºné vyhnout se problém·m globálních metod a aplikovat algorit-
mus i na systémy s více rozm¥ry, z·stává zde v²ak problém volby aproximací,
který je pak t°eba °e²it a který se ukazuje jako netriviální

• univerzálnost (vychází z obecných princip·) a svoboda výb¥ru konkrétních aprox-
imací a minimalizací

� algoritmus je z°ejm¥ zna£n¥ univerzální, protoºe umoº¬uje zvolit mnoho de-
tail· aº p°i konkrétní implementaci

� naopak se tato vlastnost v mnoha p°ípadech ukazuje být na ²kodu a dokonce
m·ºe být i jednou z nejv¥t²ích slabin algoritmu iLDP, jelikoº nám základní
popis algoritmu ne°íká, jak konkrétní detaily volit

Nevýhody

• vy²²í £asová náro£nost

� vy²²í £asová náro£nost byla potvrzena v pr·b¥hu simulací pro pot°eby této
práce

� ve srovnání s ostatními p°ístupy, které °e²í danou úlohu vesm¥s analyticky
a jsou zaloºeny hlavn¥ na maticových operacích, algoritmus iLDP pouºívá
aproximací, numerické minimalizace a výpo£t· na vzorkových trajektoriích a
tedy výpo£etní £as je °ádov¥ n¥kolikrát del²í neº pro ostatní metody (konkrétní
p°íklad je výpo£et N vzorkových trajektorií pro vytvo°ení pr·b¥h· y pro
jednoduchý systém, který trval pro iLDP o t°i °ády déle neº pro v²echny
ostatní algortimy)

• numerické výpo£ty (minimalizace)

� pro numerickou minimalizaci je jednak nutno zvolit vhodné minimaliza£ní
algoritmy (v implementacích v této práci byly pouºity funkce programuMatlab

fminunc a fmincon pro neomezenou a omezenou minimalizaci), dále numerická
minimalizace hledá zpravidla jen lokální minima, je náro£n¥j²í na výpo£etní
£as a je mén¥ p°esná a to zejména p°i výpo£tech na aproximovaných funkcích,
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kde i malá odchylka od správného pr·b¥hu p·vodní funkce m·ºe dát ²patný
výsledek velmi vzdálený od správné hodnoty

• nep°esnost v d·sledku aproximace klí£ových funkcí v algoritmu a problémy s jejich
volbou

� algoritmus iLDP pracuje s aproximacemi funkcí °ízení a dále s aproximací
Bellmanovy funkce, na které je postaven prakticky celý algoritmus; v d·sledku
toho se chyby zp·sobené pouºitím aproximace p°ená²ejí prakticky do v²ech
ostatních výpo£t· v algoritmu

� dal²ím problémem je pak samotná volba aproximací, která jiº byla diskutována
vý²e

• implementa£ní sloºitost

� z jednoho pohledu je implementace algoritmu iLDP jednoduchá, protoºe je
popsán jednoduchou osnovou sloºenou pouze ze £ty° bod·

� naopak je ale t°eba vy°e²it mnoho díl£ích detail·, vytvo°it aproximace funkcí i
vhodnou reprezentaci okolí pro výpo£et a samotná implementace se tedy m·ºe
velmi zkomplikovat a dokonce se nemusí ani poda°it snadno vytvo°it funk£ní
verzi algoritmu

• lokálnost metody a tedy i nalezeného °e²ení

� jak jiº bylo zmín¥no iLDP hledá optimální °ízení v okolí n¥jaké reprezentativní
trajektorie a tedy zpravidla není zaji²t¥na optimalita nalezeného °ízení v celém
stavovém a °ídícím prostoru

• volba okolí (lokální metoda)

� p°i implementaci iLDP je t°eba zvolit konkrétní reprezentaci okolí

� v pouºívaných implementacích je volena jednoduchá moºnost, kdy je okolí
reprezentováno mnoºinou vzorkových trajektorií, na které jsou pak provád¥ny
dal²í výpo£ty
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Záv¥r

V kapitole 1 této práce je stru£n¥ popsána základní teorie duálního °ízení a dal²í teoret-
ické poznatky pot°ebné k popisu konkrétních algortim· pro nalezení optimálního °ízení.
V dal²í kapitole pak následuje p°iblíºení jednotlivých algoritm· pouºitých pro srovnání
s úst°edním algoritmem této práce iterativním lokálním dynamickým programováním

(iLDP). Jemu je pak v¥nována druhá polovina kapitoly 2.
Algoritmus iLDP byl implementován pro jednoduchý systém. Pro tento systém byly

následn¥ implementovány i dal²í algoritmy pro srovnání. Implementace iLDP pro sloºit¥j²í
systém, synchronní motor s permanentními magnety, se nezda°ila z d·vod· obtíºí p°i
volb¥ aproximací. Nepoda°ilo se nalézt takové aproximace zp¥tnovazebního °ízení a Bell-
manovy funkce, aby na jejich základ¥ algoritmus iLDP nalezl pouºitelné °ízení. Pro
sloºit¥j²í systém byl v²ak implementován algoritmus LQG, který nalézá funk£ní °ízení.
Jedná se ale o neduální metodu a tedy s rostoucí neznalostí selhává. Konkrétní popisy
testovaných systém· a úpravy jejich rovnic pro pot°eby jednotlivých algoritm· lze nalézt
v kapitole 3.
Kapitola 4 obsahuje získané výsledky na základ¥ simulací. Algoritmus iLDP je porovnán

s ostatními testovanými algoritmy podle dosaºených výsledk· pro jednoduchý systém.
Dále jsou uvedeny výsledky pro sloºit¥j²í systém získané pomocí LQG. Na záv¥r jsou
diskutovány problémy týkající se algoritmu iLDP, které vedly v jistých p°ípadech k prob-
lematickému chovaní u jednoduchého systému. Následuje diskuze obtíºí implementace
iLDP pro sloºit¥j²í systém. Nakonec jsou v bodech porovnány skute£né výsledky získané
ze simulací a v pr·b¥hu implementace s prvotními o£ekáváními týkajícími se algoritmu
iLDP.
Algoritmus iLDP byl v této práci otestován i na jiných problémech, neº pro které byl

vyvinut svými autory. Dále byly objeveny n¥které kladné, ale hlavn¥ i záporné stránky
týkající se jeho implementace a pouºitelnosti na konkrétní úlohy. V záv¥re£né kapitole
práce byly výsledky dosaºené pomocí iLDP srovnány s výsledky dosaºenými uºitím prin-
cipu separace, tedy pomocí °ízení LQG. Pro jednoduchý systém bylo provedeno srovnání
i s dal²ími metodami návrhu °ízení. Naopak pro sloºit¥j²í systém jsou k dispozici pouze
výsleky získané pomocí LQG.
Výsledky je moºno shrnout tak, ºe iLDP je °ádov¥ n¥kolikrát náro£n¥j²í na výpo£etní

£as, ale p°i v¥t²í neznalosti dosahuje lep²ích výsledk·. Je ov²em t°eba zajistit, aby se
nerealizovaly problematické hodnoty pro tento algoritmus. Naproti tomu LQG je rych-
lej²í, ale s rostoucí neznalostí dosahuje ²patných výsledk· nebo dokonce selhává. Co se
tý£e algoritmu iLDP je t°eba je²t¥ zmínit problém týkající se volby aproximací, který se
ukazuje být nejv¥t²í slabinou této metody.
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Obrázek 4.6: Pr·b¥hy hodnot y pro algoritmus CE p°i volb¥ b̂ = 1
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Obrázek 4.7: Pr·b¥hy hodnot y pro algoritmus sLQ p°i volb¥ b̂ = 1
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Obrázek 4.8: Pr·b¥hy hodnot y pro algoritmus LQ p°i volb¥ b̂ = 1
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Obrázek 4.9: Pr·b¥hy hodnot y pro algoritmus iLQG p°i volb¥ b̂ = 1
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Obrázek 4.10: Pr·b¥hy hodnot y pro algoritmus iLDP p°i volb¥ b̂ = 1
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Obrázek 4.11: Pr·b¥hy hodnot stavových veli£in pro volbu Pϑ = 0, 01
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Obrázek 4.12: Pr·b¥hy hodnot stavových veli£in pro volbu Pϑ = 0, 1
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Obrázek 4.13: Pr·b¥hy hodnot stavových veli£in pro volbu Pϑ = 1
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Obrázek 4.14: Pr·b¥hy hodnot stavových veli£in pro volbu Pϑ = 10
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