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Puvodni zadani:

Vychazime ze zadani [2]:

SY STEM : yt+1 = yt + but + σet, et ∼ N (0, 1), (1)
ZTRATA : Lt = (yt+1 − rt+1)2

Reseni schematicky:

Vt = min
ut

Eet,b {Lt + Vt+1|yt, ut−1, yt−1, ut−2, . . .} (2)

kde stredni hodnota se pocita pres neurcitost v et a pres neurcitost v b.
Pro linearni a Gausovsky system (1) je k dispozici konjugovana hustota ve forme Normalniho

rozlozeni pravdepodobnosti f(bt) = N (b̂t, Pt), jejiz parametry se vyvijeji rekurzivne, rovnice
(28) v [2]. Tim padem je mozne vycislit ocekavanou hodnotu pres b v (2) analyticky:

Vt = min
ut

Eet,b

{
(yt + but + σet − rt+1)2 + Vt+1|yt, ut−1, yt−1, ut−2, . . .

}
= min

ut
Eet

{
(yt + b̂ut + σet − rt+1)2 + Ptu

2
t |yt, ut−1, yt−1, ut−2, . . .

}
+

+Eet,b {Vt+1|yt, ut−1, yt−1, ut−2, . . .}

Muzeme provest preznaceni

Vt+1(Ht) = Eet,b {Vt+1|yt, ut−1, yt−1, ut−2, . . .}

kde Ht = [yt, b̂t, Pt]. Vysledna uloha je ekvivalentni tomu, kdyby zadani bylo:

SY STEM : Ht+1 =

 yt+1

b̂t+1

Pt+1

 =

 yt + b̂tut

(28)
(28)

 +

 σet
0
0


ZTRATA : Lt = (yt+1 − rt+1)2 + Ptu

2
t .

(28) je opet rovnice (28) z [2]. Takto upravenou ulohu muzeme resit pomoci algoritmu [3].[1]
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