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Seznam pouºitého ozna£ení

iLDP iterativní lokální dynamické programování

LQG lineán¥ kvadraticky gaussovské °ízení (Linear-Quadratic-Gaussian)

iLQG iterativní LQG

DDP diferenciální dynamické programování
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Úvod

Skute£ný sv¥t se nikdy nechová p°esn¥ podle matematických rovnic, protoºe ty jsou
vºdy jen jakýmsi zjednodu²ením nebo p°iblíºením. V reálném sv¥t¥ se vyskytuje mnoho
neznámých veli£in, poruch, nep°edvídatelných vliv· a ani na²e m¥°ící p°ístroje nejsou
p°esné. Chceme-li efektivn¥ °ídit n¥jaký systém, musíme si být t¥chto vliv· v¥domi a
zahrnout je do na²ich uvaºování. Situace se v²ak je²t¥ m·ºe zkomplikovat, kdyº jeden
nebo více parametr· neznáme. To m·ºe nastat z r·zných d·vod·, nap°íklad p°í²lu²né
£idlo nebo m¥°ící p°ístroj nem·ºeme nebo nechceme (nap°íklad z d·vod· vysoké ceny)
instalovat a tedy o velikosti p°íslu²né hodnoty m·ºeme jen usuzovat ze známých dat.
Je²t¥ sloºit¥j²í situace nastane, kdyº uvaºujeme neznámý parametr prom¥nný.
Máme tedy dva cíle, musíme systém co nejlépe °ídit a sou£asn¥ se snaºit o co nejp°es-

n¥j²í ur£ení neznámých parametr·. Tyto dva postupy jsou v²ak obecn¥ v rozporu, protoºe
parametry se nejlépe ur£ují, kdyº je systém vybuzen a nechová se optimáln¥. Práv¥ tento
rozpor a nalezení kompromisu, který povede k jeho °e²ení, je podstatou duálního °ízení.
Pro p°iblíºení ilustrujme problém na jednoduchém p°íklad¥: Uvaºujme elektromotor s

moºností °ídit nap¥tí na vstupu motoru a m¥°it p°íslu²né proudy. Jedná se tedy o systém
se dv¥ma vstupy a dv¥ma výstupy. Cílem na²eho °ízení je dosaºení poºadovaných otá£ek
rotoru. Ov²em otá£ky a ani polohu h°ídele m¥°it nem·ºeme. Máme o nich v²ak znalost v
podob¥ st°edních hodnot a variancí. Na²í snahou je co nejp°esn¥ji ur£it hodnotu otá£ek a
polohy h°ídele a sou£asn¥ systém °ídit tak, abychom dosáhly poºadované hodnoty otá£ek.
Tyto dv¥ snahy jsou ale v rozporu, protoºe nejvíce informací o neznámých parametrech
získáme, kdyº je motor vybuzen. Tedy nap°íklad se prudce rozjíºdí, brzdí, rychle m¥ní
rychlost nebo kmitá, coº se projevuje v proudech, které máme moºnost m¥°it. Ale práv¥
vybuzení motoru je v rozporu se snahou o dobré °ízení, protoºe chyba, které se dopustíme
je v¥t²inou nep°ijatelná. Naopak, kdyº se systém snaºíme °ídit, bez dostate£né znalosti
jeho parametr·, s velkou pravd¥podobností selºeme.

Nám¥tem této bakalá°ské práce je algoritmus iterativního lokálního dynamického pro-

gramování (iLDP) jako jedna z metod pro °e²ení problému duálního °ízení. Algoritmus
byl navrºen a popsán v £lánku [7]. Jak uº prozrazuje název algoritmu, jedná se o itera£ní
metodu. Tedy stru£n¥ °e£eno, algoritmus vyjde od n¥jakého po£áte£ního °ízení, které je
ov²em nutno dodat jako apriorní informaci a v cyklech (iteracích) tuto °ídící strategii
vylep²uje, za ú£elem získání °ízení optimálního. Dále se jedná o metodu lokální, coº v
m·ºeme jednodu²e chápat tak, ºe kandidáti na �vylep²ení� °ízení jsou vybírání z jistého,
zatím blíºe nespeci�kovaného, okolí p·vodní °ídící strategie. Nakonec algoritmus vyuºívá
obecné schéma dynamického programování, které bude blíºe popsáno v dal²ím textu.

Cílem této práce bylo seznámit se s obecnou tématikou duálního °ízení a detailn¥ji
s konkrétním algoritmem - iterativním lokálním dynamickým programováním. Následn¥
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tento algoritmus implementovat a aplikovat na jednoduchý systém. Otestovat jeho funk£nost
a schopnost °ídit a to i v porovnání s jinými metodami a algoritmy. Dále implementovat

algoritmus iLDP pro sloºit¥j²í systém blíºe praktické aplikaci, konkrétn¥ se jedná o syn-

chronní motor s permanentními magnety. Op¥t otestovat funk£nost a p°ípadn¥ srovnat

s dostupnými výsledky jiných °ídících strategii. Na základ¥ získaných výsledk· posoudit
výhody a nevýhody algoritmu a jeho pouºitelnost na dal²í úlohy.
Hlavním p°ínosem práce je otestování vlastností algoritmu iLDP na jiných problémech,

neº pro které byla vyvinuta autory. Objevení klad· a zápor· algoritmu a dále díky
srovnání s jinými algoritmy získání p°ehledu, pro které praktické aplikace je vhodn¥j²í
respektive mén¥ vhodný neº srovnávané metody. Prvotní o£ekávání pro srovnání algo-
ritmu iLDP a principu separace jsou, ºe iLDP bude rychlej²í co do výpo£etního £asu,
av²ak p°esnost získaných výsledk· bude niº²í. Dále je o£ekávána nezanedbatelná závislost
výsledného °ízení na volb¥ pouºitých aproximací a apriorní °ídící strategie.
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1 Teorie duálního °ízení

1.1 Základní pojmy

1.1.1 Systém a °ízení

Systém

Základním pojmem, se kterým budeme v textu pracovat je systém. Obdobn¥ jako zák-
ladní pojmy zejména v matematických v¥dách (bod, mnoºina, algoritmus,. . . ), nelze tento
pojem exaktn¥ de�novat. Systém si m·ºeme p°edstavit jako jistý �objekt�, £asto bude
reprezentovat objekt skute£ného sv¥ta. Hlavní vlastností systému je, ºe má zpravidla
jeden nebo více vstup·, pomocí kterých mu m·ºeme p°edávat informaci � °ízení a je-
den nebo více výstupu, coº jsou hodnyty, které pozorujeme. Co se odehrává uvnit° sys-
tému v²ak obecn¥ nevíme. �ízení, které budeme dodávat systému na vstup bude v textu
zna£eno písmenem u. Analogicky bude písmenem y ozna£ena pozorovaná hodnota na
výstupu.
Chování systému, to je jakým výstupem reaguje na vstup, popisujeme dle [3] obecn¥

diferenciální rovnicí respektive soustavou diferenciálních rovnic vy²²ích °ád·. Jedná se
o takzvaný vn¥j²í popis. Tento druh popisu, pohlíºí na systém �zvenku� bez skute£né
znalosti, co se odehrává uvnit° systému a jaká je jeho podstata. Vn¥j²í popis obvykle
obdrºíme p°i odvození modelu systému z fyzikálních rovnic. Omezení, která z n¥j plynou,
se snaºíme odstranit zavedením vnit°ního (stavového) popisu, kdy (soustavu) diferenciál-
ních rovnic vy²²ího °ádu, p°evedeme vhodnou volbou nových prom¥nných x na soustavu
diferenciálních rovnic prvního °ádu. Prom¥nné x ozna£ujeme jako stavové prom¥nné.

�ízení

Na²ím úkolem je pro zadaný systém nalézt regulátor, tedy obecn¥ °ízení u takové,
které dodané na vstup zp·sobí, ºe systém se bude �chovat podle na²ich poºadavk·�. To
zpravidla znamená, ºe hodnoty výstupní veli£iny y dosáhnou (nebo se p°iblíºí s danou
p°esností) poºadované hodnot¥ v podob¥ referen£ního signálu, který regulátor dostavá z
vn¥j²ku a sou£asn¥ dodrºí p°edem stanovená omezení. Práce je ov²em zam¥°ena na °ízení
sloºit¥j²ích systém·, u kterých jeden nebo více parametr· neznáme p°esn¥. Tedy n¥který
(více) z koe�cient· v rovnicích popisujících systém není znám. Máme v²ak o n¥m jistou
statistickou informaci v podob¥ jeho o£ekávané hodnoty a variance. Dále je-li systém ne-
lineární, jsou výsledné rovnice p°íli² sloºité a tedy analyticky ne°e²itelné. Pro numerické
°e²ení, jsou rovnice systému zpravidla p°evád¥ny do diskrétního tvaru.
�ízení obecn¥ d¥líme podle [3] na dva typy: P°ímovazební °ízení uºíváme v p°ípad¥,

kde je k dispozici p°esný matematický model systému a je vylou£en výskyt neur£itostí.

11



Toto °ízení nevyuºívá ºádné zp¥tné informace od systému a regulátor pracuje pouze s ref-
eren£ním signálem. Naproti tomu zp¥tnovazební °ízení vyuºívá i informace o skute£ném
výstupu systému a snaºí se tak eliminovat chyby v d·sledku neur£itostí a chyb zp·-
sobenych nep°esností modelu.

Duální °ízení

Chceme navrhnout regulátor pro zadaný systém s neznámými parametry. Úkoly jsou tedy
dva: 1. opatrnost - efektivn¥ systém °ídit a 2. testování - ur£it neznáme parametry. Tyto
dva p°ístupy jsou ale obecn¥ v rozporu. Abychom mohli systém dob°e °ídit, pot°ebujeme
znát parametry co nejp°esn¥ji. Nejvíce informací o parametrech v²ak získáme, kdyº je
systém vybuzen a nechová optimáln¥. Tyto pojmy není snadné kvanti�kovat, ale velmi
£asto se projevují v konkrétních °ídících schématech. Na²ím úkolem je pokusit nalézt
n¥jaký kompromis mezi ob¥ma úkoly. Práv¥ tento p°ístup je ozna£ován jako duální °ízení
[2].

1.1.2 Formulace problému

V textu budeme pracovat zpravidla s diskrétním systémem, ve smyslu systému s diskrét-
ním £asem, protoºe výpo£ty jsou provád¥ny ve v¥t²in¥ p°ípad· problematiky duálního
°ízení numericky. Rovnice popisující systém jsou v²ak zpravidla ve spojitém tvaru, (model
£asto vychází ze skute£nosti, pop°ípad¥ fyzikálních zákon·). V tomto p°ípad¥ provádíme
diskretizaci.
Základní problém je formulován podle [2] následovn¥:

Uvaºujme stavový popis diskrétního dynamického systému

xk+1 = fk(xk, uk, wk), k = 0, . . . , N − 1 , (1.1)

kde xk je stavová prom¥ná z prostoru Sk, uk °ízení z prostoru Ck a wk náhodná porucha
z prostoru Dk, v²e v £ase k p°i celkovém £asovém horizontu N . Na °ízení uk klademe
omezení, ºe m·ºe nabývat pouze hodnot z neprázdné podmonoºiny Uk(xk) ⊂ Ck závislé
na stavu xk. Náhodná porucha wk je charakterizována rozd¥lením pravd¥podobnosti Pk,
které m·ºe explicitn¥ záviset na xk a uk, ne v²ak na p°edchozích poruchách wk−1, . . . , w0.
Dále uvaºujme mnoºinu °ízení, jedná se o posloupnost funkcí

π = {µ0, . . . , µN−1},

kde µk p°i°azuje stavu xk p°ípustné °ízení uk = µk(xk), to je takové, ºe µk(xk) ∈ Uk(xk),
mnoºinu p°ípustných °e²ení ozna£me Π. Máme-li dány po£áte£ní stav x0 a p°ípustné
°e²ení π m·ºeme stavy xk a poruchy wk povaºovat za náhodné veli£iny s rozd¥lemím
de�novaným systémem rovnic 1.1, kde za °ízení uk dosadíme hodnotu funkce µk v xk.
Pro dané ztráty v jednotlivých £asech � funkce gk, pak de�nujeme o£ekávanou ztrátu

π v x0 jako

Jπ(x0) = E

{
gN (xN ) +

N−1∑
k=0

gk (xk, µk(xk), wk)

}
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kde je o£ekávaná hodnota po£ítána p°es náhodné veli£iny wk a xk. Optimální °ízení π∗je
práv¥ to, které minimalizuje ztrátu

Jπ∗(x0) = min
π∈Π

Jπ(x0).

Optimální ztrátu ozna£me J∗(x0).

1.1.3 Dynamické programování

Dynamické programovní dle [9] je jedním ze zp·sob· návrhu algoritm· pro °e²ení jistých
typu optimaliza£ních problém·. Konkrétn¥ se uplat¬uje v p°ípad¥, ºe jde o diskrétní opti-
maliza£ní úlohu, na °e²ení daného problému m·ºeme nahlíºet jako na kone£nou posloup-
nost rozhodnutí a platí princip optimality.

Princip optimality

°íká, ºe optimální posloupnost rozhodnutí musí mít následující vlastnost: Jestliºe jsme

uº ud¥lali k rozhodnutí, musí být v²echna následující rozhodnutí optimální vzhledem k

výsledk·m rozhodnutí p°edchozích, jinak nem·ºeme dostat optimální °e²ení [9].

Princip optimality v teorii °ízení

Nech´ π∗ =
{
µ∗0, µ

∗
1, . . . , µ

∗
N−1

}
je optimální °ídící strategie pro základní problém a p°ed-

pokládejme, ºe kdyº aplikujeme °ízení π∗, daný stav xi se vyskytne v £ase i s pozitivní
pravd¥podobností. Uvaºujme podproblém, kdy ve stavu xi a £ase i chceme minimalizovat
náklady na pokra£ování (v anglické literatu°e ozna£ováno jako �cost-to-go�) od £asu i do
N

E

{
gN (xN ) +

N−1∑
k=i

gk(xk, µk(xk), wk)

}
Potom úsek strategie

{
µ∗i , µ

∗
i+1, . . . , µ

∗
N−1

}
je optimální pro tento podproblém.

Intuitivn¥ je princip optimality velmi jednoduchý. Jestliºe úsek strategie
{
µ∗i , µ

∗
i+1, . . . , µ

∗
N−1

}
nebude optimální, budeme schopni dále zredukovat cenu p°echodem k optimální strategii
pro podproblém.
Princip optimality umoº¬uje optimální strategii konstruovat postupn¥. Nejd°íve nalezneme

optimální strategii pro koncový podproblém zahrnující poslední krok. Poté roz²i°ujeme
podproblém od konce p°idáním p°edposledního kroku a tak dále. Takto m·ºe být vytvo°ena
optimální strategie pro celý problém.
Algoritmus dynamického programování je tedy zaloºen na následující my²lence: Al-

goritmus pracuje iterativn¥ a °e²í koncové podproblémy pro daný £asový úsek, p°i tom
vyuºívá °e²ení p°edchozích koncových podproblém· pro krat²í £asové úseky. P°evzato z
[2].
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Formulace algoritmu dynamického programování

Podle [2], pro kaºdý po£áte£ní stav x0, je optimální cena J∗(x0) základního problému
rovna J0(x0), získané z posledního kroku následujícího algoritmu, který prochází zp¥t
£asy od N − 1 do 0:

JN (xN ) = gN (xN )

Jk(xk) = min
uk∈Uk(xk)wk

E {gk(xk, uk, wk) + Jk+1(fk(xk, uk, wk))} (1.2)

k = 0, 1, . . . , N − 1

kde je o£ekávaná hodnota po£ítána podle náhodné veli£iny wk, která obecn¥ závisí na
xk a uk. Dále, kdyº u∗k = µ∗k(xk) minimalizuje pravou stranu rovnice (1.2) pro kaºdé xk
a k, stretegie π∗ =

{
µ∗1, . . . , µ

∗
N−1

}
je optimální.

Hodnotu Jk(xk) je moºno interpretovat jako optimální cenu pro (N −k)-tý krok prob-
lému za£ínajícího ve stavu xk a £ase k, a kon£ícího v £ase N . Následn¥ ozna£ujeme Jk(xk)
náklady na pokra£ování (�cost-to-go�) ve stavu xk a £ase k, a Jk ozna£ujeme jako funkci
náklad· na pokra£ování (�cost-to-go function�) v £ase k.
Ideáln¥ bychom cht¥li vyuºít algoritmus dynamického programování k získání Jk vyjád°ené

v uzav°eném tvaru nebo k získání optimální strategie. Existuje mnoho p°ípad·, kdy je
daná úloha °e²itelná analyticky, obzvlá²t¥ za zjednodu²ujících p°edpoklad·. To je velmi
uºite£né zejména pro lep²í náhled do problematiky a jako vodítko pro sloºit¥j²í modely.
Av²ak ve v¥t²ín¥ p°ípad· není analytické °e²ení moºné, pak je t°eba pouºít numerické
°e²ení pomocí algoritmu dynamického programování. Tento p°ístup m·ºe být £asov¥ velmi
náro£ný, zejména minimalizaci v rovnici (1.2) je t°eba provést pro kaºdou hodnotu xk.
Stavový prostor musí být diskretizován, nejedná-li se o kone£nou mnoºinu a výpo£etní
nároky pak nar·stají proporcionáln¥ k po£tu moºných hodnot xk. Nicmén¥ dynamické
programování je pouze obecný p°ístup pro iterativní optimalizaci p°i uvaºování nejistoty
v systému.

1.1.4 Úplná a neúplná stavová informace

V optimálním p°ípad¥ by bylo moºno m¥°it v²echny stavové veli£iny systému a na jejich
základ¥ libovolným zp·sobem upravovat jeho dynamické vlastnosti. Ve skute£nosti ale
zpravidla není moºné v²echny stavy zm¥°it a musíme se rozhodovat pouze na základ¥
informací, které máme k dispozici, pak mluvíme o neúplné informaci o stavu systému

[5, 2]. M·ºe to být zp·sobeno nap°íklad nedostupností hodnot n¥kterých stav·, pouºité
m¥°ící p°ístroje mohou být nep°esné nebo náklady na získání p°esné hodnoty stavu mo-
hou být p°íli² omezující. P°ípady tohoto typu modelujeme zpravidla tak, ºe v kaºdém
kroku regulátor obdrºí jisté pozorování skute£né hodnoty stavu, které ov²em m·ºe být
ovlivn¥no a naru²eno stochastickou nejistotou. Teoreticky se v²ak problém s neúplnou in-
formací o stavu neodli²uje od úloh s úplnou stavovou informací, protoºe existují zp·soby,
jak p°evést (redukovat) systém s neúplnou informací na systém s úplnou. Tyto postupy
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obecn¥ vedou na algoritmy vyuºívající dynamické programování, ale jsou výpo£etn¥ mno-
hem náro£n¥j²í, neº v p°ípad¥ úplné informace. Dva moºné postupy redukce p°evzaté z
[2] budou následovat po formulaci problému:

Formulace problému s neúplnou informací o stavu

Nejd°íve formulujme základní problém s neúplnou stavovou informací, který následn¥
redukujeme na systém s informací úplnou. Uvaºujme roz²í°ení základního problému 1.1,
kde ale regulátor, namísto p°ístupu ke stavu systému, získává pouze pozorování zk ve
tvaru

z0 = h0(x0, v0), zk = hk(xk, uk−1, vk), k = 1, 2, . . . , N − 1, (1.3)

kde vk reprezentuje náhodnou poruchu pozorování charakterizovanou rozd¥lením pravd¥podob-
nosti Pvk , která závisí na sou£asném stavu a v²ech p°edchozích stavech, °ízeních a poruchách.
Dále také po£áte£ní stav x0 povaºujeme za náhodnou veli£inu s rozd¥lením Px0 .
Soubor informací dostupných regulátoru v £ase k ozna£me Ik informa£ním vektorem.

Tedy

Ik = (z0, . . . , zk, u0, . . . , uk−1), k = 1, . . . , N − 1,

I0 = z0.

Uvaºujme mnoºinu p°ípustných °ízení jako posloupnost funkcí π = {µ0, . . . , µN−1}, kde
kaºdá funkce µk p°i°azuje informa£nímu vektoru Ik °ízení µk(Ik) ∈ Uk, pro v²echna Ik,
kde k = 0, . . . , N − 1. Chceme najít p°ípustnou °ídící strategii, to jest posloupnost π,
která minimalizuje o£ekávanou ztrátu

Jπ = E

{
gN (xN ) +

N−1∑
k=0

gk (xk, µk(Ik), wk)

}
,

kde je o£ekávaná hodnota po£ítána p°es náhodné veli£iny x0 a wk, vk pro k = 0, . . . , N−1.
Veli£iny xk a zk se vypo£ítají z rovnic 1.1 respektive 1.3, p°i£emº v nich poloºíme uk =
µk(Ik).

Redukce na systém s úplnou stavovou informací

Tento postup je zaloºen na my²lence de�novat nový systém, jehoº stav v £ase k je mnoºina
v²ech hodnot, kterých m·ºe vyuºít regulátor p°i tvorb¥ °ízení. Jako stav nového systému
tedy volíme informa£ní vektor Ik a získáme systém

Ik+1 = (Ik,zk+1, uk), I0 = z0, k = 0, . . . , N − 2. (1.4)

Na tento systém povahy základního problému s úplnou informací m·ºeme pohlíºet tak, ºe
Ik je stav. �ízení uk a pozorování zk lze pak chápat jako náhodné poruchy. Dále rozd¥lení
pravd¥podobnosti zk+1 závisí explicitn¥ pouze na stavu Ik a °ízení uk. Ztrátovou funkci
vyjád°enou pro nový systém je moºno zapsat jako

E {gk (xk, uk, wk)} = E {Exk,wk
{gk (xk, uk, wk) | Ik, uk}} .
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Tedy ztráta b¥hem jednoho kroku vyjád°ená jako funkce nového stavu Ik a °ízení uk je

g̃k(Ik,uk) = Exk,wk
{gk (xk, uk, wk) | Ik, uk} . (1.5)

P·vodní základní problém s neúplnou stavovou informací byl tedy p°eveden na úlohu s
úplnou stavovou informací s rovnicí popisující systém 1.4 a ztrátou b¥hem jednoho kroku
1.5. Nyní je pro n¥j moºno napsat algoritmus dynamického programování. (moºná sem
dát i rovnice DP)

Posta£ující statistika

P°i uºití algoritmu dynamického programování za neúplné stavové informace je hlavní
problém v jeho vyhodnocování ve stavovém prostoru, jehoº dimenze neustále roste. S
kaºdým dal²ím m¥°ením dimenze stavu a tedy informa£ní vektor Ik nar·stá, proto se
snaºíme redukovat mnoºství dat skute£n¥ pot°ebných pro ú£ely °ízení. Hledáme tedy
popis známý jako posta£ující statistika, který bude mít men²í dimenzi neº Ik ale sou£asn¥
zahrne ve²kerý d·leºitý obsah Ik pot°ebný pro °ízení. Jako posta£ující statistiku ozna£me
funkci Sk informa£ního vektoru Ik, tedy Sk(Ik) takovou, ºe minimalizuje ztrátu v algo-
ritmu dynamického programování p°es v²echna p°ípustná °ízení. Coº m·ºeme zapsat pro
vhodnou funkci Hk jako

Jk(Ik) = min
uk∈Uk

Hk(Sk(Ik), uk).

Po funkci Sk samoz°ejm¥ chceme, aby byla charakterizována men²í mnoºinou £ísel, neº
informa£ní vektor Ik, abychom získaly výhody z jejího pouºití. Obecn¥ existuje mnoho
funkcí, které mohou slouºit jako posta£ující statistika. Triviálním p°íkladem m·ºe být
identita Sk(Ik) = Ik.
Závisí-li rozd¥lení pravd¥podobnosti poruchy pozorování vk explicitn¥ pouze na bezprost°edn¥

p°edcházejícím stavu, °ízení a poru²e systému, tedy na xk, uk, wk a nezávisí na p°ed-
chozích hodnotách xk−1, . . . , x0, uk−1, . . . , u0, wk−1, . . . , w0, vk−1, . . . , v0 m·ºeme za posta£u-
jící statistiku volit podmín¥né rozd¥lení pravd¥podobnosti Pxk|Ik , o kterém lze ukázat (viz
[2]), ºe

Jk(Ik) = min
uk∈Uk

Hk(Pxk|Ik , uk) = Jk(Pxk|Ik),

kde Hk a Jk jsou vhodné funkce. Optimální °ízení pak získáme ve tvaru funkcí pod-
mín¥ného rozd¥lení pravd¥podobnosti µk(Ik) = µk(Pxk|Ik) pro k = 0, . . . , N − 1. Tato
reprezentace m·ºe být velmi uºite£ná, protoºe nám umoº¬uje rozloºit optimální °ízení
na dv¥ nezávislé £asti:

1. pozorovatel (estimátor), který v £ase k pouºije m¥°ení zk a °ízení uk−1 k vygen-
erování rozd¥lení pravd¥podobnosti Pxk|Ik

2. ovlada£ (regulátor), který generuje vstupy (°ízení) pro systém jako funkci rozd¥lení
pravd¥podobnosti Pxk|Ik

Tento rozklad pak umoº¬uje navrhovat kaºdou z £ástí samostatn¥ podle charakteru
konkrétní úlohy.
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1.1.5 Kalman·v �ltr

Chceme °e²it následující problém, viz [5]: Máme lineární systém s neúplnou stavovou
informací a snaºíme se odhadnout (rekonstruovat, estimovat) stav systému z m¥°itelných
vstupních a výstupních veli£in. Dále p°edpokládejme, ºe m¥°ení výstupu a pop°ípad¥ i
vstupu je zatíºeno chybou m¥°ení. Tyto nep°esnosti m¥°ení m·ºeme modelovat jako adi-
tivní ²um. Odhadování (rekonstrukci, estimaci) potom navrhujeme pomocí stochastických
metod. �e²ení vede na takzvaný Kalman·v �ltr.

Následující formulace problému a popis algoritmu Kalmanova �ltru je p°evzat z [2],
kde lze také nalézt odvození p°íslu²ných rovnic: Máme dva náhodné vektory x a y, které
jsou svázány spole£ným rozd¥lením pravd¥podobnosti (� joint probability distribution�)
tak, ºe hodnota jednoho poskytuje informaci o hodnot¥ druhého. Známe hodnotu y a
chceme ur£it (odhadnout) hodnotu x tak, aby st°ední kvadratická odchylka mezi x a
jeho odhadem byla minimální.
Takový odhad m·ºeme zístat v nejjednodu²²ím p°ípad¥ metodou nejmen²ích £tverc·,

ale pro tento zp·sob je t°eba velkého po£tu m¥°ení. Jako lep²í zp·sob se ale jeví vyuºít
sekven£ní struktury problému a iterativn¥ pouºít Kalman·v �ltr, kdy odhad v £ase k+ 1
získáme na základ¥ jednoduchých rovnic pouze z p°edchozího odhadu a nového m¥°ení v
£ase k, ºádná p°edchozí m¥°ení nejsou explicitn¥ zahrnuta.
V dal²ím textu ozna£me x̂k|k−1 apriorní odhad stavu, tedy odhad stavu v £ase k na zák-

lad¥ informací aº do £asu k− 1. Analogicky Σk|k−1 ozna£uje apriorní kovarian£ní matici.
Aposteriorní odhad stavu ozna£me x̂k|k, to jest odhad v £ase k na základ¥ informa£í aº
do £asu k. Aposteriorní kovarian£ní matice je pak ozna£ena Σk|k.

System

Uvaºujme lineární dynamický systém bez °ízení (uk ≡ 0) ve tvaru

xk+1 = Akxk + wk, k = 0, 1, . . . , N − 1,

kde xk je vektor stavu, wk vektor náhodné poruchy a matice Ak p°edpokládáme známé.
Dále rovnice m¥°ení je

zk = Ckxk + vk, k = 0, 1, . . . , N − 1,

kde zk je vektor pozorování (m¥°ených veli£in) a vk vektor ²umu. Nech´ x0, w0, . . . , wN−1, v0, . . . , vN−1

jsou vektory nezávislých náhodných veli£in s daným rozd¥lením pravd¥podobnosti, takovým,
ºe

E{wk} = E{vk} = 0, k = 0, 1, . . . , N − 1.

Ozna£me

S = E
{

(x0 − E{x0}) (x0 − E{x0})T
}
, Mk = E{wkwTk }, Nk = E{vkvTk },

a nech´ matice Nk pozitivn¥ de�nitní pro v²echny £asy k.
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Algoritmus Kalmanova �ltru

P°edpokládejme, ºe máme spo£ítaný odhad x̂k|k−1 spole£n¥ s kovarian£ní maticí Σk|k−1 =

E
{(
xk − x̂k|k−1

) (
xk − x̂k|k−1

)T}. V £ase k získáme dal²í m¥°ení zk = Ckxk + vk. Nyní
m·ºeme získat aposteriorní odhad stavu x̂k|k v £ase k jako

x̂k|k = x̂k|k−1 + Σk|k−1C
T
k

(
CkΣk|k−1C

T
k +Nk

)−1 (
zk − Ckx̂k|k−1

)
, (1.6)

dále pak apriorní odhad stavu x̂k+1|k v £ase k + 1, tedy x̂k+1|k = Akx̂k|k. Apriorní
kovarian£ní matici v £ase k + 1 vypo£ítáme z

Σk+1|k = AkΣk|kA
T
k +Mk,

kde aposteriorní kovarian£ní matici Σk|k = E
{(
xk − x̂k|k

) (
xk − x̂k|k

)T} m·ºeme získat
z rovnice

Σk|k = Σk|k−1 − Σk|k−1C
T
k

(
CkΣk|k−1C

T
k +Nk

)−1
CkΣk|k−1.

P°idáním po£áte£ních podmínek x̂0|−1 = E{x0} a Σ0|−1 = S získáme algoritmus Kalmanova

�ltru, který ve své podstat¥ rekurzivn¥ generuje posloupnost lineárních odhad· zaloºených
na metod¥ nejmen²ích £tverc·.
Dále je moºno vyjád°it rovnici 1.6 ve tvaru

x̂k|k = Ak−1x̂k−1|k−1 + Σk|kC
T
k N

−1
k

(
zk − CkAk−1x̂k−1|k−1

)
,

který p°i uvaºování systému se vstupem

xk+1 = Akxk +Bkuk + wk, k = 0, 1, . . . , N − 1,

umoº¬uje vypo£ítat rekurzivn¥ aposteriorní odhady stav· x̂k|k v £asech k z rovnice

x̂k|k = Ak−1x̂k−1|k−1 +Bk−1uk−1 + Σk|kC
T
k N

−1
k

(
zk − CkAk−1x̂k−1|k−1

)
,

p°i£emº rovnice pro výpo£et aposteriorní kovarian£ní matice Σk|k z·stávají nezm¥n¥ny.

1.1.6 Deterministické systémy se spojitým £asem

I kdyº zpravidla pracujeme s diskrétními systémy, zejména z d·vod· výpo£t· na po£í-
ta£i, teorie optimálního °ízení spojitých systém· m·ºe být velmi uºite£ná. Poskytuje
totiº d·leºité principy, které jsou velmi £asto pouºívány p°i návrhu algoritm· pro duální
°ízení. Konkrétn¥ se jedná o Hamilton-Jacobi-Bellmanovu rovnost a Pontryagin·v princip
minima.
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Spojitý systém

Dynamický systém se spojitým £asem uvaºujeme dle [2] ve tvaru

ẋ(t) = f(x(t), u(t)), 0 ≤ t ≤ T, (1.7)

x(0) = x0,

kde x(t) je stavový vektor v £ase t, ẋ(t) je vektor prvních derivací podle £asu v £ase t,
u(t) ∈ U je °ídící vektor v £ase t, U je mnoºina omezení °ízení a T je £asový horizont. O
funkci f p°edpokládáme, ºe je spojit¥ diferencovatelná vzhledem k x a spojitá vzhledem k
u. Rovnice 1.7 p°edstavuje soustavu n diferenciálních rovnic prvního °ádu. Na²ím cílem je
nalézení p°ípustné °ídící trajektorie {u(t) | t ∈ [0, T ]} a odpovídající stavové trajektorie
{x(t) | t ∈ [0, T ]} takové, ºe minimalizují ztrátovou funkci ve tvaru

h(x(T )) +

ˆ T

0
g (x(t), u(t)) dt,

o funkcích g a h p°edpokládáme, ºe jsou spojit¥ diferencovatelné vzhledem k x a g je
spojitá vzhledem k u.

Hamilton-Jacobi-Bellmanova rovnost

Hamilton-Jacobi-Bellmanova rovnost je parciální diferenciální rovnicí, která je spln¥na
optimální funkcí náklad· na pokra£ování J∗(t, x). Tato rovnice je analogií algoritmu
dynamického programování ve spojitém £ase. Rovnici lze psát podle [2] ve tvaru

0 = min
u∈U

[
g(x, u) +∇tJ∗(t, x) +∇xJ∗(t, x)T f(x, u)

]
, ∀t, x, (1.8)

J∗(T, x) = h(x).

Jedná se tedy o parciální diferenciální rovnici s okrajovou podmínkou. O funkci J∗(t, x)
jsme p°edpokládali diferencovatelnost, apriorn¥ ale její diferencovatelnost neznáme a tedy
nevíme, jestli J∗(t, x) °e²í rovnici 1.8. M·ºeme v²ak pouºít následující tvrzení, jehoº
formulaci i d·kaz lze nalézt v [2]:

V¥ta o dostate£nosti:
Nech´ je funkce V (t, x) spojit¥ diferencovatelná vzhledem k t a x a nech´ je °e²ením
Hamilton-Jacobi-Bellmanovy rovnosti:

0 = min
u∈U

[
g(x, u) +∇tV (t, x) +∇xV (t, x)T f(x, u)

]
, ∀t, x, (1.9)

V (T, x) = h(x), ∀x.

P°edpokládejme dále, ºe µ∗(t, x) dosáhne minima v rovnosti 1.9 pro v²echna t a x.
Nech´ {x∗(t) | t ∈ [0, T ]} ozna£uje stavovou trajektorii získanou p°i dané po£áte£ní
podmínce x∗(0) = x0 a °ídící trajektorii u∗(t) = µ∗(t, x∗(t)), t ∈ [0, T ]. Pak V je
rovno optimální funkci náklad· na pokra£ování, tedy

V (t, x) = J∗(t, x), ∀t, x.

Navíc °ídící trajektorie {u∗(t) | t ∈ [0, T ]} je optimální.
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Pontryagin·v princip minima

Pontryagin·v princip minima je d·leºitým teorémem optimálního °ízení. Poskytuje nut-
nou (ne v²ak posta£ující) podmínku pro optimální trajektorii, je úzce sp°ízn¥n s Hamilton-
Jacobi-Bellmanovou rovností a lze ho z ní podle [2] také odvodit. Princip minima je
výhodné formulovat pomocí Hamiltoniánu. Ozna£me p gradient optimální funkce nák-
lad· na pokra£ování pro optimální stavovou trajektorii p(t) = ∇xJ∗ (t, x∗(t)) a de�nujme
Hamiltonián jako funkci zobrazující trojice vektor· (x, u, p) do reálných £ísel

H(x, u, p) = g(x, u) + pT f(x, u).

Rovnice pro systém pak m·ºe být zapsána v kompaktním tvaru

ẋ∗(t) = ∇pH (x∗(t), u∗(t), p(t)) .

Obdobn¥ m·ºe být zapsána pro p takzvaná adjungovaná rovnice

ṗ(t) = −∇xH (x∗(t), u∗(t), p(t)) .

Pontryagin·v princip minima je podle [2] formulován následovn¥:

Princip minima:
Nech´ {u∗(t) | t ∈ [0, T ]} je optimální °ídící trajektorie a nech´ {x∗(t) | t ∈ [0, T ]}
je odpovídající stavová trajektorie, to jest

ẋ∗(t) = f (x∗(t), u∗(t)) , x∗(0) = x0.

Nech´ dále p(t) je °e²ením adjungované rovnice

ṗ(t) = −∇xH (x∗(t), u∗(t), p(t)) ,

s okrajovou podmínkou p(T ) = ∇h (x∗(T )). Pak pro v²echna t ∈ [0, T ]

u∗(t) = arg min
u∈U

H (x∗(t), u, p(t)) .

Navíc existuje konstanta C taková, ºe

H (x∗(t), u∗(t), p(t)) = C, ∀t ∈ [0, T ].

1.1.7 Algoritmy pro duální °ízení

Metody pro nalezení optimálního °ízení lze obecn¥ rozd¥lit do dvou základních kategorií
na globální a lokální viz [8, 7].
Globální metody, pouºívané zejména v posilovaném u£ení (�Reinforcement Learning�),

jsou zaloºeny na na Bellmanov¥ principu optimality, Hamilton-Jacobi-Bellmanov¥ rovnosti
a dynamickém programování. Tyto algoritmy hledají globáln¥ optimální zp¥tnovazební
°ízení pro v²echny stavy obecného stochastického systému a proto podléhají nebezpe£í
�problému dimenzionality� nebo také rozm¥rnosti (z anglického �curse of dimensionality�
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doslovn¥ - kletba rozm¥rnosti). Jednodu²e m·ºeme tento problém chápat tak, ºe p°i num-
erickém °e²ení úlohy jsou po£íta£em procházeny v²echny body diskretizovaného stavového
a °ídícího prostoru jejichº po£et s rostoucím po£tem dimenzí extrémn¥ (exponenciáln¥)
rychle roste. Výpo£et pro mnohadimenzionální úlohy se pak stává co do pam¥´ových
nárok·, ale hlavn¥ z hlediska výpo£etního £asu prakticky nerealizovatelným.
Lokální metody, £ast¥ji studované v teorii °ízení, souvisí s Pontryaginovým principem

maxima. Jejich podstatou je nalezení °ízení, které je pouze lokáln¥ optimální v okolí n¥-
jaké �extremalní� trajektorie. V¥t²inou je uºito deterministických prost°edk· jako °e²ení
soustavy oby£ejných diferenciálních rovnic (st°elbou, relaxací, uspo°ádáním - collocation
nebo spádem gradientu - gradient descent). Tento p°ístup ale vede na p°ímovazební °ízení
a nezle uºít pro stochastické úlohy, vyhýbá se ale problému dimenzionality, coº umoº¬uje
°e²it i komplexn¥j²í problémy.
V poslední dob¥ je snaha vyvíjet nové algoritmy, které kombinují výhody obou vý²e

zmín¥ných p°ístup·. P°íkladem m·ºe být diferenciální dynamické programování (DDP).
Tento algoritmus z·stává lokální metodou ve smyslu, ºe uchovává pouzve jedinou tra-
jektorii, která je lokáln¥ vylep²ována. Vylep²ení v²ak není zaloºeno na °e²ení soustavy
oby£ejných diferenciálních rovnic, ale na dynamickém programování aplikovaném na okolí
- �trubici� podél sou£asné trajektorie. Jedná se o algoritmus s konvergencí druhého °ádu.
Je²t¥ efektivn¥j²í je metoda podobná DDP, iterativní LQG (iLQG). Tento algoritmus
je zaloºen na linearizaci nelineární úlohy v kaºdém bod¥ reprezentativní trajektorie a
následném °e²ení modi�kované Riccatiho rovnice. Výhodou DDP i iLQG je, ºe jejich
výsledkem je zp¥tnovazební °ízení. Ob¥ metody jsou ale stále deterministické a nedokáºí
se vypo°ádat s nekvadratickými ztrátovými funkcemi a poºadavky na omezené °ízení.
S vý²e zmín¥nými problémy se snaºí vypo°ádat modi�kovaná iLQG, která bude moºná

pouºita pro srovnání s úst°ední metodou této práce iLDP. Dále pak do kategorie smí²ených
metod spadá práv¥ i metoda iLDP, která bude podrobn¥ popsána dále.

1.2 Výb¥r konkrétních algoritm· pro srovnání

1.2.1 LQG

(iLQG)

1.2.2 Princip separace

1.3 Algoritmus iterativního lokálního dynamického

programování

Algoritmus iLDP byl vytvo°en pro ú£ely nalezení stochastického optimálního °ízení v
mnohadimenzionálních stavových a °ídících prostorech. Tento p°ípad je £astý zejména
p°i °ízení biologických pohyb·. Metoda je popsána autory v £lánku [7] a z tohoto zdroje
je také p°evzata.
Základní popis algoritmu, tak jak ho auto°i podali, je v²ak pouze ²ablonou a mnoho

detail· a díl£ích £ástí je ponecháno na vy°e²ení p°i konkrétní realizaci. To se týká zejména

21



pouºitých aproximací pro jednotlivé funkce, zejména aproximace Bellmanovy funkce a
aproximace hledaného regulátoru. Dále, protoºe algoritmus vyuºívá hledání minima, není
v základním popisu algoritmu vy°e²en konkrétní typ minimalizace. Pouºitý minimaliza£ní
algoritmus se samoz°ejm¥ li²í podle konkrétního problému, zejména jedná-li se o mini-
malizaci omezenou nebo neomezenou. Je²t¥ je t°eba zmínil, ºe pro algoritmus je nutno
zvolit parametr �velikosti� okolí, protoºe se jedná o lokální metodu.

1.3.1 Formulace problému

Na²ím úkolem je nalézt °ízení u = π(t, x), které minimalizuje o£ekávanou ztrátu

J(π) = Eω

(
h(x, π(t,x)) +

ˆ T

0
l(x, π(t,x))dt

)
obecn¥ pro spojitý systém:

dx = f(x,u)dt+ F (x,u)dω

x(0) = x0 (1.10)

t ∈ [0, T ]

v diskrétním tvaru:

xk+1 − xk = f(x,u) ·∆k + F (x,u)ek

x(k=0) = x0 (1.11)

k ∈ {0, 1, . . . , N}
∆k = (k + 1)− (k)

kde hledáme °ízení u = π(k, x), které minimalizuje o£ekávanou ztrátu asi

J(π) = E

(
h(x, π(N,x)) +

N−1∑
k=0

lk(x, π(k,x))∆k

)

1.3.2 Osnova algoritmu

Algoritmus pracuje itera£n¥, kaºdá iterace za£ne s °ízením π a vytvo°í zlep²ení π′. P°i£emº
prvotní °e²ení π0 musíme algoritmu dodat jako apriorní informaci. Pro zaji²t¥ní globální
konvergence je moºno nové °e²ení hledat jako konvexní kombinaci starého a algoritmem
nalezeného °e²ení

πnové = απ′ + (1− α)π; 0 < α ≤ 1; J(πnové) < J(π)
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V kaºdé iteraci prob¥hne nejprve p°ípravná fáze, kdy z °ízení π(k,x) generuje pr·m¥rnou
trajektorii x̄(k) °e²ením rovnice 1.10 respektive 1.11. Následn¥ se po£ítá aproximace
Ṽ (k,x) Bellmanovy funkce V (k,x) v £ase odzadu, tj. od N k 1. Sou£asn¥ po£ítáme i
aproximaci °ízení π′(k,x) . . . π′(N−1,x). Tedy pro kaºdý £as k takový, ºe k = N−1 . . . 1
jdeme zp¥t, p°i£emº pokládáme v koncovém £ase N hodnotu aproximace Bellmanovy
funkce Ṽ (N,x) = h(x) a provádíme následující £ty°i kroky:

1. Generujeme mnoºinu stav·
{
x(n)

}
n=1...M

shromáºd¥ných kolem pr·m¥rného stavu
x̄(k).

Zde se projevuje lokálnost metody. Mnoºina stav·
{
x(n)

}
je vybrána z okolí pr·m¥rného

stavu x̄(k). Toto okolí a zp·sob výb¥ru mnoºiny je t°eba konkrétn¥ speci�kovat.
Pro ú£ely implementace tohoto algoritmu bylo okolí speci�kováno parametrem ρ2.
Mnoºina stav·

{
x(n)

}
pak byla generována náhodn¥ jako náhodná veli£ina s nor-

málním rozd¥lením se st°ední hodnotou rovnou pr·m¥rnému stavu x̄(k) a rozptylem
speci�kovaným parametrem ρ2.
Po£et vzork· M je nutno zvolit p°i implementaci algoritmu. Obecn¥ je nejlep²í
volit maximální moºné £íslo, ov²em s rostoucím po£tem vzork· rostou i pam¥´ové
nároky a výpo£etní £as algoritmu.

2. Pro kaºdé x(n) vypo£ítáme optimální °ízení u(n) minimalizací Hamiltoniánu

H(k,x,u) = l(x,u) + f(x,u)T Ṽx(k + 1,x) +
1

2
tr
(∑

(x,u)Ṽxx(k + 1,x)
)

s inicializa£ním bodem π(k,x(n)). Kde Σ(x,u) = F(x,u)F(x,u)T . Tedy optimální
°ízení v £ase k pro stav n hledáme jako u(n) = arg minuH(k,x,u).

Pro minimalizaci lze pouºít nap°íklad minimaliza£ní funkce programu Matlab z
balíku Optimization Toolbox, konkrétn¥ se jedná o funkce fminunc respektive fmincon
pro neomezenou respektive omezenou minimalizaci. V p°ípad¥, ºe by bylo moºno
spo£ítat minimalizaci analyticky, jedná se samoz°ejm¥ o nejlep²í zp·sob.

3. Pro kaºdé x(k) aproximovat v(n) = V (k,x(n)) pouºitím Hamolton-Jacobi-Bellmanovi
rovnosti

V (k,x(n)) ≈ ∆k ·H(k,x(n),u(n)) + Ṽ (k + 1,x(n))

4. Vypo£ítat novou aporximaci funkce Ṽ (k,x) z mnoºiny bod·
{
x(n), v(n)

}
a aproxi-

maci °ízení π′(k,x(n)) de�nované pro v²echna x jako z mnoºiny bod·
{
x(n),u(n)

}
.

1.3.3 Detaily implementace

1.3.4 Konkrétní pouºité aproximace

Výpo£et hodnot a aproximace Ṽ (Ṽx, Ṽxx) je opakovaný. Je tedy t°eba vysoké opti-
malizace, proto je pouºita lineární aproximace ve tvaru lineární kombinace dvakrát
diferencovatelných základních funkcí φ(x) ∈ RP kde P < N . Jako základní funkce
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jsou voleny funkce 1, xi, xixj , x
2
ixj . Aproximace je volena jako £asov¥ prom¥nná, kdy

Ṽ (k,x) = φ(x− x̄(k))Tw(k), kde w(k) je parametrický vektor závislý na £ase k.
Ozna£me Ṽx = φTxw a Ṽxx = φTxxw první a druhou derivaci aproximace Bellmanovy

funkce podle prom¥nné x respektive vektor a matici parciálních derivací podle sloºek
vektoru x. Parametry aproximace pro jednotlivé £asy w se ur£í lineární regresí. Pro v =[
v(1) . . . v(M)

]
vektor cílových hodnot a matici Φ =

[
φ(x(1) − x̄(k)) . . . φ(x(M) − x̄(k))

]
je

minimální kvadratická odchylka ‖ v −ΦTw ‖2 pro volbu parametru w =
(
ΦΦT

)−1
Φv.

Protoºe je pr·m¥rná trajektorie x̄(k) konstantní v iteraci algoritmu, je z d·vodu
urychlení výpo£tu aproximace vycentrována v tomto bod¥. Mnoºina

{
x(n)

}
je £asov¥

prom¥nná, abychom nemuseli v kaºdém kroku po£ítat
(
ΦΦT

)−1
Φ, poloºíme x(n) =

x̄(k) + ε(n), kde
{
ε(n)

}
je stejná pro v²echny £asy k. Mnoºina

{
x(n)

}
se pak jakoby pohy-

buje podél trajektorie x̄(k). Tedy Ṽ (k,x(n)) = φ(ε(n))Tw(k) a Φ je konstantní v nejen
£ase, ale i v iteracích algoritmu a matici

(
ΦΦT

)−1
Φ je moºno p°edpo£ítat (coº by ne²lo

p°i závislosti na stavech).

1.3.5 P°edb¥ºný odhad vlatností algoritmu
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2 Systémy pro testování

2.1 Jednoduchý systém

2.1.1 Popis problému

Tato úloha byla p°evzata z £lánku [6] zejména z d·vodu, aby mohla být porovnána s
algoritmem navrºeným ve zmín¥ném zdroji. Sami auto°i [6] pak p°ejali tento problém z
[1].
Jedná se o integrátor s neznámým ziskem, tedy lineární £asov¥ invariantní systém s

jedním vstupem a jedním výstupem.

yk+1 = yk + bkuk + ek+1,

bk ∼ N(b̂k, Pk), (2.1)

ek ∼ N(0, σ2),

cov(ek, bk) = 0, ∀k.

kde yk je výstup nebo také stav procesu v £ase k, uk je °ízení v £ase k. Varianci ²umu
σ2 p°edpokládáme známou, stejn¥ jako po£áte£ní hodnoty systému y0, b̂0 a P0. Úkolem
je nalézt zp¥tnovazební °ízení

u∗k = u∗k(yk, yk−1, . . . , y0, uk−1, uk−2, . . . , u0), 0 ≤ k ≤ N − 1

minimalizující o£ekávanou ztrátu

J0 =

{
N−1∑
k=0

gk

}
,

gk = (yk+1 − rk+1)2,

pro daný £asový horizont N a referen£ní signál, tj. poºadovanou hodnotu výstupu, ve
form¥ posloupnosti {rk}Nk=1.
P°i °e²ení tohoto problému je výhodné nahlíºet na systému jako úlohu s hyperstavem

Hk = [yk, b̂k, Pk]. Pak první rovnici v 2.1 doplníme rovnicemi, ze kterých mohou být
rekurzivn¥ napo£ítány parametry b̂k a Pk

b̂k+1 = b̂k +Kk(yk+1 − yk − b̂kuk),
Pk+1 = (1−Kkuk)Pk,

Kk =
ukPk

u2
kPk + σ2

.
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P°i£emº ztráta v £ase k se zm¥ní na

gk = (yk+1 − rk+1)2 + Pku
2
k.

2.1.2 Úpravy rovnic

2.1.3 Konkrétní uºití

2.1.4 Pozorované výsledky

2.2 Synchronní motor s permanentními magnety

2.2.1 Popis systému

Následující model popisuje synchronní elektromotormotor s rotorem tvo°eným perma-
nentními magnety. Systém je popsán standartními rovnicemi synchronního stroje s per-
manentními magnety ve stacionárním tvaru

diα
dt

= −Rs
Ls
iα +

ΨPM

Ls
ω sinϑ+

uα
Ls
,

diβ
dt

= −Rs
Ls
iβ −

ΨPM

Ls
ω cosϑ+

uβ
Ls
, (2.2)

dω

dt
=

kpp
2
pΨPM

J
(iβ cosϑ− iα sinϑ)− B

J
ω − pp

J
TL,

dϑ

dt
= ω.

Zde iα,β reprezentují proudy a uα,β nap¥tí na statoru. Poloha (úhel oto£ení) rotoru je
ozna£en ϑ a ω je pak rychlost otá£ení. Dále Rs je rezistance a Ls induktance statoru.
ΨPM má význam magnetického toku permanentních magnet· rotoru, B t°ení a TL je
zat¥ºovací moment. Konstanta pp ozna£uje po£et pár· pol· a kp Parkovu konstantu.
Cílem je návrh °ízení bez senzor·, kdy £idla pro m¥°ení polohy a otá£ek nejsou (z

r·zných d·vod·) p°ítomna. Tedy jediné m¥°itelné veli£iny jsou:

yt = [iα(t), iβ(t), uα(t), uβ(t)] .

Které samoz°ejm¥ m·ºeme m¥°it jen s ur£itou p°esností.
Diskretizace modelu 2.2 pomocí Eulerovy metody vede na následující diskrétní popis:

iα,k+1 =

(
1− Rs

Ls
∆k

)
iα,k +

ΨPM

Ls
∆kωk sinϑk +

∆k

Ls
uα,k,

iβ,k+1 =

(
1− Rs

Ls
∆k

)
iβ,k −

ΨPM

Ls
∆kωk cosϑk +

∆k

Ls
uβ,k,

ωk+1 =

(
1− B

J
∆k

)
ωk +

kpp
2
pΨPM

J
∆k (iβ,k cosϑk − iα,k sinϑk)−

pp
J
TL∆k,

ϑk+1 = ϑk + ωk∆k.
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Kde ∆k ozna£uje diskrétní £asový okamºik. P°edpokládáme, ºe paremetry modelu známe,
m·ºeme tedy provést následující substituci za ú£elem zjednodu²ení: a = 1 − Rs

Ls
∆k,

b = ΨPM
Ls

∆k, c = ∆k
Ls

, d = 1− B
J ∆k, e =

kpp2pΨPM

J ∆k. Pro jednoduchost uvaºujme model
bez zatíºení, tedy zat¥ºovací moment TL je nulovy a zjednodu²ený model je:

iα,k+1 = aiα,k + bωk sinϑk + cuα,k,

iβ,k+1 = aiβ,k − bωk cosϑk + cuβ,k, (2.3)

ωk+1 = dωk + e (iβ,k cosϑk − iα,k sinϑk) ,

ϑk+1 = ϑk + ωk∆k.

Tyto rovnice m·ºeme chápat jako popis systému se stavem xk = [iα,k, iβ,k, ωk, ϑk].

2.2.2 Úprava rovnic

2.2.3 Aplikace iLDP

2.2.4 Výsledky jiných metod
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3 Výsledky

3.1 Výsledky algoritmu iLDP

3.1.1 R·zná po£áte£ní nastavení

3.2 Výsledky ostatních pouºitých metod

3.2.1 LQG

3.2.2 Princip separace

3.3 Srovnání

3.3.1 Získané výsledky

3.3.2 Porovnání algoritm·

3.4 Diskuze pro metodu iLDP
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